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EL PROBLEMA DE LA COLINEALIDAD EN LA REGRESION LINEAL

Por Ernesto Barrios Z.

RESUMEN

Se hace una revisién amplia del tema de la Colinealidad en 1la
Regresién Lineal. Aunque éste es. un problema netamente numérico
debideo a la "mala calidad" de los datos, los estadisticos estéan
involucrados, pues la calidad de losv estimadores se ve afectada. Se
muestran los efectos que provoca la presencia de la colinealidad y
sus causas mas frecuentes. Se presentan varios procedimientos
utilizados para su diagnostico, algunos . de ellos apoyados en
herramientas desarrolladas en el terreno del Analisis Numérico como
puede ser la Descomposicién en Valores Singulares. Asi también se ™
dice cémo poder remediar el problema o en su defecto se recomienda
como alternativa el uso de estimadores sesgados o del tipo bayesiano.

Finalmente, se propone una estrategia para atacar el problema.
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1. INTRODUCCION

Considérese el modelo de regresién lineal miltiple

= .. F = e
Yi B1Xi1 + BpXip + u o1 1, ,n (1)
o, en su forma matricial,
Y=XB+u
1
donde Y;xl’ me, Bpr lﬂm1 y con los supuestos

a) E(u) =8 (vector de ceros)
b) Cov(u) = o1 ‘ (2)

c) X no estocastica, de rango p.

El estimador de Minimos Cuadrados (MC) é del vector de parametros B

es aquel que minimiza la suma de cuadrados
n
_ _ o 2
S(B) i§1(Yi 31X11 o BpXip).

Una forma de ‘obtener ﬁ es derivando la suma de*cuadr-ados2
S(B) = WY-XI% = (Y-XB)’ (Y-XB)

respecto a B, igualar a 6 y resolver las ecuaciones normales

X’XB =X'Y (3)
cuya solucién, si (X'X) es no singular esti dada por

B = xx %Y.
La existencia y unicidad del estimador ﬁ estd garantizada por el
supuesto 2c) y en tal caso, en teoria, puede realizarse sin problema

el andlisis completo de la regresién.

Sin embargo, en la practica, y a raiz del uso de la computadora en el
analisis de regresién, 1los modelos han sufrido 1la inclusién

indiscriminada de regresores, lo que se refleja frecuentemente en que

'Mas adelante se discute el supuesto 2c).
el trabajo l.ll denotara la norma 2, o norma euclidiana (HxH2 =

Ixil = [T x°1Y%)

. , & menos que se indique lo contrario.
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la matriz de disefic..X.es de rango seudodeficlente , por 1o tanteo ¥X’X
resulta casi singular y en tal caso la computadora tendré problemas

en el calculo de la solucién del sistema (3). El problema de la

colinealidad . en la regresién es precisamente de caracter

computacional.

El que X sea de rango seudodeficiente, como se verid més adelante,
puéde tener consecuencias graves sobre la calidad de los estimadores
é, por lo que este hecho se identifica como el problema de la

colinealidad en la regresidén. Si X es de rango incompletp‘se dice que

| hay colinealidad perfecta. En Econometria el problema es comin y se

le conoce desde hace tiempo como multicolineali&ad, pero a la luz de
la nota 3, necesariamente se requerira de al menos dos variables
colineales para que se presente el problema, por lo que se le
referird simpiemente como colinealidad. Por otro lado, los analistas
numéricos identifican la colinealidad simplemente con el problema que
se presenta al querer resolver las ecuaciones normales, y ésto es un
reflejo del mal condicionamiento de la matriz X : Asi, la presencia

de colinealiaad, es el problema de multi€olinealidad para los

econometristas y el mal comportamiento de la matriz X para. los .

analistas numéricos.

Para el modelo de Regresién Lineal Mialtiple (1), autores como Freund
y Milton (1978), afirman explicitamente que ‘el rango de la matriz X
no es un supuesto de la regresién, mientras que otros como
Intriligator (1978) si incluyen como supuesto el punto 2c, esto es,
que X sea de rango completo. Considero que esto estid ligado con 1lo
que se enfiende por modelo y esto dependerd del objetivo de la
regresién. Si el interés del analista es observar el efecto 'que
tienen las variables independientes X1’ e Xp sobre la respuesta, en
base a la matriz de disefio X, ciertamente el rango no debe ser un

supuesto; por otro lado, si el objetivo es hacer pronéstico de la

3 . . - . ;
La matriz X se dice de rango seudodeficiente si existen constantes

t1""’t , ho todas cercanas a cero, tales que Zﬁixi % 8, donde X =
P ;

(XI' e Xp)’ Xi nx1’

4 . - . s s X :
Seudodeficiencia, mal condicionamiento de una matriz y otros
conceptos del andlisis numérico, se presentan en el apéndice.

i=1,...,p.

2




variable explicada y el rango de X es deficiente, se puede entonces
trabajar con un modelo reducido, de modo que la matriz de disefio sea
de rango completo. Asi también, Farrar y Glauber (1867) mencionan
que la colinealidad "es una faceta y un sintoma de un disefio
experimental pobre”, pero no siempre es un disefio lo que da lugar a
la regresién (tal es el caso mas comin de la regresién en
Econometria), mientras que por otro lado, Chatterjee y Price (1977)
comentan que la colinealidad no-es un problema de modelamiento, éino
de deficiencia en los datos, o bien como indica Baz (1976), "es un

problema de falta de informacién".

De manera similar, los autores no se ponen de acuerdo sobre si el
problema de colinealidad es o no estadistico. Asi, por ejemplo,
Besley, Kuh y Welsch (1980) indican que no lo es, pues no invalida el
andlisis de regresién; sin embargo, considerando las fuentes mas
frecuentes de colinealidad que enuncian Montgomery y Peck (1882) y
sus posibles remedios, :bien puede considerarse un problema
estadistico, pues aungue es factible llevar a cabo la estimacién y
él andlisis tbajo colinealidad, en la préctica se pueden obtene;}
resultados inservibles. En lo que si hay consenso es en que la .
colinealidad‘es un problema grave del Andlisis de Regresidén Aplicado ‘

. 5
que merece ser estudiado’.

Como algunos de los objetivos de la regresién, Montgomery y Peck

(1982) mencionan los siguientes:.

- Identificar los efectos marginales de las variables explicativas

X,
i

- La estimacién y prediccidén de la variable respuesta Y,

~ La seleccién apropiada de las variables en el modelo.

Estos no seran faciles de alcanzar en presencia de colinealidad pues
al separarse los regresores de la ortogonalidad 1las variables

comienzan a compartir informacién, lo que vuelve dificil apreciar el

SUn buen eJjemplo es el libro de Belsley, Kuh y Welsch (1980),
"Regression Diagnostics: Identifying Influential Data and Sources of
Collinearity"
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efecto particular de los regresores . Ademds, la estimacién misma de

los parametros y por lo tanto de la variable respuesta sera altamente

sensible al mal condicidnamiento de X, lo que constitﬁye una fuente

de imprecisién. En cuanto al pronéstico de la variable dependiente no
habréd problema siempre y éuando el nivel de los  predictores x
mantenga la estructura ~ de la matriz de disefio. Finalmente, 1los
métodos comunes de seleccién de variables ‘se yeran»oscurecidos en
presencia de colinealidad, por lo que no serévposible-apiicarlos con

éxito.

Una manera frecuente de trabajar en Econometria es la siguiente: Se
postula el modelo y sus supuestos, se procede a la estimacién de los
parémetros necesarios, para después llevar a cabo la validacién del
modelo mediante la verificacién de los supuestos, ¥y en caso qﬁe éstos
no se satisfagan, se intenta su correccién, siempre que ésta sea
posible.—Asi por ejemplo, el supuesto- 2b) considera. la ausencia de
correlacién serial de primer 6rden \(cov (ui,uj) = 0, 1#j), ‘este
supuesto se valida mediante el estadistico d de Durbin-Watson y en
caso .de no cumplirse se hace la correccién de-Cochrane - Orcutt. De
igual forma, 2b) supone la homoscedasticidad en los errores (var (ui)
= o?, i=1l,...,n) y mediante la'prueba de Bartlett o de White puede

verificarse el supuesto; en caso de no cumplirse, pueden aplicarse,

las transformaciones de variables del tipo Box y Cox, entre otras.

Con esta idea se ha estructurado el presente- trabajo; en primer

lugar, se muestran los efectos de la colinealidad con la intencién de

convencer de la necesidad de su estudio. En la siguiente seccién se

presentan las posibles fuentes de la colinealidad, para después,
exponer algunos métodos de diagnéstico que identifiquen la presencia

de colinealidad. La seccién 5 trata de 1la correccién de la

Y

colinealidad (cuando es posible corregirla) y presenta estimadores

distihtos a los de Minimos Cuadrados como alternativa. Finalmente,.

en la seccién B se dan algunas conclusiones.

. n

®Dos regresores XJ,, ste dicen ortogonales si ZIX1JX1£=O' El
t=1

Disefio de Experimentos explota la ventaja de trabajar con este

tipo de variables.




2. EFECTOS DE LA COLINEALIDAD

Considérese el modelo (1),

Y =BX +...+8 X +u 1= ...,n;
i B1 i1 Bp ip i 1 re

. 7
si se transforma el modelo a

Y, = le11+...+Bpx1p+ui 1= 1""’“’. (4)
Y, -y ' X -X
donde y = , ¥ = i] j
i n _ o172 1j n _ o172
[Z(Y—Y)] [z(x —x)]
k ki *J
k=1 k=1

se tiene la doble ventaja de eliminar posibles

problemas de

colinealidad no esencial y de poder interpretar X'X y X'Y como

matrices de correlaciones entre los regresores y de los regresores

con la variable dependiente respectivamgntea. Aunque, por otro lado,

Besley, Kuh y Welsch (1980) consideran que no se deben centrar las

variables pues ocultarian posibles relaciones entre los regresores;

para la presentacién de esta seccidén consideraremos el modelo °

transformado (4).

Para el estimador de MC, B = (X’X)”X’Y = CX'Y; donde C = (X’X)"}, se
tiene que, E(ﬁ) =R vy cov(@) = ¢°C. En particular, E(ﬁj) =B y

_ =2
var(éj) = ¢ ij.

J

Se sabe por el teorema de Gauss-Markov que dentro de los estimadores

lineales insesgados, é es el mejor estimador, es decir de varianza

minima, pero esto no garantiza que ésta sea pequeiia.

posible demostrar® que

De hecho, es

se usard la misma representacién para el vector de parametros B,
pero nétese que es distinto el utilizado en el modelo (1) y el usado

en el modelo (4). ,
9Véase por ejemplo, Belsley, Kuh y Welsch (1980).
Véase, Johnston (1972)
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_donde R’ es el coeficiente de determinacién multiple al hacer Ila

" regresién de Xj respecto al resto de variables independientes. En

presencia de colinealidad, al menos una de las variables

- explicativas, por ejemplo Xj, podréa aproximarse linealmente en

términos de las otras, por lo que R? serd cercanc a 1 , ij sera muy

"grande y por lo tanto también var(éj), lo que ocasiona una gran

. por los cuales las varianzas de los estimadores son incrementados,

incertidumbre en la estimacién de 3J.

Los ij son llamados factores de inflacion de]la varianza (FIV) de

los parametros y Marquardt (1970) los interpreta como "los factores

debido solamente a la correlacién entre los predictores”". Si uno o

varios FIV son grandes (z 10), esto indica que los parametros

respectivos estén estimados pobremente.

Si se considera el supuesto esférico de los errores, esto es

u N(e,azl), la longitud de Yos intervalos de 100(1~a)% de confianza

para BJ es

¢ ' L =2 vC_ t(o-p;a/2),
J 33
mientras que el correspondiente para el caso ortogonal es N

L; = 2 t(n-p;a/2)

luego,
L/’ =vC .
j 3 33
Asi pues, otra interpretacién de los FIV es que su raiz cuadrada
indica qué tanto el intervalo de confianza del parametro respectivo

se ha "inflado" debido a la colinealidad.

Extendiendo 1la idea, Willian y Watts (1878) presentan la
interpretacién siguiente: si (X'X) estd en la forma de matriz de
correlaciones, 0 = det(X'X) = 1; si los regresores son ortogonales
det (X’ X)
det (X’ X)

ortogonal al 100(1-a)% estd dada por la relacién

1, y en el extremo opuesto bajo colinealidad perfecta

0. La regién de confianza para una matriz de disefio

(B-B)’ (B-B) = po” F(p, n-p;a)

mientras que si los regresores son no ortogonales, la regién al mismo




nivel estaria dada por

(B-B)’ (X’X) (B-B) = pc® F(p, n-p;a),

de donde el cociente de los volumenes de las regiones es det(X’X)i/z.

Es decir, 100(det(X’X)™? -

regién de confianza al separarse las variables independientes de la

1)% es el incremento del volumen de la

ortogonalidad.

Por otro "'lado, la colinealidad en los datos provocara sobrestimacién
de los parametros. Sea L=Hﬁ—BH la distancia entre el estimador ﬁ y el

vector real de parémetros'(no observable) B.

p P p
mf)=mm£ﬁ)=zméﬁ)2=zmm@)=ﬁzaz
i=1 i j=1 j=1 ]
donde 5i, i =1, ..., p son los valores singulares de la matriz X {o

Bajo colinealidad (mal condicionamiento de X) uno o méds de sus
valores singulares seran cercanos a cero, por lo que la distancia

promedio entre ﬁ y B serd muy grande, luego

E(L?) = E(1B-gI1%) = ECuBi-2R g+igi®)
de donde B
. : p
E(IBI®) = ngi? + o°y 872
|
=1
Asi pues, el estimador é tenderad a ser mucho mads grande que el vector
de parametros B, por lo que en presencia de colinealidad se tendran

estimaciones amplificadas de los parédmetros.

Y Descomposicién en Valores Singulares (DVS) se presenta en el
apéndice.



3. FUENTES DE LA COLINEALIDAD

Si frente a un problema de colinealidad se pueden identificar sus

causas, se estard en posicién de dar la mejor solucién al problema,

pero esto no siempre serid posible. Habréd ocasiones en que no sea

sencillo determinar las fuentes de 1la colinealidad, o bien que atn

identificando las causas, résulte imposible €liminar el problema. Es

importante de cualquier modo conocer las fuentes de colinealidad mas

" frecuentes, ﬁara que éstés se eviten en la medida de lo posible.

Mdntgomery y Peck (1982) considerén como fuenfes.principales de la

colinealidad:

1.

El método empleado en la recoleccién de datos. Cuando las

observaciones de las variables explicativas son tomadas solamente

de un subconjunto del espacio muestra, donde su comportamiento esta

relacionado. Asi por eJjemplo, si se quiere analizar el consumo

doméstico de gas como funcién del iﬁgreso familiar, el numero de
personas po} familia y el consumo de electricidad, y la muestra se
restringe a un solo rumbo de 1a>Iocalidad, es muy probable que el
consumo de electricidad sea a su vez explicado mediante el ingreso
familiar y el numero de personas por familia. También pueden
suceder problemas de colinealidad cuando se trabaja con rangos muy

pequefios de las variables explicativas.

Las restricciones sobre el modelo y la poblacibén. Las
restricciones en la poblacién son qu{zé la causa de colinealidad
mas frecuente cuando se trabaja con variables temporales en
Econometria, pues en general tienden a crecer o decrecer de manera

. 11
conjunta’ .

En ocaciones, algunas variables resultan de la agregacién de otras,
por lo . que =al incluirlas en el modelo seguramente estarén
relacionadas con algin otro regresor. Sucede por ejemplo, cuando se

incluye el PIB (Producto Interno Bruto) en los modelos

11 . . ' .
~ ""Por ejemplo, se ha mostrado que series temporales crecientes e

independientes muestran cierta correlacién; esto es 'lo qué se ha
llamado correlacién espuria. Véase Granger (1969).
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Por otro lado, en lo que se refiere a restricciones del modelo, con

frecuencia se incluyen variables indicadoras exhaustivas. Por

ejemplo, si Ii, Iz’ 13, I4 son ‘variables indicadoras que

fepresentan las estaciones del afio (Ik=1 si se estd en la estacién
4

k-ésima, Ik=0 de otro modo), necesariamente } Ik~= 1, luego ,si se

k=1
incluyen las cuatro variables en el modelo desde un principio se

estafé incluyendo relaciones de colinealidad.

3. Eleccién del modelo. Este caso puede ser el resultado de las
fuentes anteriores. Por ejemplo, en un modelo polinomial de

regresién, las variables X y X2 alrededor de 1 se comportan de

manera similar. Asi también, es conocido el mal comportamiento de
la matriz X en modelos de interpolacién polinomial cuando se

trabaja con grados altos.

4. Sobreespecificacién del modelo. Esta causa también es comin en
modelos ecenométricos. Se incluyen tantos regresores que muchos de
ellos resultan relacionados entre si. También es frecuente
encontrar en estudios de la salud modelos con demasiadas variables
explicativas, por lo que necesariamente se dan relaciones entre

ellas.

e
Finalmente, como se comenté al inicio de la seccidh, el conocer las

fuentes de la colinealidad nos permite evitarla cuando es posible, y

eventualmente proponer alguna solucién.

12 . . s i . . . :

En pocos modelos se justifica incluir como variable explicativa el
PIB; sin embargo, en la practica diaria es muy socorrido como
predictor.



4. DIAGNOSTICO DE LA COLINEALIDAD

Habiendo mostrado los efectos que tiene la colinealidad sobre el

- estimador é y sus fuentes potenciales, en esta seccién se presentan .

algﬁnas formas en que se ha intentado detectar el problema en el
paéado asi mismo se presenta.n los métodos de diagnéstico utlllzados
actualmente aprovechando el desarrollo ‘que han’ tenido los_ _métodos:
numéricos en los uGltimos afios, tanto en el terreno teérlco como en
el desarrollo de blbllotecas N4 51stemas de computo de calldad Cabe‘.
aclarar que el orden en que se presentan las formas .de diagnéstico no-

necesariamente cor'responde al de su aparicién en la literatura.

Histéricamente se han definido criterios coh el fin de detectar la
presenc;ié. de la colinealidad. Algunos de ellos surgen del estudio de
los efectos del pf'oblema, otros se basan en el analisis directo de la
matriz de,.di_se-ﬁo X. Ciertos criterios que se siguen para el
diagnéstico sAon bastante simples y r'10~r~equier'eh de gran esf‘uerzo,_
aunque quiza, por lo mismo no son del -todo-s;gur‘o_s.‘ En ei extremo*‘.t

opuesto, hay procedimientos casi infalibles perc que requieren de/‘(_ .

" trabajo extra al de un andlisis de regresién estéandar.

i

1. Entre las formas de diagnéstico elementales esta el obsgrvar‘ 'lo§
elementos de ia matr:iz (X’X) .en su forma . de corr'elacién,.}
cor‘P(X X) = aij ='r‘U =. (X’.X)U. Aquellos elementos de la m'atriz)
cercanos a t 1 indican que las variables correspondientes estén
co'r‘r'elacionadas.. Sin embargo, és posible que aun en presencia de
colinealidad per‘fec"ca los Pi,j sean bajés y esto por‘que' la depegdencia
de una de las variables independientes es de dos o mas de las
restantes. Es poco comin que se dé el problema de colinealidad debido

a la correlacién entre dos variables exactamente.

2. Si después de estimar los coeficientes del modelo se tiene que la

. F‘global es significativa, pero las t-parciales no lo son, ‘los

resultados se interpretarian como si el modelo en general fuera
correcto, ©pero ninguna de. las variables regresoras tomadas
independientemente aportara informacién importante  para la

explicacién de la respuesta; esto es un sintoma comin de

10
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colinealidad, pero no necesariamente bajo colinealidad éste se

presenta.

3. Como se comentdé en la introduccién, la colinealidad es el mal
comportamiento de la matriz de disefioc X, por lo que célculos que
invblucren a (X’X)_l, y en particular ﬁ, seran altamente sensibles a
los datos. Asi pues, otra forma de Iintentar diagnosticar Ila

colinealidad es observando la sensibilidad de é a la eliminacién de

. . 13 . ' .
observaciones y/o predictores”. De .la misma forma, si en la

estimacién resultan valores o signos no esperados por 1os‘parémetros,
esto puede estar indicando que hay problemas de colinealidad, aunque
también podria ser resultado de una mala especificacién del modelo o
bien de la ignorancia que se tiene sobré la variable respuesta y su

relacién con los regresores.

4. Otro procedimiento de diagnéstico es por medio de los factores de
inflacién de la varianza FIV3 = ij. Basandose en su experiencia
practica, Montgomery y Peck (1980) consideran que FIV mayores que 10
son indicadores de una pobre estimacién deb%@o a la colinealidad.

Este criterio tiene la ventaja de ser simple y poder llevarse a cabo

utilizando una salida esténdar de regresién lineal. Sin embargo, no

aporta informacién acerca de qué variables estéan involucradas en la o

las interdependencias.

5. Nuevamente, si los'datos estan centrados y escalados, la matriz
(X’X) toma forma de matriz de correlaciones y en tal caso 0 =

det(X’X) = 1. De hecho, en 1los casos extremos, si se tiene

'éolinealidad perfecta det{X’X) = 0; en el opuesto, si los regresores

son ortogonales det(X'X) = 1. De esta situacién se sigue que det(X’X)
pequefios es sintoma del problema, pero gqué tan pequefio ha de ser
det(X’X) para poder considerar que se tiene colinealidad?. Esto es

equivalente a tratar de determinar el rango numérico de una matriz,

135e pueden tener estimadores de clertas combinaciones lineales de los
parametros con varianza moderada y sin problemas de sensibilidad en
los datos. Estas se conocen como funciones estimables. Véase Theil
(1971) o Scheffé (1859).

11
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g el
problems atn en estudio’”.

B. Précisamenﬁe en esta linea es el ya famoso articulo de Farrar y
Glauber (1967), que durante algin tiempo se pensé resolveria el
probléma de diagnostico. Bajo supuestos de normalidad y ortogonalidad
en los réégégéfés (contrario al supuesto 2c, X no estocastica) y bajo
cierta transformacién - llegan a qué det(X’X) se distribuye

X : 2
aproximadamente como ¥, lo que permltlrla comparar estadlst1camente

" det(X’X) con cero. Sin embargo, estos supuestos son dema51ado fuertes:

omisiones importantes como lo muestran Kumar (1975) y Wichers (1975)

- en sus articulos y Belsley, Kuh y Welsch (1980) en su libro.

7. Por otro lado, SilVey (1969) aborda el problema de la célinealiaéd

- mediante la Descomposicién Espebtral de la matriz (X'X). Uno o mas

valores caracteristicos pequefios son sintoma de colinealidad.
Asociado a cada valor caracteristico pequefio hay una relacién lineal

entre los regresores. En su analisis por Componentes Principales,.

Silvey propone ademés,Afofmas_de corregir la colinealidad afiadiendo

informacién'aprqpiada que’ pueda romper la estructura dé los datos,,;a'

manera de diagnéstico que €1 propone resulta incluida en la que se
presentard mas adelante utilizando DVS, ademds de que el uso de la

descomposicién singular arroja mayor Iinformacién y los algoritmos

desarrollados para este uGltimo resultan mas estables numéricamente -

s : . P e 15
que los utilizados usualmente para los sistemas caracteristicos

Cabe sin embargo, destacar su trabajo.

8. Considérese entonces la Descomposicién en Valor Singular (DVS) de

oy pocas veces se cumplen en la préactica, ademés su trabago tiene -

la matriz X, X = UDV’, donde lﬂmn, me matrices ortogonales y D = .
Eﬂ , A = diag(al, ...,Bp), 612...25p>0 y ® matriz de ceros. Si X es

- . de rango incompleto, entonces al menos uno de los valores singulares

14 s X .
El rangoe numérico de una matriz es el rango que tiene su

representacién interna en la computadora. Una forma de determinar el
rango de una matriz es por el numero de valores singulares distintos
de cero, pero nuevamente, ; cudles podrian considerarse cero?. Véase
%glub Kiema y Stewart (1978).

Paquetes como EISPACK (1976) y LINPACK (1878) para. computadoras
grandes, LOBOLIB (1885) para Computadores Personales.

°

12




X ~ 16 ., . s s
de X seréd exactamente cero. .81 X de rango seudodeficiente, entonces

uno o mas de los valores singulares seran cercanos a cero.

El namero de condiqién_de la matriz X, K(X):=51/6p, es un indicador
de lo mal comportada (numéricamente) que puede resultar la matriz X.
0 bien, extendiendo la idea de Boley y Bittanti (1986), K_l(X) es la
"distancia relativa de la matriz X a la colinealidad perfecta". En la
practica, si 10 = K(X) = 1000, se considera que la colinealidad es

moderada, mientras qﬁe‘si K(X) > 1000, entonces el problema es grave.

9. Besley, Kuh y Welsch (13880), definen lo que ellos llaman indices
de condicibn,
- Smax

n.
T

y consideran que uno © mas valores de nj mayores que 30 son un

sintoma de colinealidad (nétese que K(X) = max{nj}).

En la seccién 2, se vié que var(éj) = ¢°C

13 G?FIVJ, luego, a partir

de DVS de X se puede expresar,

T -

<

p
= i]
FIVj = ? > donde ViJ [V]ij'

De aqui, es claro que valores singulares pequefios tienen como
consecuencia una estimacién pobre del parémetro . Besle&, Kuh y
Welsch (1980), utilizan esta informacién para  descomponer
porcentualmente los FIVj y definir las proporciones de descomposicién

de la varianza
M = —— i, =1, ..., p,

de tal modo que si se construye la matriz I = (nij), la suma de los
elementos de una columna es 1, y los elementos de una misma fila
estdn asociados a un mismo valor singular y sélo a uno. Valores de
., que resulten por encima de 0.50 significa que méds de un 50% de la

13
varianza de un estimador se concentra en una componente, situacién

8En este caso, por el supuesto 2c) p(X) = p, por lo que 6p > 0. Véase

el apéndice para una mayor explicacién y referencias bibliogréaficas.

13
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tiene que "a

s e e e

»

que seria indicadora de posibie colinealidad. -

Analizando la matriz T de proporciones, es posible detectar qué
valores singulares son los que més influyen .en' la varianza del
estimador éj, observar todas las relaéionesHQevpolinealidad que se -
prééentan y la magnitud de éstas, ademds de identificar las variables
que intervienen en cada una de las relaciones. Asi por ejemplo, si se

que 14 y nzs tienen vé}qres _a}ﬁoé y el 1indice de

condicién 7 *tanbién 1o es, entonces las variables X, X, X
establecen (aptoximadamente) una Pelacién lineal. Si de 1igual forma
se idéﬁtificara una relacién entre las variables‘X1 v X3 se pensaria
entonces en la posibilidad de e}iminar_1a variab;e Xé del'mOQelo-por

aparecer en mds de una relacién colineal.

Asi pues, en esta seccién se han presentado distinfas formas de
diagnéstico de la colinealidad. Algunas de ellas son bastante simples

"y no requieren més alld de los resultados usuales de un anadlisis de

regresién. Otras, més complejas, "ofrecen mayor informacién y

seguridad enrel diagnéstico a costa de un trabajo extra (no simple)

rde'célculo.

14




5. CORRECCION Y ALTERNATIVA

El objetivo de la seccién es presentar distintas opciones a seguir
una vez que se haya lidentificado la p;esencia de colinealidad. En
ocaéiones sera posible disminuir la gravedad del problema (guizé
hasta eliminarlo); en otras, habrd que "vivir con el problema" y en
tal caso se sugiere'utilizar estimadores distintos a los de Minimos

Cuadrados.

A diferencia del supuesto del rango, la mayoria de los autores
coinciden en que el mejor remedio para corregir colinealidad es
afiadir informacién de “hejor calidad". Esto es, incorporar
informacién extra de modo que rompa la estructura colineal”. Asi, por
ejemplo, Silvey (1969) describe cdémo debe ser la informacién
adicional de mode que ésta sea "6ptima"“, pero esto no siempre es
posible por razones econémicas o fisicas (repetir o extender un censo
puede ser muy costoso, asi como resulta imposible tomar cierta
informacién una vez que concluye el experimento o proceso en

estudio).

Sin embargo, debe notarse que hay situaciones en que la colinealidad
no puede rescolverse aumentando datos de "calidad". Tal es el caso
cuando la fuente del problema son las restricciones sobre el modelo o
su especificacién. Aqui, la mejor solucién es precisamente la
reespecificacién del modelo, tratando de evitar el uso de todas las
variables explicativas que intervienen en la relacién colineal, o
bien utilizar (cuando sea posible) métodos o técnicas del Disefic de

Experimentos.

En algunos casos es posible definir combinaciones de predictores que
conservan la informacién de las variables pero evitan usar todas
ellas, lo que disminuye la posibilidad de relaciones colineales. Sin
embargo, muchas .veces esto es imposible por la naturaleza misma del
anilisis de regresién, como cuando se desea estudiar la relacién
entre un subconjunto especifico de regresores y la variable

respuesta, y en tal situacién la alternativa posible es el uso de

17Véase,Farrar‘ y Glauber (1967).
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otro tipo de estimadores diferentes a los MC, no necesariamente

lineales o insesgados. A continuacién presentamos algunos de estos -

estimadores.

a) Estimadores Bayesianos. Incorporan informacién previa al modelo a
manera de distribﬁcién a priori del parémetro B. Asi por ejemplo,
si se considera a priori que B N(Bo, 20), el estimador bayesiano

resulta dado por‘18

- b) Estimadores Mixtos. Estos estimadores .fueron desarrollados por

Theil y Goldberger (1961). Al igual que los bayesianos, los
estimadores mixtos utilizan informacién previa, pero traducen ésta

aumentando los datos del modelo en ldgar de sﬁponer una

distribucién a priori del parédmetro. Se considera que, en base a

esa informacién el analista puede construir r (con r<p)

restricciones sobre el parémetro B,
3 _~—

_ @ =RB + v .
con @« y ‘v vectores aleatorios rxl, tales que E(v) = 8,
var(v) ="V, R matriz' rxp conocida, de rango completo. Las

restricciones se incorporan al modelo original para formar el

AR

y por MC se obtine el estimador mixto19

modelo ampliado

' -1 .
B = [lz X'X + R'v’lR] -[12 X'y + R’V-loc]“
M o o

18 camer (1973) estudia el problema de la colinealidad desde el punto
de vista bayesiano. Baz (1876) presenta en particular estimadores
bayesianos sesgados y la Jjustificacién bayesiana de otro tipo de
estimadores sesgados. "

En general, para un tratamiento bayesiano del modelo lineal, véase
Box y Tiao (1973) y Zellner (1971).

Puede verse por las restricciones y el hecho de estimar por MC en el
modelo ampliado que los estimadores mixtos resultan insesgados.
Nétese también su semejanza con los estimadores bayesianos; de hecho
los EM tienen Justificacién bayesiana. Véase Besley, Kuh y Welsch
(1980) y Theil (1871) para ejemplos.

18
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c)-EéiEﬁédoreé Cordillerazo. Hoerl y Kennard (1970 a.b.) presentaron
un procedimiento al que llamaron Ridge Regression, como extensién

a la regresiéon de trabajos anteriores de Hoerl a los que llamé

" "Ridge Analysis". A diferencia de los estimadores bayesianos y
mixtos los estimadores cordillera y de componentes principales que
mas adelante se presentan son estimadores sesgados del vector de

parameiros B.

Como se vié en la seccién 2, uno de los efectos de la colinealidad
es producir estimadores de MC con gran varianza. Se sabe por el
teorema de Gauss-Markov que .dentro de la familia de estimadores
lineales insesgados los de MC son los de varianza miniha, pero
esto no garantiza que la varianza sea pequefia; por ello el uso de
estimadores sesgados se Jjustifica al reducir la variacién del
estimador o mejorar su estabilidad, atn a costa de introducir un
sesgo. Existen, por supuesto, criterios para definir cuidnto se
estd dispuesto a aceptar de sesgo con tal de reducir la
variabilidad del estimador;. uno de"esos crite}ios -es el Error

‘Cuadrético Medio (ECM) 2

Hoerl y Kennard (1970a) presentan los estimadores cordillera

é?{ = (XX +yD)X'Y gy=z0

para "el control de la inflacién e inestabilidad general asociada
con el uso de estimaciones MC". De manera simplista se puede
argumentar que en el caso extfemo de que la matriz X'X sea
singular, la matriz (X’X + yI) resulta de rango completo para
¥ > 0, (se sigue al notar que (62f+ ¥), 1 =1, ..., p son los
valores singulares de (X’X + ¥I)), o bien, para ¥ suficientemente
grande, (X’X + 7I)7'= 3"'I, sin importar lo mal comportada que

pﬁeda ser X 2.2

21 &0 raduccion del inglés "Rldge estimators”

ECM(B) E(r? (B)) = E(UB-BI %).

Existen varias justificaciones de los estlmadores cordillera tales
como el bayesiano (Baz (1976)), como resultado de un proceso
regularizante a la Tijonof (Barrios y Lépez (1986)), etc. Asi mismo
se recomienda la lectura del articulo de Marquardt (1870) para una
exposiciéon de los estimadores sesgados y su uso con datos no
ortogonales.

17
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Ahora bien, en la seccién-2-se vid que la distancia "promedio" del
estimador ﬁ a B es

E(L%(B)) = E(R-g1®) = § var(B) = o°L 8%,

" en forma andloga, la distancia de ﬁy a B es

- o2 2
, . é «
E(L3(R ) = o} e R e
4 (5 +y) (87 +7)

 =: g, (7) tg, (7)

donde a = VB = (dl, ..5,'& ). Aqul, g, puede interpretarse como

la variacién total (suma de varlanzas) y g, como el cuadrado del

. sesgo 1ntroduc1do al usar é en lugar de é.

Hoerl y Kennard (1970a) mostraron que existe y > 0, para el cual -

ECM(@@) < ECM(@), por lo que podrian pensarse los estimadores
cordillera como alferﬁativa a. los ‘estimadores de minimos
cuadrados. Sin embargo no es posible asignar un valor especifico a
¥ que satisfgga la desigualdad anterfbr (y en tal caso se dice que
el estimadBr es.adhisible) pues las condiciones sobre ella quedan
-en términos de o° Yy B, en géneral desconocidos. Por lo que es
necesario definir criterios que conduzcan a una buena eleccién de

¥. Hoerl y Kennard (1970b) proponen el uso de la traza cordillera,

que consiste en graficar las ﬁj(y) (3 =1, ..., p) para distintos"

valores de y y elegir aquel valor ¥, para el cual las trazas de

. cn s 23
los estimadores parecen estabilizarse

dj Regresién en Cqmponenies Principales. El procedimiento de
componentes principales en la regresién, como alternativa cuando
hay colinealidad, ha mostradc ser muy eficiente24.\ Como se
presentan aqui estos estimadores resultan también ser sesgados,
pero poseen la ventaja de poder controlar la varianza dei

estimador.

®3ease Barrios y Lépez (1988) y Montgomery y Peck (1982), donde se
presentan otros métodos para seleccionar y. Dempster, Schatzoff vy
Wermuth (1877), presentan un estudio de 56 simulacicnes, -comparando
entre distintos procedimlientos de seleccién de ¥. Sin embargo hasta
ahora, no existe una forma de escoger 7 que domine en general al
pgsto ‘de los procedimientos.

Véase Gunst y Mason (1877), para un estudio de simulacién.
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De manera muy simple, se puede dec1r' que el procedimiento de
componentes principales consiste en la transformacién del modelo
original de modo que los nuevos regresores resulten ortogonales
entre si, con las .ventajas .'-que esto implica. E! modelo
transformado en su forma candnica es o
Y=2x +u

donde, 2 = XV y a = V’'B, para cualquier matriz ortogonal V pxp. 'Se
tiene entonces que V'X’XV = 2°Z = A = diag(?ti, cees Ap),donde si
V se elige adecuadamente, Ala _ ...;Ap>0, son los - valores
caracteristicos de 1la matriz X'X. Los nueves regresores
ortogonales 2_1, cens Zp se conocen como las componentes
principales. El estimador de MC en el modelo transformado queda

A

(z2z2) 'z y = 20y

o =
con var(®) = ¢®(2°2)"" = °A :‘
y var tot(®&) = ¥ va.r‘(Qj) = 0'22 1/7\j

Como ya se ha comentado, asociado a la colinealidad se tienen
r —

valores singulares pequefios SJ, lo que repercute en la inflacién

de la varianza total del estimador. Una manera de reducir esta »

varianza es eliminar aquellas componentes Qk con valor

caracteristico asociado Ak-pequeﬁozs. En tal forma, si las ultimas

r componentes son eliminadas, el modelo reducido .

resulta mal especificado pues al vector de parédmetros le faltaran
;¥
compeonentes, con el correspondiente estimador de MC Q =(Q1,...,

A , s e A
@& )’ sesgado pero de menor variaclién que «.
p-T '

Al igual que en los estimadores cordillera, hay ciertos criterios

s 3 . . - 26
que indican el nimero de regresores que podrian ser eliminados™ .En

SNotese que si Sj son los valores singulares de X y Aj son los
valores propios de' (X’'X), entonces 5? =A , 3=1, ...,p, pues A% -

v (X’X)V = A.
Véase, Silvey (1969).

J
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esta linea, Marquardt (1870) introduce la idea ~"de " rangc

fraccionario, que a su vez resulta relacionado con .el problema de

determinar el rango de una matriz.

Ademas de la gran ventaja de contar con un respaldo teérico
-importante, el uso de componentes principales tiene la de que, atn
con datos mal condicionados, el procedimiento resulta ser de los
- mas eficientes paré“efecpos_de pronéstico. Sinvembargq;;giene el -
inconveniente de transformar el mddelo_original; lo que_diﬁiculta

en ocasiones su interpretacién. -

Finalmente, vale mencionar nuevamente que aunque la mayoria de los

autores coinciden en que la mejor manera de remediar el problema de

la colinealidad es mediante informacién extra de mejor calidad, esto
no siempre es posible, y en tal caso se presenta como alternativa el

-uso de estimadores sesgados o del tipo bayesiano 27.‘

®Ten el libro de Montgomery y Peck (1982), sec. 8.5.7, se comenta una
buena seleccién de articulos respecto a la comparacién y evolucién de
los estimadores sesgados. '
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6. CONCLUSIONES

La colinealidad es uno de los problemas que aparécen con mayor
frecuencia en la regresién y, visto friamente, es un problema
numérico de mal condicionamiento de la matriz de disefio X, debido a
la "mala calidad" de los datos. Esto se hace evidente al intentar
resclver las ecuaciones normales de los Minimos Cuadrades. Como
consecuencia, los estimadores  obtenidos resultan pobremente
calculados, de gran variabilidad o altameﬁte sensibles, 1llegando
inclusive a ser inservibles en 1la practica. Sin embargo, el

diagnéstico y su remedio son materia de estudio de la Estadistica.

Una vez especificado el modelo puede resultar que la'matriz de datos
tenga rango deficiente, lo que obliga a su reespecificacién de modo
que la mafriz correspondiente sea de rango éompleto (para este
momento ya se ha comenzado con el andlisis de la regresién). Asi
pués, definidos los regresores que intervendran en el modelo y
estimados los parametros, se deberd evaluar la calidad de las
estimaciones. Para esto se sugiefe usar desde un principio métodos
numéricos de calidad en la regresién - como la descomposicién QR -

evitando en 16 posible trabajar con las matrices X y X’X. En esta

linea véase por ejemplo, Golub (1979), Stewart (1973), Montgomery y

Peck (1982) (versiones recientes de paqueteria estadistica para

cémputo han incorporado este tipo de algoritmos).

Para diagnosticar la presencia de colinealidad en la regresioén, sobre
los resultados de una salida esténdar de computadora se verifica si
se detectan algunos de los sintomas comentados en la seccién 4, como
son valores o signos no esperados, F global significativa y
t-parciales pequefias; alternativamente, utilizando los errores
estandar de.los coeficientes se calculan los FIV correspondientes, y
si es factible, se averigua la sensibilidad de 1los estimadores
ejecutando varias corridas ordenadas eliminando  observaciones y/o

regresores.
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Se sﬁéiehé:éalcular las proporciones de descomposicién de la varianz

T solamente -bajo sospecha de colinealidad pues la descomposicién en
valores singulares puede resultar costosa. Si se detecta que el
problema, esta presente, entonces habra que ideniificar todas las

relaciones colineales y los predictores que intervienen en ellas. En

este momento se recomienda detenerse para investigar las posibles

causas de la colinealidad o si es factible eliminar uno o més de los

- regresores implicados en las relaciones.. . T e

‘Siempre que sea posiblé,'-eé conveniente ~aumentar datps;;dg _mejor
'calidad‘,dev'modqw que éligeren 0. eliminen. e1 Aprob1ema.-de la.

_ colinealidad. Si esto nd fuera posible‘y,el objetivo del modelo es la

estimacién y prediccién de la variable dependiente, se recomienda el
ﬁso de compoﬁentes prihbipales y trabajar con los niveles de
variacién (de la variable respuesta) que se desee.'O bien; si el
objétivo es el analisis del modelo propuesto o el control de la

respuesta se sugiere entonces el uso de estimadores cordillera. Por

‘otro lado, si el analista tiene informacién que pueda incorporar al

modelo, puederutilizar estimadores del tipo bayesiano.

Por tltimo, resulta comin en la actualidad realizar analisis de
regresién en computadoras personales y. no éiempre se dispone de
paqueteria especializada para poder elegir entre los distintog tipos
de estimadores. Si este fuera el caso; cabe\mencionar que es posible
trabajar los estimadores cordillera con rutinas esténdar'de'regresién

lineal. El estimador cordillera é7 seréd el estimador de MC.del modelo

(] [ -

ampliado
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7. APENDICE®®

Descomposicién LU. Sea A € R™®. Existen entonces L, U e R™

. . s . s . 3
- triangulares inferior y superior respectivamente. L con 1" en la

diagonal principal tales gque A = LU.

Aplicaciones: a) EL sistema Ax=b puede descomponer'seA en-dos sistemas

-triangulares, Ly=b, Ux=y, donde para el primero y1=b1,

y2=b2—121y1, ...,etc. (sustitucién hacia adelante) y
~ para el _ segundo xn=yn/um,
=(y .-u X )/u , etc. (sustitucién hacia

n-1 n-1 n=-i,n n n-1,n-1 .

atras).

: : , n
b) det(A) = det(LU) = det(L) i'let(U)=1'iI_T1 u,

Descomposicién QR. Sea A € R™" (m=n). Existen matrices Q

-

ortogonal y R __ triangular superior tal que A = Q[g] @ e gp™M)x

de elementos todos nulos.

v -~

Aplicaciones:a) Como Q es ortogonal, no modifica la norma de un
vector para el problema de MC, min NAx-bi® = min
IIQ(Ax--b)M2 ¥ su solucidén se obtiene al resolver el

sistema Rx=c1, donde Q'b = [21], con sustitucién hacia
2
atréds. Noétese que resolver Rx=c1 es preferible que

resolver las ecuaciones normales R’Rx=R’c1 (A’ Ax=A’b)
que implica mas trabajo de cémputo y por lo mismo mas

errores.

n

b) Si Anxn, det(A)=det (QR)=det (Q)det (R)=1-T CJJ
- i=1

Condicionamiento numérico de un problema. Es una consideracion

importante siempre que se piense en el uso de computadoras digitales.

Debido a la longitud finita de la palabra, los numeros sélo pueden

28Parte del material e ideas que aqui se presentan fueron extraidas
de Boley y Bittanti (1886). Se recomienda el libro de Stewart
(1973) para adentrarse en el Algebra Lineal Numérica.
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renresentarse aproximadamente en la computadora. En el tratamiento de
 tales aproximaciones los modelos més usados son los que consideran

qué sucede si los numeros son perturbados ligeramente.

En la solucién de un problema uno debe aplicar algin algoritmo. Si el
problema es mal . condicionado .0 mal planteado, entonces pequefias
perturbac1ones a los datos pueden arrojar resultados préctlcamente%“

'1nut11es

_Si un problema es bien COndicionadd yyé1imétodo_emﬁleado para Sq-{,‘i
. ysoluc1on es estable, entonces se pUedéjéféerlen la respuesta. Un
método se dice estable si 1ntroduce pocos errores en los cédlculos. Si
el problema es bien planteado y el método inestable, se puede pensar
en usar mejores ﬁétodos. Sin embargo, no se puede pehsar en mejorar
,iaAﬁcalidad .de la solucién si el problema es mal condicionado,
independientemente de que el método‘utilizado sea estable o no. En

este sentido, ‘la descomposicién QR es un élgoritmo estable.

mxn

Descomposicién en Valores Singulares (DVS). ' Sea. A € R tm>n).
Ex1sten matrlces U _ , V_ . ortogonales y £ tal que 2— A
m “nxXn o L~ omxn, C]
d1ag(6 ces Sn) . =5n z 0, llamados valores singulares de ~
A, B e R(mrﬂxn matriz de elementos nulos tal que, A = UZV’. -

Aplicaciones: a) El rango de una matriz A = UZV’. es el numero de

valores singulares distintos de cero.

n

b) Si A det(A) H
nxn

Para la norma matricial lAl = max {llAx)l: lIxll=1} heredada de la norma

euclidiana usual, se tiene que si‘Q es una matriz ortogonal, HIQxl =

Ixll y QA = IlAll, de donde se sigue que
HAIl = IZll = & =3
-1 -1 max 1
Si A es no singular, A~ =V U, Yy
nxn
1A™h = g™ = 57

n

Para A no singular, se define el numero de condicién de A,
nxn - ,
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¢ e e =

K(A) = BAl n1A™Y = 5,/8 = 1.

n
Esta cantidad K(A) resulta Gtil para estimar la sensibilidad respecto
a perturbaciones de la matriz A en la solucién de sistemas de
'écﬁécioﬁéé lineales , el cédlculo del rango, de la inversa, etc.

©

~Asi. por ejemplo,- considérese el sistema Ax = b. Al resolverlo, se
obtiene X, que es la solucién exacta de un probIéhéf‘pérturbado
B. De donde A(x~-x) = (b-b). Multiplicando ambos

ligeramente AX
" lados de la igualdad por At y tomando normas

Nx-xi = NA™M Ib-BI.

Esto es, el error en la respuesta estid acotado por el error en el

Ve

lado derecho del sistema ampliado na™h vecesso. El error relativo
N x-xii
il

indica el nimero de digitos de precisién en el calculo de x. En el

caso del sistema Ax=b, HAll-lIxl = lIbl, de donde se sigue que

v -

IIbll .
Asi, el numero de digitos significativos en x estd acotado por los de
b ampliado K(A) veces. Para perturbaciones en A, se obtiene en forma

andloga que

I x=-xIl

X ¢ geay 1AL

Il 1Al
Por otro lado, el rango de A = p(Z) = #{1: 61¢O}. Se dice que la
matriz es de rango seudodeficiente si an es muy cercano a cero. Si

A es no singular y sb6lo entonces, se tiene que 612 ... =238 > 0.
nxn n

Sea Enxn una perturbacién de A tal que A+E resulte singular. Luego,
la distancia a la singularidad de 1a matriz A estd dada por

dsing = min IEIl = &
(A+E)sing

n

29
El ntmero de condicién depende de la norma utilizada; asi, Kv(A) =

HAHV HA_iuv. K(A)=51/6n es valido sélo en norma 2.

%0 posible alcanzar esta cota, por lo que no hay manera de mejorarla.
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‘perturbaciéh para reducir a A, a una matriz de rango r-1 y & /61 el

. .grande y las cotas a los errores tienden a explotar; por lo que uno o

S

v la distancia relativa
8

" dsing _ n
S
1

1
A -5 - K (A)

Se sigue entonces, que K(A) también .es un indicador de la

sensibilidad de rango(A). Similarmente, 3 indica el "tamafio" de la

N

"tamafio relativo".

Finalmente, nétese que si-§ es cercano a cero, K(A) tiende a ser muy

mis. - valores .singulares pequefios son indicadores - de problemas

‘ potenciales en la estabilidad del céalculo (mal comportamiento).
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