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Capitulo 1

Prefacio

Frecuentemente no es posible correr repeticiones en cada combinacién de un expe-
rimento factorial completo, e incluso es comin que sélo se corra una réplica de una
fraccion de éste. En estas situaciones, aunque la respuesta sea normal y no haya datos
atipicos o aberrantes, la deteccién de los efectos activos o significativos se complica al
no contar con repeticiones naturales que permitan obtener un estimador independiente
de la varianza del error. No es posible en este caso aplicar la prueba F estdndar para
detectar dichos efectos.

El primer método que se propuso para el andlisis de factoriales no replicados y
todavia uno de los mds utilizados es el método de Daniel (1959), que consiste en
graficar los efectos en papel de probabilidad normal y considerar activos los efectos
que no se alinean e inertes los que se alinean. La linea de referencia es la que senalan
los puntos correspondientes a los efectos pequenos centrales, ya que esa tendencia es
la esperada si los efectos poblacionales fueran nulos. El problema es que en muchos
experimentos no es facil decidir visualmente si un efecto est4 lo suficientemente alejado
de dicha linea como para concluir que es significativo. Esta subjetividad del método
de Daniel y el hecho de no contar con un estimador natural de la varianza del error
son las razones principales por las que en los ltimos 25 anos se hayan propuesto

por diferentes autores no menos de 30 métodos que buscan ser objetivos al momento



decidir cudles efectos estdn activos en el experimento. Una revisién de la mayoria
de los métodos propuestos hasta ahora se puede ver en el trabajo de Hamada y
Balakrishnan (H&B, 1998). Se puede afirmar que la mayorfa de los métodos explotan

" o "principio de Pareto" de efectos (Wu

de alguna manera el “principio de escasez’
y Hamada, 2000, pdg. 112), que dice que de antemano se espera que solo algunos
(digamos entre 20% y 30%) de los efectos estaran activos, y apoyados en este principio
proponen alguna estrategia que genera un punto o puntos de referencia contra los que
se evalia la significancia de los efectos.

Cuando se cumplen los supuestos tradicionales de normalidad, varianza constante
e independencia de los residuos y no hay presencia de observaciones atipicas o datos
aberrantes, varios de los 24 métodos estudiados por H&B tienen un desempeno ade-
cuado para detectar efectos activos. Sin embargo, en la préctica no es improbable la
ocurrencia de al menos una observacién atipica, de las cuales Daniel (1959) afirma
que en su experiencia suceden con una probabilidad de 0.01 a 0.1 en este tipo de ex-
perimentos. Y en los experimentos factoriales sin réplicas es mas dificil percatarse de
ello al no contar con la referencia que representan el resto de las repeticiones en cada
tratamiento, pero es un hecho que una séla observacién anémala puede afectar sensi-
blemente el desempeno de la mayoria de los métodos propuestos, que no contemplan
dicha posibilidad. El impacto de las observaciones anémalas en 11 de los métodos se
muestra a través de un ejemplo en el trabajo de Aguirre-Torres (1998). Del andlisis
de dicho ejemplo se concluye que solo los métodos que contemplan la posibilidad de
observaciones anémalas tienen buen desempeno en la deteccién de los efectos activos.

Una forma de manejar un experimento factorial no replicado que tiene un dato
andémalo, una vez que éste es identificado, fue propuesta por Box (1991), quién parte
de la observacién de Daniel (1976) en el sentido de que el dato anémalo causa una
separacion o espaciamiento en la escala de los efectos graficados en el papel de proba-
bilidad normal. Este desfase surge porque el dato extremo tipicamente entra sumando

en (2’“’1 — 1) de los contrastes y restando en 2! de ellos. Y es precisamente este



desfase el que a su vez provoca que los métodos formales que no contemplan la posi-
bilidad de datos discrepantes se vean fuertemente afectados. Una solucién dada por
Box (1991) en ese caso consiste en estimar el valor "correcto" del dato anémalo a par-
tir de la separacion observada en los 8 efectos centrales; se sustituye la observacién
correspondiente y se vuelve a obtener el gréifico de Daniel. Otra estrategia sugerida
por Box (1990) es considerar las observaciones anémalas como datos faltantes que se
reestiman a partir de los datos "buenos", suponiendo nulos algunos de los contrastes

que corresponden a interacciones de alto orden.

Dos métodos formales que admiten la factibilidad de observaciones discrepantes
son el método Bayesiano de Box y Meyer (1987) y el método basado en la transfor-
macién de rangos de Aguirre-Torres (1993). Una versién mejorada de este tltimo
método se encuentra en el articulo de Aguirre-Torres y Pérez-Trejo (AT&PT,2001),
donde a los efectos estimados con la transformacién de rangos se les aplica una vari-
ante del método de Benski (1989) para dar lugar a un método hibrido (combinacién
de dos métodos o pruebas) que tiene control sobre el error tipo I ain bajo condi-
ciones de contaminacién. El método de Box y Meyer (1987) calcula iterativamente
las probabilidades posteriores de que los efectos estdn activos y de que los datos sean
anémalos. Con las probabilidades posteriores altas se decide el resultado del anilisis.

De lo anterior se puede afirmar que cuando hay presencia de datos anémalos en
el experimento habria varias maneras de afrontar el problema: 1. Reestimado la ob-
servacién anémala que se declara faltante como lo hace Box (1990), 2. Estimando los
efectos de manera robusta, como lo hace AT&PT (2001) o usando técnicas de regre-
sién robusta, 3. Ajustando los espacios o boquetes que generarian los datos atipicos
entre los efectos usuales ordenados (no robustos), y 4. Con métodos Bayesianos como

en Box y Meyer (1987).

En una primera vertiente este trabajo de tesis contribuye con métodos nuevos
para identificar efectos activos en experimentos factoriales no replicados con posi-

ble contaminacién por datos anémalos explotando las diferentes maneras de enfocar



el problema mencionadas en el parrafo anterior. En una segunda vertiente se pro-
pone también un método Bayesiano para detectar efectos activos en experimentos
factoriales no replicados cuando la respuesta es Poisson, binomial o gama. En este
contexto de modelos lineales generalizados se utiliza seleccién Bayesiana de modelos
para identificar los efectos activos (Box y Meyer, 1993).

Para clarificar lo que se estudia en esta tesis, y también lo que no se estudia,
se presenta el diagrama de la Figura 1.1. En el trabajo siempre se hace referencia a
experimentos factoriales no-replicados, en los cuales se puede suponer que la respuesta
sigue una distribucién normal o no-normal (Poisson, binomial o gama). Tanto en
el caso normal como no-normal puede haber o no datos atipicos o aberrantes. En
esta tesis se estudian los casos normal con posibles datos atipicos y no-normal sin
datos atipicos, que son las ramas del diagrama que terminan con recuadro. No se
incluyen en la tesis los casos normal sin datos atipicos y tampoco el caso no-normal
con datos atipicos. El caso normal sin datos atipicos ha sido ampliamente estudiado
en la literatura (ver por ejemplo H&B, 1998). El segundo caso (no-normal con datos
atipicos) rebasa el alcance del presente trabajo.
Las nuevas propuestas de métodos que se hacen en esta tesis para el caso normal con
datos atipicos se concretan al enfoque frecuentista, y en todos se aplica el método
de Benski (1989) en el mismo sentido en que lo utilizan AT&PT (2001). Se decidié
utilizar el método de Benski (1989) en principio porque habia mostrado buen de-
sempeno en el método propuesto por AT&PT (2001), pero sin duda que es posible
encontrar nuevos métodos robustos a datos atipicos a partir de combinar ideas de
otros métodos como los descritos por H&B (1998). La investigacion y desarrollo de
esas nuevas propuestas queda por el momento como una linea de investigacion fu-
tura. El método pro- puesto para el caso no-normal sin datos atipicos se concentra
en el enfoque Bayesiano, buscando extender el método de Box y Meyer (1987) a los
modelos lineales generalizados més usuales.

Mediante estudios de simulacién se comparan los diferentes métodos propuestos



DISENO DISTRIBUCION DATOS

Con
Atipicos

Experimento Normal Sin
Factorial Atipicos

No-Replicado Con
No-Normal Atipicos

Sin
Atipicos

Figura 1.1: Qué se estudia en la Tesis

con el método basado en la transformacién de rangos de AT&PT (2001) considerando
los mismos tres escenarios de contaminacién que ellos consideran en su articulo. Los
diferentes métodos propuestos arrojan resultados globalmente mejores que el método
de rangos.

Se utilizan técnicas de simulacién Monte Carlo para comparar el desempeno de
los métodos propuestos dado que no se cuenta con estadisticos que sigan alguna
distribucién especifica conocida bajo la hipétesis de que sélo hay efectos nulos. Aun
en los métodos directos en el caso normal que son aquellos donde se propone un
pseudoerror estandar para estandarizar los efectos (H&B, 1998) tipicamente no se
conoce la distribucién de referencia exacta ni aproximada del estadistico resultante
que pueda utilizarse para obtener la curva de potencia del método. En los métodos que
consideran la posibilidad de datos anémalos, que son los que se estudian y proponen en
este trabajo de tesis, es todavia mas complicado pensar en una comparacién analitica
de los métodos, puesto que todos los métodos estudiados son hibridos, esto es, se

aplican dos pruebas estadisticas y la segunda se aplica sélo si la primera es rechazada,



y no se tiene siquiera un estadistico que sea funcién de la magnitud de los efectos.

La tesis estd organizada como sigue: en el Capitulo 2 se presentan algunos ele-
mentos preliminares de factoriales no replicados y su anélisis, y se muestra el impacto
que pueden tener los datos anémalos cuando estdn presentes en el experimento. El
impacto de los datos anémalos se muestra bésicamente usando en grafico de efectos
en papel de probabilidad. El impacto de los datos aberrantes sobre el desempeno de
algunos de los métodos existentes que no contemplan este tipo de datos se puede ver
en AT&PT (2001). En el Capitulo 3 se revisan los métodos hasta ahora propuestos
que admiten la posibilidad de datos discrepantes. Estos son el método Bayesiano de
Box y Meyer (1987) y el método que se basa en la transformacién de rangos propuesto
por Aguirre-Torres, (1993) y mejorado por AT&PT (2001).

En los Capitulos 4 y 5 se describen los métodos nuevos que se plantean en la
tesis para analizar factoriales no-replicados con posibles datos anémalos. La idea
fundamental es lograr robustez a la hora de afirmar cudles efectos estédn activos. La
robustez se puede lograr de diferentes maneras y en diferentes momentos: 1. Una es
trabajando directamente sobre los datos, detectando y corrigiendo los datos anémalos
aplicando por ejemplo la idea de Box (1990). 2. Otra es lograr la robustez al momento
de estimar los efectos, y 3. La robustez se puede lograr incluso hasta después de
haber estimado los efectos de la manera usual, buscando corregir el impacto que se
sabe producen los datos anémalos en los efectos ordenados cuando ese tipo de datos
estan presentes. En resumen, se puede lograr robustez trabajando antes, durante y
después de la estimacién de los efectos, en las etapas que se muestran en la Figura
1.2.

De los métodos nuevos que se proponen en el Capitulo 4 uno se enfoca a corregir los
datos anémalos desde antes de estimar los efectos, trabajando en la etapa datos de la
Figura (1.2). Otro de ellos se enfoca a lograr la robustez en la etapa de estimacion y
un tercero se enfoca (en la etapa de andlisis) a tratar de corregir el impacto negativo

que tienen los datos anémalos sobre la estimacion usual no robusta de los efectos.
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Figura 1.2: Etapas donde lograr robustez

Los métodos nuevos que se describen en el Capitulo 5 se enfocan a lograr robustez
en la etapa de estimacion utilizando técnicas de regresion robusta en ese paso. En el
Capitulo 6 se analizan tres conjuntos de datos experimentales utilizando seis métodos
diferentes que contemplan la posibilidad de datos anémalos: los dos que ya existian y
cuatro métodos nuevos que se proponen en este trabajo. Ademds, como referencia se
incluye el método de Benski (1989) para el caso normal sin datos atipicos. Los tres
conjuntos de datos experimentales son diferentes entre si: el primero no tiene datos
atipicos, de manera que se esperaria que ninguno de los siete métodos expuestos
detecte efectos activos. El segundo ejemplo contiene un dato atipico, y se esperarfa
por ejemplo que el método de Benski (1989) no se desemperie bien al no contemplar
la posibilidad de ese tipo de datos. El tercer ejemplo tiene también un dato atipico,
pero que no es un dato extremo, y otra vez se esperaria que los métodos robustos
tiendan a tener un mejor desempeno. De la comparacién via ejemplos del Capitulo
6 se desprende que algunos de los métodos nuevos que se proponen tienen un buen
desempeno al compararse con los dos métodos existentes.

En el Capitulo 7 se describe un estudio de simulacién para comparar el desempeno
de los seis métodos mencionados, excluyendo el método Bayesiano, utilizando para ello
un modelo con tres efectos activos de magnitudes diferentes con tres diferentes niveles
de contaminacién, que son los mismos escenarios estudiados por AT&PT (2001).
En un primer paso los métodos se calibran en un escenario no contaminado y sin
efectos activos para que todos tengan el mismo error global. No se incluye el método
Bayesiano por lo tardado que resultan sus cédlculos.

En el Capitulo 8 comienza la segunda vertiente de este trabajo que tiene que ver
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con la rama respuesta no-normal sin datos atipicos de la Figura 1.1, misma que se
aborda desde el enfoque Bayesiano. En este capitulo se describen los preliminares para
esta vertiente como son la famila exponencial de distribuciones, los modelos lineales
generalizados, un resumen de la inferencia que en ellos se utiliza y algunos elementos
de Estadistica Bayesiana, entre ellos la Seleccién Bayesiana de Modelos. Luego se
describe el método Bayesiano de Box y Meyer (1986) el cual se pretende extender en
los siguientes capitulos a situaciones experimentales donde la respuesta es no-normal.
En el Capitulo 9 se estudia el caso Poisson, en el Capitulo 10 el caso binomial y en
el Capitulo 11 el caso gama. Una caracteristica distintiva de la deteccién de efectos
activos en modelos lineales generalizados es la imposibilidad de obtener expresiones
cerradas para las probabilidades posteriores de interés. Esto lleva a la necesidad de
aproximar dichas probabilidades mediante técnicas numéricas, que en nuestro caso se
refieren a simulaciéon Quasi-Monte Carlo, para calcular las integrales mudiltiples que
surgen.

Las conclusiones se dan en en Capitulo 12 donde se resumen las aportaciones
principales de este trabajo de tesis en las dos vertientes consideradas: la deteccion
de efectos activos en el caso de respuesta normal con posibles datos anémalos y
la deteccién de efectos activos cuando la respuesta es no-normal sin contemplar la
existencia de datos atipicos. En ambas vertientes se propone metodologia nueva para
detectar los efectos activos en el contexto de experimentos factoriales no-replicados.
También se mencionan algunas posibilidades de trabajo futuro por desarrollar en
las vertientes mencionadas. Finalmente, se incluye un Apéndice con los detalles del

método Bayesiano y otro con los programas utilizados realizados en el lenguaje S-

PLUS.
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Capitulo 2

Preliminares de Factoriales
No-Replicados y Contaminaciéon

por Datos Anémalos

En este capitulo se muestra mediante un ejemplo el impacto que pueden tener uno
o dos datos anémalos en los resultados del anélisis de un experimento factorial no-
replicado. Se muestra en las Secciones 2.3 y 2.4 cémo se puede manejar de acuerdo con
Box (1990, 1991) el anélisis del experimento una vez que se han identificado uno o dos
datos atipicos. Si bien estas estrategias sugeridas por Box no son métodos formales,
una de ellas se utiliza en el Capitulo 4 como parte de uno de los métodos nuevos
que se desarrollan en este trabajo de tesis. Antes damos una breve introduccién a
experimentos factoriales donde se definen algunos conceptos que se utilizan a lo largo

del trabajo.

2.1 Introduccién a los Experimentos Factoriales

Uno de los aspectos importantes en el diseno de experimentos es precisamente decidir

cuédles pruebas experimentales deben hacerse para poder dar respuesta a las preguntas
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planteadas por el experimentador: méds especificamente, deben elegirse los factores
o variables de proceso cuyo impacto en la(s) respuesta(s) quiere estudiarse, cudntos
niveles se probarén en cada factor y cudntas combinaciones de éstos seran probadas en
el experimento. Estos aspectos determinan la llamada matriz de disenio o simplemente
"el diseno" que contiene todos los puntos experimentales.

Disenos Factoriales. En un experimento factorial completo se prueban todas las
posibles combinaciones que pueden formarse con los niveles de los factores. Eviden-
temente el mimero de combinaciones crece rapidamente con el nimero de factores y
con el numero de niveles, por lo que frecuentemente no es posible correr todas las
combinaciones sino sélo una parte de ellas, dando lugar a los disenos factoriales frac-
cionados. Por ejemplo, el factorial completo 2* estudia k factores cada uno probado
en 2 niveles, lo que da un total de 2* puntos experimentales. El factorial fraccionado
2F=P estudia k factores utilizando una fraccién 1/27 del factorial completo 2%,

En este trabajo los métodos estudiados y propuestos se ilustran principalemente
con el experimento factorial 2 cuya matriz de disefio se muestra en la Tabla 2.1. Para
denotar los valores de la variable de respuesta se utiliza la notacién de Yates en la que
las letras presentes en cada combinacién indican que los correspondientes factores se
encuentran en su nivel alto; por el contrario las letras ausentes senalan los factores
que se encuentran en su nivel bajo. Esta notacién permite no solo denotar el valor
observado de la respuesta sino identificar facilmente en cuédl combinacién fue obtenido.
Por ejemplo, (1) denota la observacién obtenida en la combinacién (—1,—1, -1, —1)
puesto que las cuatro letras estdn ausentes; si hubiera réplicas o repeticiones de todo
el arreglo, (1) serfa la suma de las observaciones en el punto (—1,—1,—1,—1).
Contrastes y Efectos. El efecto del factor A es la diferencia entre las medias de
la respuesta en los niveles alto y bajo de este factor. Esta diferencia de medias o
efecto se puede calcular facilmente obteniendo primero el contraste A el cual resulta
de multiplicar la columna de signos o de més-menos unos que correspondiente a este

factor en la matriz de diseno por los datos o vector de observaciones dado por la
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columna en la notacién Yates. El contraste dividido por una constante apropiada
(25=1) se convierte en la diferencia de medias que llamamos efecto. Por ejemplo, en

el factorial 2* no-replicado el contraste A y el efecto A estén dados por

Tabla 2.1. Matriz de disefio del factorial 2*

%14 B C D[V
1 -1 -1 -1 -1 1)
2 1 -1 -1 -1 a
3| -1 1 -1 -1 b
4 1 1 -1 -1 ab
5| -1 -1 1 -1 c
6 1 -1 1 -1 ac
7| -1 1 1 -1 be
8 1 1 1 -1 abd
9 (-1 -1 -1 1 d
10 1 -1 -1 1 ad
11| -1 1 -1 1 bd
12 1 1 -1 1 abd
13(-1 -1 1 1 cd
14 1 -1 1 1 acd
15| -1 1 1 1 bed
16| 1 1 1 1 abed
Contraste A = —(1)+a—0b+ab—c+ ac—bc+ abc—d (2.1)

+ad — bd + abd — cd + acd — bed + abed

Efecto A = (Contraste A)/8 = pia, — fis_,

Note que todos los términos de la notacién de Yates que "entran sumando" al Contraste
A tienen la letra a presente; y por el contrario los que no la tienen "entran restando".
Con un disefio factorial completo 2* se pueden estimar y estudiar los 2% —1 efectos
posibles que son: k efectos principales (efectos individuales), (g) interacciones dobles,
(’;) interacciones triples, y asi hasta, (z) = 1 interaccién de los k factores. Por

ejemplo, con el factorial 2* dado en la Tabla 2.1 se pueden estudiar los 15 efectos

A,B,C,D,AB, AC, AD, BC, BD,CD, ABC, ABD, ACD, BCD, ABCD,
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donde cada uno es una diferencia de medias. Para calcular el contraste de una inte-
raccion primero se obtiene su correspondiente columna de signos dada por el producto
de las columnas de los factores que la conforman.

En los factoriales 2% (en dos niveles) los efectos estimados no son otra cosa que
los tradicionales coeficientes del modelo de regresién multiplicados por 2 (ver Seccién
2.2); o lo que es lo mismo, los coeficientes de regresién son los efectos divididos entre
2: Sea la matriz X la matriz que contiene las columnas de los 15 efectos m&s una

primera columna de unos. Entonces, los coeficientes de regresiéon se estiman como
3 —1~rs
B = (XX) Xy,

donde y es el vector de observaciones. Como la matriz X es ortogonal de dimensién
. . —1 .
n x n donde n = 2* es el total de observaciones, se tiene que (XX) ™ es una matriz

diagonal, con un 1/2* en cada entrada (diag(1/2*)). Entonces

i By
o1 LEfecto A 5,
=3 <2k1Xy> - i : R (2.2)
I 1Efecto ABCD | I Bis |

Factoriales Fraccionados. Para méds de 4 factores (k > 4) es frecuente que no se
pueda o no convenga correr el factorial completo sino sélo una fraccién de éste. Al
correr una fracciéon necesariamente se pierde informacién en relacién a los efectos:
habra efectos que no podran estimarse y los efectos estimados tienen al menos un
efecto alias (que es el mismo efecto pero con otro nombre). La fraccién a correr se
selecciona de manera que se minimize la informacién que se pierde en relacién a los
efectos de interés. Dicha seleccién se basa en el principio de jerarquia de los efectos
(Wu y Hamada, 2000, pag. 112) que dice que son mds importantes a priori los
efectos principales, seguidos por las interacciones dobles, luego las triples, etc., hasta
la interaccién de mayor orden. Asf a la hora de fraccionar se sacrifican primero los

efectos de menor jerarquia que son las interacciones de mayor orden.
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Por ejemplo, en el disetio factorial fraccionado 2°~! (notacién que indica la fraccion
a la mitad (1/2)2%) la fraccién se elige con base en los signos del contraste de la
interacciéon de mayor orden ABC'DE con lo cual se pierde el minimo de informacién
relativa a los efectos importantes a priori que son los 5 efectos principales A, B, C, D
y D, y las 10 interacciones dobles AB, AC, AD, AE, BC', BD, BE, CD, CEy DE.
La interaccién de mayor orden ABC DFE usada para generar la fraccién no se puede
estimar al quedar confundida con la media,. y los efectos restantes tienen la siguiente

estructura de alias

A+ BCDFE; B+ ACDE; C+ ABDE; D+ ABCE; E+ ABCD
AB+CDE; AC+ BDE; AD+ BCFE; AE+ BCD; BC+ ADE
BD+ ACFE; BE+ ACD; CD+ ABE; CE+ ABD; DE+ ABC,

que se obtiene de multiplicar (médulo 2) cada efecto por el generador de la fraccion,
que en este caso son los signos positivos del contraste de la interaccién de mayor orden
(+ABCDE). Se observa en la estructura de alias que los efectos potencialmente im-
portantes son alias de interacciones de alto orden que tipicamente no son importantes,
de manera que en este caso practicamente no se ha perdido nada de la informacién
relevante. Este grado de confusién entre los efectos se llama resolucion V' en la cudl
los efectos relevantes estan "limpiamente estimados", al ser alias de efectos que se
pueden ignorar a priori como lo son las interacciones triples en adelante.

Otras fracciones que tienen 16 corridas experimentales y que estudian méds de 5

26=2 973 . 21711 3 las cuales

factores son los disenos factoriales fraccionados
se les pueden aplicar de manera casi inmediata los métodos que se proponen en esta
tesis. Entre 6 y 8 factores las fracciones son de resolucién IV en la cual los efectos
principales estdn limpiamente estimados pero hay interacciones dobles que son alias
entre ellas; Entre 9 y 15 factores se tiene resolucién III lo que significa que hay

efectos principales que son alias de al menos una interaccién doble. Note que a menor

resolucién es menos clara la informacién que se tiene sobre los efectos potencialmente
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importantes. La fraccién con 15 factores es el caso saturado que implica que todos los
grados de libertad del experimento se usan en los 15 efectos principales y se tendrian
que ignorar todas las interacciones dobles al momento de interpretar los efectos.

Al interpretar el efecto observado de un grupo de efectos alias éste se atribuye al
efecto de mayor jerarquia del grupo, y cuando los efectos del grupo son de la misma
jerarquia (tipicamente un grupo de interacciones dobles) se aplica el principio de
herencia (Wu y Hamada, 2000, pdg. 112) que recomienda atribuir el efecto observado
a la interaccién que involucra al menos uno de los factores significativos a nivel de
efecto principal. Esto es, el efecto de interacciéon "hereda" el efecto de los factores

que la componen.

2.2 Modelo Estadistico en el Analisis de los Di-
senos Factoriales No-Replicados

El modelo estadistico usual en el andlisis de experimentos factoriales no-replicados es
el tradicional modelo lineal

y =XB +e, (2.3)

donde y = (y1, ¥2,...,%n) es el vector de observaciones y n = 2% es el nimero de
corridas experimentales; 3 = (83,, B,...0,,) son los pardmetros desconocidos, que
como vimos representan los efectos que se pueden estudiar (m = 2¥ —1); X es la
matriz 2¢ x 2% que contiene las columnas de todos los posibles contrastes mds una
primera columna de unos, y € = (&1, €9, ...,&,) es el vector de errores. Se asume que
los errores cumplen los supuestos de normalidad, varianza constante e independencia,
esto es, ¢;, i = 1,2,...,n son variables aleatorias independientes con media cero y
varianza comiin o2 (e ~N(0,0%L,)).

Como se sabe, la varianza de B estd dada por 0%(XX)™1, que en el caso del disefio



18

factorial 2¥ o fracciones 277 la varianza de cada pardmetro se reduce a

var(B;) = (1/2)0” (2.4)

—

Por otra parte, la varianza de E fecto i, es var(E fecto i) = Uar[(Cmste i)/2%1],

que es igual a
k2 2

_— 250 o ~

var(E fecto 1) = 3~ iz dvar(B;) (2.5)

dado que E fecto i = 23,. Suponiendo normalidad de las observaciones y asumiendo

que se cuenta con un estimador de la varianza residual o2 se prueba la significancia
de los coeficientes individuales (5, (Hy : 5, = 0 vs. Ha : 3; # 0) usando el hecho de
que

6/ Uar( ;) ~ T de Student con v g.l. del error, (2.6)

y previamente verificando la significancia del modelo con una prueba F (ver Mont-
gomery y Peck, (1992) pdg.135). Cuando hay repeticiones en el experimento la varian-
za residual se estima con el cuadrado medio del error definido por

(y — XB)(y — XB)
n—op ’

(2.7)

donde p es el nimero de pardmetros estimados en el modelo y y es el vector de
observaciones.

El problema es que en un diseno factorial completo o fraccionado no-replicado, en
el que se realiza sélo una corrida experimental en cada combinacién de la matriz de
diseno, no se cuenta con repeticiones naturales que permitan obtener un estimador
independiente de la varianza del error, y por lo tanto, no se tiene una referencia contra
la cual verificar la significancia de los efectos como se hace con la prueba T o con
la prueba F cuando si hay réplicas (repeticiones de todo el arreglo experimental). El
estimador de la varianza del error dado en la ecuacién (2.7) es igual a cero en un
experimento factorial no-replicado si se estudian todos los efectos posibles.

Bajo el supuesto de que s6lo un porcentaje menor de los efectos es activo (principio

de escasez de efectos), se han propuesto varios métodos en el caso normal sin datos
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anémalos en los cuales se propone un estimador del error estandar (pseudoerror) con
el que se estandarizan los efectos para concluir sobre su significancia al compararlos
con algin valor critico. Este es caso de los métodos "directos" mencionados por
Hamada y Balakrishnan (1998). Entre estos métodos se encuentran varios de los mas
utilizados en la préctica, después del método de Daniel (1959), como son el método
de Lenth (1989) y los métodos que combinan sumas de cuadrados de los efectos mds

pequenos (ver por ejemplo Berk y Picard (1991)).

2.3 Impacto de las Observaciones Anémalas

Varios de los métodos discutidos por H&B (1998) tienen un buen desempeno para
detectar los efectos activos en un experimento factorial no-replicado, pero su desem-
peno se puede ver seriamente afectado cuando se tiene la presencia de al menos 1
observacién anémala (ver Aguirre-Torres y Pérez-Trejo, 2001). Esta situacién viene
a complicar un poco mas el andlisis del factorial no-replicado al hacer necesario el
desarrollo de métodos de andlisis robustos a la posible presencia de datos anémalos.
También en los factoriales con réplicas puede haber datos anémalos, pero al menos
se cuenta con la referencia que representan el resto de las observaciones en el mismo

punto experimental, cosa que no se tiene en un experimento sin réplicas.

Tabla 2.2. Experimento factorial 2¢ no-replicado

#|A B C D Y # |A B C D Y
11— — — =] ()=4746 || 9 |- - — + d = 46.76
2 |+ — — —| a=49.62 0|4+ — — + | ad=48.56
3 |- 4+ - - b=43.13 1m|- + - + bd = 44.83
4 |+ + — — | ab=46.31 12|14+ + — + | abd =44.45
5 | — — + — | c¢c=05147 13|—- — + + | cd=59.15
6 |+ — 4+ — | ac=48.49 4|+ — + + | acd=51.33
71— 4+ + —| bc=49.34 51— + + + | bed=47.02
8 |+ + + —|abc=46.10| 16 | + + + + | abed =47.90
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Consideremos por ejemplo el experimento factorial 2* no-replicado dado por Box

(1991), que se muestra en la Tabla (2.2). Dada su magnitud relativa al resto de los

datos, es posible que la observacién en el tratamiento cd sea un dato anémalo.

En este experimento se tienen 4 efectos principales, 6 interacciones dobles, 4 interac-

ciones triples y 1 interaccién cuddruple, dando un total de 15 efectos, cuyos valores

estimados a partir estos datos son:

A=-038
B =—-4722
C =371
D =1.01
AB =091

AC = —-2.49
AD = —0.58
BC =-08
BD =-1.18
CD =149

ABC =1.20
ABD =0.72
ACD = 0.40
BCD = —1.58
ABCD =1.52

La gréfica de efectos en papel de probabilidad normal se muestra en la Figura 2.1.

A reserva de hacer una prueba formal, se observa en la Figura (2.1) que los efectos

B y C estéan potencialmente activos. Otro aspecto notorio en la figura es el espacio

horizontal que se observa entre los efectos a la altura del cero, que se puede deber a la
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presencia de un dato anémalo y que enmascara el impacto visual de los efectos poten-
cialmente activos. Este espacio se genera porque un dato anémalo entra sumando en
7 de los contrastes y entra restando en 8 de ellos (ver tratamiento cd en la Tabla 2.3).
En particular, en este ejemplo el dato mds grande y sospechoso de ser anémalo es
cd = 59.15, el cual entra restando en los contrastes A, B, AC, AD, BC, BC, ACD y
BCD y sumando en los contrastes C, D, AB, CD, ABC, ABD y ABCD. Nétese que
no necesariamente quedan los efectos repartidos a cada lado del hueco como indica el
signo del dato cd a lo largo de los contrastes, como sucede en este caso con el efecto
ACD, que aparece a la derecha del espacio generado por el dato sospechoso aunque

éste resta en su contraste.

2.4 Reestimado una observacién sospechosa

A partir de los 8 efectos centrales. Suponiendo que los ocho efectos centrales, los
primeros cuatro a cada lado del hueco, son iguales a cero, se puede estimar el desfase
provocado por la observacion sospechosa o anémala (Box, 1991). Asi, tenemos que

los ocho efectos centrales sin signo son

—-A = 080, —AD =058, — BC =0.80, —BD =1.18
+D = 1.01, +AB =091, + ABD =0.72, + ACD = 0.40,

de cuyo promedio se obtiene un estimador del desfase debido al dato anémalo. Este
desfase es d = 0.8 que al multiplicarlo por 2! (para pasar de la escala de las medias
a la escala de los contrastes) estima el desfase en la escala original que tiene el dato
anémalo (0.8x8 = 6.4). De manera que el dato anémalo se puede "corregir" restdandole

esta cantidad, con lo que la observacién cd corregida es

d(corregida) = 59.15 — 6.4 = 52.75.
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Figura 2.2: Efectos en papel de probabilidad normal con dato anémalo corregido

En la Figura 2.2(a) se muestra otra vez el gréifico de efectos en papel de proba-
bilidad normal obtenidos a partir de los datos de la Tabla (2.2) con la observacién
corregida cd = 52.75. Se observa que el espacio en los efectos interiores ha desapare-
cido, dando la grafica una mejor apreciacién del potencial efecto de los efectos B y
C.

A partir del contraste ABCD. Otra manera de manejar la situacién de un
dato anémalo es considerarlo dato faltante y estimarlo a partir de las observaciones
restantes y de suponer el contraste ABC'D igual a cero (ver Box, 1990). Haciendo

esto, tenemos que

ABCD = (1)—a—b+ab—c+ac+bc—abc—d
+ac + bd — abd + cd — acd — bed + abed
0 = 4746 —49.62 —43.13 +46.31 — 51.47 + 48.49 4+ 49.34 — 46.1

—46.76 4 48.56 + 44.83 — 44.45 + v — 51.33 — 47.02 + 47.90

de donde se obtiene que

T = cd = 46.99.



23

Se incorpora este valor en el vector de observaciones y se procede con la estimacion
de los efectos. El grédfico de éstos en papel de probabilidad normal se muestra en
la Figura 2.2(b). Se aprecia que difiere del caso anterior (Figura 2.2a), en principio
debido a que en este ejemplo particular la interaccién cuddruple (ABC D) no estaba
precisamente cercana a cero, por lo que el supuesto de nulidad de dicha interaccién
viene a trastocar las estimaciones de todos los efectos. Note que la mayoria de los
efectos centrales pierden el orden original (dado en Figura 2.1) que si preserva la
estrategia anterior, pero se siguen separando en los extremos, aunque con menor

claridad, los efectos B y C' como candidatos a estar activos.

2.5 El caso de dos datos an6émalos

A diferencia de la estrategia que promedia los ocho efectos centrales sin signo para
estimar el desfase causado por un dato anémalo, la estrategia de estimar la observacién
anémala a partir de igualar a cero el constraste de mayor orden se puede generalizar
facilmente a dos o més datos anémalos suponiendo nulas algunas de las interacciones
triples. En particular con dos datos anémalos se supone nula la interaccién de mayor
orden (ABCD) y una de las interacciones triples, una de las que permita definir un
sistema de dos ecuaciones con dos incognitas, cuyas soluciones son los estimados de
los datos anémalos que se supusieron perdidos. Consideremos a continuacién este
caso, para lo cual es conveniente recordar aqui la Tabla 2.3 de signos para el diseno
factorial completo 2* que se muestra en la pagina siguiente.

Lo primero por notar es que la multiplicacién médulo 2 de los dos datos anémalos
declarados perdidos expresados en la notacién de Yates da cierta informacién sobre
cémo entran los datos extremos en los contrastes de los efectos: Si el resultado de la
multiplicacién es una palabra de 1 letra entonces todos los efectos que no contienen
dicha letra tendrdn sumados o restados simultdneamente en sus contrastes ambos

datos anémalos, lo que puede sesgarlos bastante si ambos datos anémalos caen en el
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mismo lado (ambos son grandes o ambos son pequenos). Por ejemplo, supongamos
que los datos anémalos corresponden a (1) y a, entonces a X (1) = a, de manera
que todos los efectos que no contienen la letra a tendrdn a ambos datos sumando
o restando simultdneamente en su contraste. Estos efectos y signos se encierran en
cuadritos en los primeros dos renglones de la Tabla 2.3. Especificamente son los

efectos y signos

Tabla 2.3. Contrastes del factorial 2*

T?“at. A B C D AB AC AD BC BD CD ABC ABD ACD BCD ABCD
1 | —|—|—-|—-|+ + +|+ +| - - —| - +
a +--1-1- - —-|+t|+|+]|+ + + |- —
b -+ - =-1-+ + - -+ + + - + —
ab |+ + - -+ - - - - + - - + + +
c - -+ -1+ -+ - 4+ -+ - + + —
a |+ —|+|-|-|+ - - +| =] -]+ - + +
bc | — +|+|—|—-|—- + + == | +]|+ - +
abc |+ + + —|+ + - 4+ - - + - - = —
d - - -4+ + -+ - - - + + + —
ad |+ - — +|—- - + + - - + - - + +
bd |- + - +|- + - - + - + - + = +
abd |+ + — +|+ - + - + - - + - = —
cd | — — + +|+ - = = = 4+ + + - = +
acd |+ — + +|- + + - - + - - + -= —
bed | - + + +| - - - + + + - - = + -
abed | + + +/+ + + + + + + 4+ + + +

-B, -C, - D, +BC, +BD, +CDy — BCD.

Se entiende que en el resto de los contrastes (efectos) uno de los datos extremos entra
sumando y el otro restando, situacién en la que se nulifican uno al otro si los dos
datos extremos caen en mismo lado y tienen aproximadamente la misma magnitud.
Si el resultado de la multiplicacion médulo 2 son dos letras, los efectos que se
pueden ver méds afectados por dos datos extremos o anémalos en el mismo lado son
tanto los efectos que contienen ambas letras como los que no contienen ninguna de

esas letras. Por ejemplo, considere que los datos extremos son las observaciones ac y
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be, y que ambos caen al mismo lado. Como ac X bec = ab, entonces los efectos en los

que ambos datos entran sumando o restando simultdneamente son
+C, — D, —AB, —(CD, —ABC, + ABDy + ABCD,

que son los efectos que tienen o no tienen ambas letras A y B (verificar en Tabla 2.3).

Si el resultado de la multiplicacién médulo 2 son tres letras, los efectos que se ven
més afectados por dos datos extremos son los efectos que no contienen ninguna letra
y los efectos que contienen dos de las tres letras. Por ejemplo, considere que los datos
extremos o anémalos son las observaciones abd y cd. Como abd x cd = abc, entonces

los efectos en los que ambos datos entran sumando o restando son
+D, +AB, — AC, — BC, +ABD, — ACDy — BCD.

Finalmente, si el resultado de la multiplicacién son 4 letras, como es el caso por
ejemplo si los datos extremos caen en ab y cd, (ab x cd = abed) entonces los efectos
que tendran sumando o restando a ambos datos atipicos en sus contrastes son los que

tienen 2 6 4 de las letras, esto es,
+AB, — AC, — AD, — BC, —BD, +CDy + ABCD.

Por ejemplo, consideremos otra vez los datos de la Tabla 2.2 agregando un segundo
dato extremo en la observacion c. Especificamente, sea ¢ = 61.47 en lugar de ¢ = 51.47.
La gréfica de efectos en papel de probabilidad normal se muestra en la Figura 2.3.
De acuerdo a lo discutido arriba los efectos que no tienen la letra d son los que se
verdan doblemente afectados por los datos extremos ya que ambos entran sumando o
restando en sus contrastes. En la figura se observa que precisamente los efectos sin
la letra d tienden a caer en los puntos extremos del gréfico, mientras que los efectos
que tienen la letra d aparecen agrupados més cerca del centro. Se observa también la
aparicién de otros huecos o espaciamientos en el sentido horizontal entre los efectos

debido al impacto de los dos datos extremos, dando ahora la impresién visual de que
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Figura 2.3: Efectos en papel de probabilidad normal con impacto de dos datos
extremos

cuando menos el efecto AC' estd también activo. También es notorio el cambio de
posicién que sufrieron los efectos A y BC respecto a las figuras anteriores (2.1 y 2.2),

donde se ubicaban claramente mds al centro.

2.6 Reestimando dos observaciones sospechosas

Suponiendo las dos observaciones extremas como datos perdidos, éstas se pueden
reestimar a partir de suponer nulos dos contrastes de interacciones de alto orden.
Naturalmente, uno de los contrastes serfa, en el caso de un factorial 24, la interaccién
cuddruple ABCD y el segundo alguna de las interacciones triples elegida esta tltima
de manera que el sistema de ecuaciones resultante tenga solucién.

Aplicando este procedimiento a la situacién descrita arriba con datos extremos
¢ = 61.47 y cd = 59.15, se obtiene el grifico de Daniel de la Figura 2.4, que busca
corregir la situacién provocada por los datos extremos en la Figura 2.3. Efectivamente,

de alguna manera se corrige un poco la situaciéon anterior al observarse con mayor
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potencial de estar activos a los efectos B y C. Los detalles de como decidir cudles

datos son anémalos, asi como su reestimacién al declararlos observaciones perdidas

se discuten en el método de la Seccién 4.3.
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Figura 2.4. Efectos en papel de probabilidad normal con datos extremos corregidos
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Capitulo 3

Métodos Formales Existentes para
Analizar Factoriales con Posibles

Datos Anémalos

En la literatura se han propuesto hasta ahora basicamente dos métodos para el andlisis
formal de disenos factoriales no-replicados y que contemplan la posibilidad de datos
anémalos: uno de ellos es el método Bayesiano de Box y Meyer (1987) y el otro es
el método de rangos de Aguirre-Torres y Pérez-Trejo (2003). En este capitulo se
describen brevemente estos métodos y se ilustran con los datos de la Tabla 2.2. Se

discuten algunos conceptos importantes para la comparacién de los métodos.

3.1 Meétodo Bayesiano

Box y Meyer (1986) proponen un método Bayesiano para analizar factoriales no-
replicados sin contemplar la posibilidad de datos anémalos. Box y Meyer (1987)
extienden el método Bayesiano para incluir la posibilidad de observaciones anémalas
que pueden influir en las probabilidades posteriores de que los efectos sean activos.

En este caso los conjuntos de interés a., ,,); 1 =0,1,2,...,15; 7, = 0,1,2, ..., 16, son
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todas las posibles combinaciones de efectos activos y de observaciones anémalas, que
en el caso por ejemplo de un factorial 24, son tantos como 2!° x 26 que es una cantidad
enorme como para hacer los cdlculos de manera exhaustiva. Los mismos autores
proponen un procedimiento iterativo para aproximar las probabilidades posteriores
tanto de que los efectos sean activos como de que los datos sean anémalos.

Sea la matriz X formada por las columnas de todos los posibles efectos més una
primera columna de unos. Sea a,, ,) el evento definido por un conjunto particular de
ry efectos activos y un conjunto particular de ry observaciones anémalas. Esto es, r;
representa las columnas de la matriz X que corresponden a los efectos activos y ro son
los renglones de la matriz X y del vector y que corresponden a los datos anémalos.
Sea M; = M, ,,y el modelo con pardmetro 3; asociado con el evento a(, ., que
de acuerdo a esto tiene r; términos independientes. Notamos que la probabilidad

posterior de cada a, ) es

p(a(rl,rg) IY) S8 p(M(rl,rg))p(y ‘a'(’l”l,TZ)) (31)

donde p(M,, »,)) es la probabilidad a priori del modelo y

p(y }a(m,rz)) = /p(y |a(r17rz)7 9%’) p(0; ‘a(mmz)) de;, (3.2)
(€]

donde p(y ’a(rhrz),Bi) es la densidad del vector de observaciones dado a, ), ¥

p(0; ‘a(m ,Tz)) es la distribucién a priori de los pardmetros donde 8; = (53, 34, ..., 3,,,0).
Para permitir la presencia de observaciones anémalas se supone que los errores

del modelo lineal asociados con tales observaciones tienen una varianza inflada k%02

(k > 1), esto es, el error sigue la distribucién
e~ (1—az)N(0,0%) + ayN(0, k*0?),

donde a» es la probabilidad a priori de dato anémalo el cual proviene de la distribu-

cién N(0, k202). Sean X, y X, las submatrices de X,, que corresponden a los y;
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datos normales y y, datos anémalos. La distribucién del vector de observaciones,

dado a(, ), estd dada por

—nip.—r ys — XS/BfL ’ Ys — XS/BZ
p(y ‘a(T17T2)7/6i7 O-) = o "k exp {_( 2)0(2 ) ‘

_ <YT - Xr/Bz‘),(YT - XT‘/B’L) }

2k202
Sean las distribuciones a priori

_6;’1—‘1”1/61‘ }

p(ﬂz ‘a('fl,’r‘z)a O-) = ,y_rlo-_rl eXp { 20_2

para los pardmetros 3; = (5, ..., [3,,), donde

110 0
7o 1,

y la distribucién no informativa (ver Box y Tiao, 1973) dada por

1
p(ﬁ()vo- ‘a(m,rz)) = p(ﬁOuU) X ;

para los pardmetros 3, y 0. Se puede mostrar que sustituyendo estas distribuciones
en la férmula 3.2, resolviendo la integral y sustituyendo el resultado en la ecuacién
3.1, asi como la distribucién a priori del modelo, (ver detalles en Apéndice) se llega a
que la probabilidad posterior de que un conjunto particular de r; efectos esté activo
y de que al mismo tiempo las observaciones 7, sean anémalas (evento a(, r,)), dados
los datos y, estd dada por

a Ao I
p(a(r17r2)|y) o ( ! ) ( 2 ) NI (3.3)

1—041 1—(12

X0 X"

X
‘Fﬁ + X(Tl)X(Tl) - SOX(TLTZ)X(TLTZ)

% S (?(Tlﬂz)) + ?(Tlﬂ“z)r(rl)?(rwz)
S (Tw) ’

‘1/2
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donde y es el vector de observaciones y X, ,,) es la matriz de columnas y renglones
de X que corresponden a los r; efectos activos y ry observaciones anémalas, X,,)
contiene las columnas de X que corresponden a los 7; efectos activos, a; y as son las
probabilidades a prior: de que un efecto esté activo y de que un dato sea anémalo,
respectivamente; v y k son los factores de inflamiento de la varianza debida a efecto

activo y a dato anémalo, respectivamente; y ademads

o = 1—1/k*
?(7‘177"2) = (Fn + X(m)X(m) - SDX(nﬂ"z)X(mﬂ"z))_l (X(Tl)y - QOX(TLW),y(Tz))
S (Ttir) = (V= XeTeur) (v = Xen)Torima) —

2 <Y(r2) - X(TI,TZ)?(TLTQ)) /<y(r2) - X‘(T‘I,T‘Z)?(TLTQ))

donde y/,,) son las supuestas observaciones anémalas. Ver Apéndice para mayores
detalles de la demostracién de la férmula (3.3). Los autores sugieren los siguientes
valores de la informacion a priori: a; = 0.2, ag = 0.05, v = 2.5 y k = 5. Los valores
de a3 y v han sido sugeridos por (Box y Meyer, 1986) con base en el anilisis de
varios experimentos de la literatura, a partir de contabilizar la proporcién de efectos
declarados activos y el cociente entre el cuadrado medio de un efecto activo en relacién
al cuadrado medio de un efecto inerte, respectivamente. La probabilidad a priori de
dato anémalo (ay = 0.05) se ha propuesto (Box y Tiao, 1968), porque la experiencia
indica que a lo més se esperarfan 1 6 2 datos anémalos cada 20 observaciones en este
tipo de experimentos (ver también Daniel, 1959). El valor del pardmetro k = 5 se
toma a partir de considerar qué tanto debe la varianza residual inflarse para permitir
la presencia de datos anémalos. Por otra parte se han hecho estudios de sensibilidad
(Meyer, 1987) para estudiar cémo cambian las conclusiones al variar los valores de
estas probabilidades a priori y se ha encontrado que las conclusiones son robustas a
cambios moderados en los pardmetros. De cualquier manera se recomienda probar
otras combinaciones de los pardmetros en un ejemplo especifico para comprobar la

estabilidad de la solucién obtenida.
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La probabilidad posterior de que el efecto ¢ sea activo se obtiene sumando las

probabilidades posteriores de todos los eventos que contienen al efecto i, esto es,

Di = Z p (a(m,rz) |y) (34)

(r1,m2): 7 activo

y de manera andloga la probabilidad posterior de que el dato y; sea anémalo se

obtendria como

q; = Z p (a(mﬂ"z) |Y) . (3'5)

(r1,r2): yj andémalo

Dada la imposibilidad de calcular directamente estas sumas, el siguiente pro-
cedimiento iterativo aproxima las probabilidades deseadas: se empieza por suponer
que no hay observaciones anémalas, esto es, en la férmula (3.2) se toma 5 = 0,
Xr1r2) = 0¢y) ¥ ¥(ro) = 0, de manera que ésta se reduce al caso donde no se suponen
observaciones anémalas (Box y Meyer, 1986). En un segundo paso y con los 7 efectos
que hayan resultado mds importantes, digamos con probabilidades posteriores de 0.5
o mds, se supone temporalmente el modelo correspondiente y se calculan las proba-
bilidades posteriores de que los datos sean anémalos; asi, en este segundo paso, r; y
las columnas de las matrices X(,,) y X, ) s¢ mantienen fijas. Luego, en un tercer
paso y suponiendo como datos anémalos los 75 que tengan probabilidades posteriores
altas (> 0.5) en el paso anterior, se vuelven a calcular las probabilidades posteriores
de que los efectos estén activos. En este tercer paso ry vuelve a ser fijo al igual que
los renglones de la matriz X, .,y y de y(,). Y asi sucesivamente. Este procedimiento
generalmente converge en una o dos iteraciones, es decir, en la segunda o tercera vez
que se calculan las probabilidades posteriores de efecto activo. Los programas para
los métodos Bayesianos que incluyen o no la posibilidad de datos anémalos se pueden

ver en De la Vara, R. (2004) y en el Apéndice.

Ejemplo con un dato anémalo. Para ilustrar el método Bayesiano se analizan los
datos de la Tabla (2.2). Se comienza por calcular las probabilidades de efecto activo

suponiendo que no hay datos anémalos. Los resultados obtenidos se muestran en la
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1.0

Prob. Posterior de Estar Activo
0.4

0.2

0.0

0 A B C D AB AC AD BC BD CD ABC ABD ACD BCD ABCD
Efectos, Suponiendo Ningun Dato Anémalo

Figura 3.1: Probabilidad posteriores de efecto activo, suponiendo que no hay datos
anémalos.

Figura 3.1, donde se observan relativamente importantes los efectos B y C, pero sus
probabilidades posteriores de estar activos son apenas de alrededor de 0.5. En tercera
instancia aparece el modelo constante con probabilidad posterior un poco arriba de
0.2.

Tomando por el momento como activos los efectos B y C, se obtiene la probabilidad
posterior de que cada dato sea anémalo. En la Figura 3.2 se destaca claramente la
alta probabilidad de ser anémala que tiene la la observacién 13 (ver Tabla 2.2).
Considerando la observacién 13 como anémala se recalculan las probabilidades pos-
teriores de efecto activo, y los resultados se muestran en la Figura 3.3. Se aprecia
que las probabilidades posteriores de que los efectos B y C' sean activos son cercanas
a 0.9, y aparecen también con probabilidades posteriores superiores a 0.5 los efectos
AC y ACD.

Como ultimo paso de este ejemplo, se supone ahora que los cuatro términos B, C,



34

1.0

0.8

Prob. Posterior de Ser Anémalo
0.4

0.0
L

Ren.1
Ren.2
Ren.3
Ren.4
Ren.5
Ren.6
Ren.7
Ren.8
Ren.9
Ren.10
Ren.11
Ren.12
Ren.13
Ren.14
Ren.15
Ren.16

Observaciones, Suponiendo Efectos B 'y C Activos

Figura 3.2: Probabilidad posterior de dato anémalo, suponiendo efectos B y C
activos.

1.0

Prob. Posterior de Estar Activo
0.4

0.2

0.0

0 A B C D AB AC AD BC BD CD ABC ABD ACD BCD ABCD
Efectos, Suponiendo Observacion 13 Anémala

Figura 3.3: Probabilidades posteriores de efecto activo, suponiendo dato 13 anémalo.
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AC y AC'D estén activos y se calculan otra vez las probabilidades posteriores de dato
anémalo. El resultado, es parecido al de la Figura 3.2, esto es, se confirma que sélo la
observacion 13 es anémala, con lo cual se concluye precisamente éso, y que los efectos
B, C, AC'y ACD estan activos.

Es importante hacer notar que este método (de Box y Meyer, 1987) tal como fue
propuesto no ofrece ningtin control del tamano del error tipo I (ver Seccién 3.3), y que
muy probablemente estd detectando mas efectos activos de los que en realidad hay,
tal como ocurre con el método Bayesiano que no contempla la posibilidad de datos
anémalos propuesto por los mismos autores (Box y Meyer, 1986). Los estudios hechos
a este ultimo método muestran que declarar activos los efectos con probabilidades
posteriores mayores a 0.5 da por resultado un exceso de deteccién de efectos activos,
y por ende, un error tipo I grande.

Cabe aclarar que el error tipo I no es una cantidad Bayesiana y es por eso que
el método de Box y Meyer (1987) no tendria en principio porqué contemplarlo. Sin
embargo, el error tipo I del método Bayesiano si puede evaluarse, al menos por sim-
ulacién Monte Carlo, como de hecho lo han hecho autores como AT&PT (2001) y
Chen (2003) para el método de Box y Meyer (1986).

Ejemplo con dos datos anémalos. Para ilustrar el método Bayesiano cuando
hay 2 datos anémalos consideramos otra vez los datos de la Tabla 2.2 pero con el
dato en la combinacién (—, —, +, —) modificado a ¢ = 61.47 en lugar del ¢ = 51.47
original. Los resultados obtenidos se muestran en la Figura (3.4). Se observa que el
método detecta bastante bien los dos datos anémalos, pero no detecta con la misma
claridad del anélisis con un dato anémalo (Figura 3.3) los efectos activos. Pero sin
duda mejora la deteccién en relacién al andlisis que ignora a priori la existencia de

los datos discrepantes.
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Figura 3.4: Método Bayesiano, con Dos Datos Anémalos

3.2 Meétodo de Rangos

Aguirre-Torres (1993) introduce un método basado en rangos para la deteccién de
efectos activos en experimentos factoriales no replicados que pudieran tener la pre-
sencia de anormalidades en los datos. El rango de una observacién es la posicién que
ésta ocupa en el vector de datos ordenados. En caso de empates en las observaciones,
se asigna a ellas el rango promedio de los rangos que habrian tenido si no hubiera
empates. Una vez obtenido el vector de rangos R(Y) los efectos estimados basados

en rangos, T (i = 1,2,...,2F — 1), se obtienen de acuerdo a la férmula usual
Ty

TE/2 _
1'/ = (X'X) " X'R(Y).

| Tl /2

El método de Aguirre-Torres (1993) consiste bdsicamente en calcular y graficar en

papel de probabilidad normal este vector de efectos basados en los rangos de las ob-
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servaciones originales. El grafico de probabilidad resultante se compara con el gréfico
de los mismos efectos calculados en la escala original. En caso de discrepancias en los
analisis, éstas son indicio de la presencia de anormalidades en los datos, y entonces
el andlisis basado en la trasformacién de rangos es probablemente el mdas apropiado
(Montgomery, 2001, pag.118). Esto es porque el anélisis de la transformacién de ran-
gos es mads resistente a la falta de normalidad o a la presencia de datos anémalos,
y en todo caso cuando esa discrepancia entre los andlisis ocurre, el experimentador
también puede buscar alguna transformacién a normalidad o determinar cudles datos
son atipicos para considerar su impacto en el andlisis original. Note que el anélisis
propuesto por Aguirre-Torres (1993) es fundamentalmente subjetivo al basarse en el
andlisis visual de gréaficas de probabilidad normal de los efectos.

Para darle objetividad al método de rangos, Aguirre-Torres y Pérez-Trejo (2001)
proponen aplicar una variante del método de Benski (1989) al vector de rangos que
resulta del vector de observaciones, logrando con ello tener control sobre el error tipo
I. Benski (1989) propone un método para analizar experimentos factoriales en el caso
normal, es decir, sin contemplar la posibilidad de datos anémalos. Basicamente este
método aplica una prueba de normalidad tipo Shapiro-Wilk (Shapiro y Francia, 1972)
al vector de efectos, que en caso de resultar significativa indica la presencia de efectos
activos, y en ese caso se procede a identificarlos mediante una prueba para detectar
datos anémalos.

Especificamente, en el método de rangos Aguirre-Torres y Pérez-Trejo (2001), a
los efectos basados en rangos y ordenados dados por T(If) (i=1,2,...2F — 1) se les
aplica una prueba de normalidad basada en el estadistico de prueba dado por

W= (Z5 ! mir) 2 (3.6)

—\ 2’
S (18 - T)

con m; = ®71(p;), donde ®~! es el inverso de la distribucién normal y p; = (i — )

/(2% — 2+ 1) son probabilidades repartidas en el intervalo [0,1], donde los valores de
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« se definen como (Benski, 1989)

0.275499 + 0.072884 x [In(2% — 1)]**'* si 1<i<2b -1

0.205146 + 0.1314965 x [In(2% — 1)]"*™ | si i=16i=2F -1

o; =

El p-valor P, de la prueba de normalidad se obtiene de
P, = exp(C), para P > 0.005,

donde

(W’ — A)/B + 0.0486128
_ _In(1
0.02760309 n(100)

A = 1031918 —0.183573 x [0.1(2" — 1

—0.5447402
)

= —0.5084706 + 2.076782 x [0.1(2" — 1)] —0.4905993

En caso de rechazar la prueba de normalidad, lo que ocurre cuando P; < 0.033, se
concluye que al menos un efecto esta activo y se procede a identificar a los efectos ac-
tivos mediante la prueba de dispersién de cuartos, que consiste en declarar activos los
efectos que caigan fuera del intervalo [—2dp, 2dr|, donde dF es el rango intercuartilico
estimado de los efectos. La significancia predefinida de 0.033 se determina mediante

simulacién Monte Carlo (ver Seccién 7.1).

Ejemplo. La gréfica de efectos en papel de probabilidad normal utilizando el
método de rangos se muestra en la Figura 3.5. Se observa una separacion clara de los
efectos B y C, y no tan clara de AC. En cuanto a los resultados analiticos del método
se encuentra que W= 0.87, p — valor = 0.044 y 2dF = 3.25. Los efectos estimados

son

A B C D AB AC AD BC
0.00 -6.25 4.75 0.00 -0.75 —-3.25 1.00 0.50
BD CD ABC ABD ACD BCD ABCD
—-0.25 1.25 1.00 0.25 225 —1.00 1.50

De aqui que, de acuerdo a las magnitudes de los efectos y con a = 0.05, se concluye

que B, C'y AC estén activos. Esto es, los efectos B y C rechazan claramente la prueba
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Figura 3.5: Efectos en papel de probabilidad normal, método de rangos

de datos anémalos y el efecto AC' coincide con el valor critico. El p — valor = 0.044
es mucho mdas pequeno que el que resultaria de analizar directamente los datos sin
la transformacién de rangos (ver Tabla 6.4 del Capitulo 6). Sin embargo, usando
estrictamente el valor calibrado o = 0.033, (Seccién 3.3) se afirmarfa que ningin
efecto estd activo, puesto que se aceptaria la normalidad de los efectos.

Si agregamos el segundo dato anémalo ¢ = 61.47 a los datos de la Tabla 2.2 y re-
hacemos el andlisis con el método de rangos, se sigue observando una clara separacion
de los efectos B y C como activos e incluso el efecto AC' se aprecia ahora un poco
més claro (Figura 3.6). En cuando a los resultados andliticos, se tiene que W= 0.87,
p—walor = 0.033 y 2dF' = 3.25. El p—valor practicamente coincide con el pardmetro
a = 0.033, lo cual confirma que el método de rangos estd haciendo en este ejemplo
incluso un mejor trabajo con los dos datos anémalos en relacién al andlisis previo con

un solo dato anémalo. De acuerdo a las magnitudes de los efectos estimados,
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Figura 3.6: Efec. en Papel Normal, Método de Rangos, caso con Dos Datos Anémalos

A B C D AB AC AD BC
0.00 —-6.25 4.75 -0.25 -0.75 —-3.25 1.25 0.50
BD CD ABC ABD ACD BCD ABCD
0.00  1.00 1.00  0.00 250 —=0.75 1.25

se declararian activos en la prueba de dispersién de cuartos los tres efectos menciona-

dos.

3.3 Sobre la Comparacién de los Métodos

Para poder hacer una comparacién justa de los métodos para analizar factoriales
no-replicados, tanto en el caso que no considera la posibilidad de datos anémalos
como el caso que si la considera, se requiere que el desempeno sea igual cuando todos
los efectos son inertes. Dificilmente se cumple esto con los métodos tal cual fueron
propuestos. Sin embargo, en ocasiones los métodos se pueden calibrar o ajustar para

que su desempeno sea igual cuando no hay efectos activos. Dos medidas de error
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cominmente usadas para este propdsito son el error global FER (experimentwise
error rate) y el error individual /ER (individual error rate). Suponiendo que no hay
efectos activos, el EE R es el porcentaje de experimentos en la simuaciéon donde ocurre
al menos una falsa deteccién y el IER es el porcentaje de efectos inertes declarados
activos considerando el total de efectos estimados en la simulacién.

En el caso que no considera la posibilidad de datos anémalos se han reportado
varios estudios donde se compara el desempeno de diferentes conjuntos de métodos:
Hamada & Balakrishnan (1998) comparan 24 métodos controlando el error individual
en 0.044. Haciendo esto, el error global EER varfa entre los métodos comparados desde
0.1 hasta 0.44. Aguirre-Torres y Pérez-Trejo (2001) comparan 11 de los métodos bajo
condiciones de contaminacién considerando 3 efectos activos, y previamente fijando
el EER en 0.05. Chen, Y. (2003) compara 13 métodos, calibrando los métodos a un
error global (EER) de 0.05. Se desprende de estos estudios que no existe un método
que se pueda afirmar que es el mejor en todos los escenarios posibles: el desempeno de
un método depende de aspectos tales como el nimero de efectos activos considerados,
de los tamanos de dichos efectos, de los valores en que controla el EER o el IER y
de los criterios para medir su desempeno.

El método Bayesiano que considera la posibilidad de datos anémalos resulta dificil
de calibrar dado el tiempo que consume cada anélisis (media hora), pero hay evidencia
para afirmar que las probabilidades criticas de P = @) = 0.5 sugeridas por Box y
Meyer (1987) dan lugar a un exceso de detecciones falsas, y que en realidad dichas
probabilidades deberfan de ser mucho més altas para tener por ejemplo un FER =
5%. La evidencia se fundamenta en lo que sucede con el método Bayesiano de Box y
Meyer (1986) el cual trabaja (ver Aguirre-Torres y Pérez-Trejo, 2001) con un FER
de alrededor de 27%, con lo que la probabilidad critica (P = 0.5) en ese método debe
incrementarse hasta P = 0.89 para tener un EER = 5%.

El método de rangos trabaja con un EER = 5% si se toma o = 0.033 en lugar de

a = 0.05 en la prueba de normalidad lo cual se determiné con un estudio de simulacién
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basada en 50000 experimentos: Se generaron 50000 experimentos factoriales 2% sin
considerar efectos activos, es decir, los 16 datos de cada experimento se obtienen de
la misma distribucién N (i, %), por lo que el valor esperado de cada efecto es igual
a cero. Para cada conjunto de datos se aplica el método de rangos y se guarda el
p-valor de la prueba de normalidad de los efectos, y también se guarda el hecho de
que la prueba de datos anémalos detecte al menos un efecto activo. Finalmente se
elige como el valor « calibrado aquel donde solo el 5% de los experimentos detectaron
al menos un efecto activo. Cabe agregar que si se aplicara sélo la prueba de datos
andmalos esta detectarfa efectos activos en alrededor del 30% de los experimentos.

Por lo anterior, no es obvio comparar estos dos métodos dada la falta de una
calibracién adecuada del método Bayesiano. En el ejemplo particular discutido en
este capitulo, es aparente que el método Bayesiano detecta mas efectos activos: pero
posiblemente ajustando adecuadamente la probabilidad critica, solo detectarfa los
efectos B y C. Por su parte, el método de rangos no detectarfa ningiin efecto activo
si estrictamente se utilizara o = 0.033, dado que el p — valor estimado resulta ser
0.044; hay alguna evidencia importante aunque no suficiente de que los efectos B y
C estarfan activos.

Una vez calibrados los métodos se puede proceder a comparar su desempeno, por
ejemplo en términos de su potencia para detectar uno o varios efectos activos de
magnitudes diferentes o iguales. La potencia con la que se detecta un efecto activo
se define como el porcentaje de las veces que se declara activo en la simulacién. Otra
medida importante para comparar métodos, que toma en cuenta tanto los efectos
activos declarados activos como los efectos inactivos erréneamente declarados activos,

es la figura de mérito ) introducida por Benski y Cabau (1995). Esta se define como

n* n-
Q:F(I_N_>’

donde N es el total de efectos activos, n™ es el nimero de efectos activos declarados

como tal, N~ es el total de efectos inertes y n~ es el nimero de efectos inertes
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erréoneamente juzgados como activos. Otros criterios de evaluacién y comparacién
se pueden ver en Chen (2003) pdgs. 67-70. En en los Capitulos 5 y 6 se utilizan la
potencia y la figura de mérito () para comparar los métodos, primero usando ejemplos
especificos y luego mediante un estudio de simulacién.

La razén fundamental de utilizar técnicas de simulacién Monte Carlo para com-
parar el desempeno de los métodos propuestos en lugar de utilizar técnicas analiticas
es que con estos métodos no se cuenta con estadisticos que sigan alguna distribu-
cién especifica conocida bajo la hipétesis de que sélo hay efectos nulos. Atin en los
métodos directos en el caso normal que son aquellos donde se propone un pseudoerror
para estandarizar los efectos (H&B, 1998), tipicamente no se conoce la distribucién de
referencia exacta ni aproximada del estadistico resultante que pueda utilizarse para
obtener la curva de potencia del método. En los métodos que consideran la posibili-
dad de datos anémalos, que son los de interés en este trabajo de tesis, es todavia mas

intratable el problema de encontrar alguna distribucién de referencia.
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Capitulo 4

Nuevas Propuestas para el Analisis
de Factoriales No-Replicados con

Posibles Datos Anémalos

En este capitulo se presentan algunos métodos nuevos que superan el desempeno del
método de AT&PT (2001), partiendo del argumento de que al aplicar la transforma-
cién de rangos a la respuesta se pierde informacién relevante sobre la significancia de
los efectos. Es claro, por ejemplo, que el método de rangos no considera las distan-
cias relativas entre las observaciones del experimento, lo que causa que las distancias
relativas entre las magnitudes de los efectos no se estimen adecuadamente. Esto es,
si bien la transformacién de rangos elimina el impacto de los datos extremos o ané-
malos, por otro lado causa distorsiones en la estimacién de los efectos, mismas que
acaban reflejandose en la potencia del método.

Para detectar los efectos activos en todas las propuestas de métodos que se ha-
cen se explota fundamentalmente la variante del Benski (1989) que utilizan AT&PT
(2001), esto es, una prueba de normalidad seguida de una prueba para datos ané-
malos: la primera nos dice cuando hay al menos un efecto activo, y cuando los hay,

la segunda nos dice cuéles especificamente son los efectos activos. En cada método
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propuesto se busca llegar a la prueba de normalidad con efectos a los que se haya
eliminado, de alguna manera, el impacto de los posibles datos anémalos. Esto se lo-
gra fundamentalmente de tres maneras diferentes en los cinco métodos propuestos: 1.
Detectando y corrigiendo las posibles observaciones atipicas, 2. Estimando de manera
robusta los efectos y 3. Corrigiendo el impacto de los posibles datos anémalos en los
efectos usuales no robustos. Esto es, la robustez se puede lograr antes, durante y
después de la estimacion de los efectos.

Los cinco métodos nuevos que se proponen entre este capitulo y el siguiente son:

1. Rangos modificados.

2. Ajuste de espacios entre efectos ordenados

3. Observaciones anémalas reestimadas

4. Técnicas de regresién robusta (variante I)

5. Técnicas de regresién robusta (variante II)

Como su nombre lo dice el método de Rangos Modificados cambia los rangos interiores
a valores que recuperan las distancias interiores entre las observaciones originales,
de manera que los rangos modificados son una especie de combinacién de rangos
y estadisticas de orden reescaladas. El método de Ajuste de Espacios entre Efectos
Ordenados busca corregir el posible impacto de los datos atipicos en los efectos usuales
no robustos. El método de Observaciones Anémalas Reestimadas incorpora alguna
de las ideas de Box (1990) comentadas en el Capitulo 2, con el propésito de reestimar
los datos anémalos como si fueran datos faltantes. Estos primeros tres métodos se
describen en el presente capitulo. Los métodos basados en Técnicas de Regresion
Robusta se exponen en el Capitulo 5.

En la descripcion de los métodos basicamente nos enfocamos a los pasos de cada
método hasta antes de aplicar la prueba de normalidad de la variante del método
de Benski (1989), y se ilustran esos primeros pasos con los datos de la Tabla (2.2).
Es decir, no es objetivo de este capitulo presentar los anilisis de significancia ni

hacer comparaciones de los métodos. Los anélisis de significancia de este y otros
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ejemplos comparando los métodos se presentan hasta el Capitulo 6. La comparacién
via simulacién Monte Carlo se presenta en el Capitulo 7.

Es importante enfatizar que aunque utilizamos principalmente el experimento fac-
torial 2% para ilustrar los métodos nuevos, éstos se pueden aplicar con modificaciones
menores a cualquier miembro de la familia de experimentos factoriales con 16 cor-
ridas que van desde el factorial completo 2% hasta la fraccién saturada 25711 (ver
Seccién 2.1). Con modificaciones "mayores" se podrian aplicar a otros tamanos de

experimentos factoriales no-replicados.

4.1 Meétodo de rangos modificados

La idea de este método surge de observar que el andlisis de los rangos, si bien protege
de posibles datos anémalos, puede causar distorsiones en la estimacién de los efectos:
por ejemplo, un efecto que es claramente importante en la escala original se ve menos
claro en la escala de los rangos, como se aprecia en la Figura (4.1), haciendo coincidir
para fines de la representacién la escala de los rangos con la escala original arbitraria.
Cuando un efecto es muy claro en la escala original todos los datos que restan en su
contraste se separan notoriamente de los datos que suman, como se observa en los
puntos de la parte superior de la figura. Sin embargo, al considerar la transformacién
de rangos, éstos pasan a quedar equidistantes entre ellos como se aprecia en la parte
intermedia de la Figura (4.1), de manera que el efecto X que se calcula con los rangos
resulta mds pequeno o menos claro que el original. Pero si se ajustaran los rangos
interiores de manera proporcional a las distancias originales es posible atenuar ese
impacto negativo en la estimacion del efecto X, logrdandose entonces un efecto méds
parecido al original, como se aprecia en los puntos de la escala inferior de la Figura
(4.1).

El método de rangos modificados consiste basicamente en recuperar las distancias

relativas entre observaciones interiores. Esto es, se asignan los rangos como antes,
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I Efecto X {
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Escala original
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1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Escala de los rangos

: Efecto X ]
- - - o+ o+
1 226 37 5.9 11.2 129 139 15 16

Escala de los rangos modificados

Figura 4.1: Escala original, escalas de rangos y rangos modificados

que por ejemplo, en un factorial con 16 corridas son los nimeros del 1 al 16. Los
rangos interiores del 3 al 14 se ajustan de acuerdo a las distancias relativas entre las
observaciones originales que dichos rangos representan. Sean los rangos Ry, Ro,..., Rig
que se asignan a las observaciones ordenadas Y1), Y(2), ..., Y{16). Las dos observaciones
mas chicas y las dos observaciones mds grandes toman sus rangos usuales, pero a las
observaciones intermedias se les asignan los "rangos modificados"

Yi) — Y

Ri=Ri+
1 (Wm—ﬁm

>x1& i=3,4,..14.

recuperando de esta manera las distancias relativas intermedias originales. Por ejem-
plo, para los datos de la Tabla 2.2 se llega a los rangos modificados de la Tabla
4.1.

En lugar de los rangos usuales se propone analizar los rangos modificados dados
en la tabla. Es claro que este ajuste solo puede proteger adecuadamente de un dato
anémalo en cada lado, puesto que si se observan dos datos anémalos en el mismo lado
los rangos modificados Ry4 y Ry5 estardn alejados como lo estédn las observaciones

originales ordenadas Y(14) y Y{16). La proteccién de dos datos anémalos en cada lado
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se darfa fijando tres rangos en cada extremo, sin embargo al reducirse la cantidad
de rangos interiores por ajustar, el método acaba perdiendo la potencia ganada. Es
posible que con experimentos factoriales con mds de 16 corridas se puedan fijar tres
rangos y tener todavia mejores resultados.

Tabla 4.1. Rangos Modificados

datos datos Tangos

ordenados | TA1GOS ajustados

(1) =4746 | 43.13 1 1

a = 49.62 44.45 2 2
b=43.13 44.83 3 2.70
ab = 46.31 46.10 4 5.05
c=951.47 46.31 5) 5.44
ac = 48.49 46.76 6 6.28
bc = 49.34 47.02 7 6.76
abc =46.10 | 47.46 8 7.57
d = 46.76 47.90 9 8.39

ac = 48.56 48.49 10 9.48

bd = 44.83 48.56 11 9.61
abd = 44.45 | 49.34 12 11.05
cd =59.15 | 49.62 13 11.57
acd =51.33 | 51.33 14 14.74
bed = 47.02 51.47 15 15
abed = 47.90 | 59.15 16 16

4.2 Meétodo de ajuste de espacios entre efectos

Como se menciona en el Capitulo 2, cuando se tienen observaciones anémalas éstas
causan huecos o espacios entre los efectos estimados, como se aprecia en los gréficos
en papel de probabilidad normal de las figuras 2.1 y 2.3. La idea de este método
es ajustar los 3 huecos mds grandes de los 6 huecos centrales que ocurren entre los
efectos estandarizados y ordenados, antes de proseguir con la prueba de normalidad.
Especificamente este método consiste en lo siguiente:

1. Primero se estiman los efectos tradicionales normales T;.

2. Los efectos se ordenan y se obtienen los ocho huecos centrales T(;y — T(;—1), © =

5,6,...,12.
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3. Con estos huecos centrales se obtiene un estimador de la desviacion estandar resi-

dual, dado por la mediana de los huecos dividida por 0.07. Esto es,
o = mediana(hue cos)/0.07

donde la constante 0.07 se determiné por simulacién. Con la férmula \/W
se obtiene un estimador del error estdndar de los efectos, donde el cuadrado medio
del error \/C'Mp es precisamente el estimador mencionado de la desviacién estdndar
residual basado en los 8 espacios centrales entre los efectos ordenados.

4. Se procede a estandarizar los efectos, dividiéndolos entre su error estdndar,
T;
/2’

5. Se ordenan los efectos estandarizados, que denotamos igual que los originales.

i=1,2,..15.

6. Se estiman los seis huecos centrales entre efectos estandarizados

7. Se identifican los tres espacios més grandes.

8. Se ajustan esos tres espacios mayores a valores pequenos. En particular se proponen
0.023, 0.015 y 0.01 para los correspondientes tres huecos en orden descendente. La idea
de estos valores pequenos es basicamente cerrar los huecos potencialmente generados
por datos anémalos. Los tamanos relativos entre los valores son aproximadamente
los mismos que ocurren en cuantiles inferiores (abajo de 10%) de las distribuciones
simuladas de dichos huecos. Cada ajuste consiste en sumar una constante a todos los
efectos a la izquierda del hueco que se estd ajustando, y restar esa misma cantidad a
todos los efectos que caen a la derecha de dicho hueco.

9. Se obtiene el vector de efectos actualizado que considera los espacios ajustados.
Evidentemente son efectos mas compactados que los efectos normales.

10. Se procede de la manera usual con el método de Benski modificado.

Una consecuencia de este ajuste dréastico que se aplica siempre es que el vector de

efectos se aleja de la normalidad ain cuando no haya efectos activos, por lo tanto
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se encuentra que el p-valor calibrado a utilizar en la prueba de normalidad es 0.001,
para poder tener un EER final de 5% (Capitulo 7). El gréfico de efectos en papel de
probabilidad normal debe verse con reservas ya que puede estar enviando un mensaje
visual de efectos activos que no son tal.

[lustramos los primeros nueve pasos del procedimiento usando los datos de la
Tabla 2.2. En las columnas 1 y 2 se muestran los datos y efectos tradicionales orde-
nados, respectivamente. Los huecos o espacios entre efectos se muestran en la tercera
columna, y se resaltan los 8 huecos centrales que se utilizan para estimar el error

estandar de los efectos como

Error estandar de T; =

o _ mediana(huecos)

2 2 x0.07

donde la constante que divide se encuentra por simulacién, esto es, haciendo los cél-
culos para 50000 experimentos con error estdndar conocido se determina la constante
que logra igualdad en promedio al error estdndar dado. Se estandarizan los efectos
en la columna 4. En la columna 5 se calculan los huecos entre efectos estandarizados
y se resaltan los tres huecos més grandes de los 6 huecos centrales. Estos tres huecos
se ajustan y se recalculan los efectos ajustados que se muestran en la tltima columna.
Por ejemplo, el hueco 0.67 se ajusta a 0.023 sumando la cantidad (0.67 — 0.023)/2 a
los efectos a la izquierda del hueco y restando esa misma cantidad a los efectos a la
derecha. De manera similar se hacen los ajustes del hueco 0.22 a 0.015 y de 0.15 a
0.01. Los tres ajustes entran sumando al efecto estandarizado A = —2.88 de tal forma

que este se transforma en

Aujustado = —2.88 + (0.67 — 0.023) /2 + (0.22 — 0.015)/2 + (0.15 — 0.01)/2 = —2.38.



Tabla 4.2. Método de espacios ajustados

datos Erfgg;(:dos Er&?goéectos gsfteacrz?iiuizados Efi?tig:):s'tﬁ;r.e E]'fss;cgflos
(1) = 47.46 - - - - -
a = 49.62 B =—-422 - —2.88 - —2.38
b=43.13 AC = —2.49 1.73 —1.70 1.18 —1.20
ab=46.31 | BCD = —1.58 0.91 —1.08 0.62 —0.58
c=051.47 BD = —-1.18 0.40 —0.80 0.27 —0.31
ac = 48.49 A= -0.80 0.38 —0.54 0.26 —0.05
bc = 49.34 BC = —-0.80 0.00 —0.54 0.00 —0.05
abc =46.10 | AD = —0.58 0.22 —0.39 0.15 —0.04
d = 46.76 ACD =0.40 0.98 0.27 0.67 —0.02
ac = 48.56 ABD =0.72 0.32 0.49 0.22 —0.00
bd = 44.83 AB =091 0.19 0.62 0.13 0.12
abd = 44.45 D =101 0.10 0.69 0.07 0.19
cd =59.15 | ABC =1.20 0.19 0.82 0.13 0.32
acd = 51.33 CD =1.49 0.29 1.02 0.20 0.52
bed =47.02 | ABCD = 1.52 0.03 1.04 0.02 0.54
abcd = 47.90 C =371 2.19 2.53 1.49 2.04
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4.3 Método de datos an6émalos reestimados

Este método consiste en reestimar los datos anémalos como si fueran observaciones
perdidas, como lo sugiere Box (1990). El método considera sélo los casos de uno o dos
datos anémalos. La reestimacién de los datos anormales como "datos perdidos", una
vez identificados, se obtiene de suponer el contraste del efecto de mayor orden igual a
cero para el dato mds alejado, y para el segundo dato extremo se considera nula una
de las interacciones del mayor orden posible. En el caso del factorial 2* se trabajaria
con la interaccién de mayor orden ABC'D y con alguna de las interacciones triples
(ABC, ABD, ACD y BCD,). En el caso de un dato anémalo se resuelve una ecuacién
cuya solucién es el dato reestimado y en el caso de dos datos atipicos se resuelve un
sistema de ecuaciones con dos icégnitas que corresponden a las estimaciones de las
dos observaciones extremas.

Este método resulta interesante dada la combinacién que se hace de técnicas de

naturaleza un tanto diferente como son la regresién L1, andlisis de cimulos (cluster
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analysis) jerdrquico con encadenamiento simple, estimacién de datos perdidos, prueba
de normalidad y prueba para deteccién de datos anémalos. La idea de utilizar anélisis
de cimulos para la deteccién de datos anémalos se tomé de Sebert et al. (1997).
Especificamente, el método consiste de los siguientes pasos:

1. Primero se obtienen estimadores robustos de los efectos para un modelo que
considera hasta las interacciones dobles, para lo cual se utiliza regresiéon L1. Se sabe
(Rousseeuw y Leroy, 1987, pdg. 10) que esta regresion es robusta a valores extremos
de la respuesta.

2. Usando los valores estimados y los residuos se hace un andlisis de ciimulos con el
método jerdrquico de encadenamiento simple para identificar los datos que se agrupan
al final, que corresponden a datos anémalos potenciales.

3. En cada paso del anélisis de cimulos se tienen las distancias a las cuales se van
agrupando los datos. En este proceso se debe tomar en cuenta que no es lo mismo
que los dos datos potencialmente anémalos se agrupen al final de manera separada
a datos ya agrupados previamente, a que se agrupen primero entre ellos, ya que en
este 1ltimo caso la distancia de agrupacién a considerar ocurre necesariamente en un
paso posterior, justo cuando ambos datos se agrupan a datos de grupos previos. Un
ejemplo de esto se muestra en la Seccién 4.3.1, en particular en la Tabla (4.6). Allf
las dos observaciones anémalas se agrupan entre ellas en el paso 12, pero su distancia
relevante de agrupacién al resto de los datos ocurre hasta el paso 15.

4. Usando las distancias de agrupacién mencionadas en el paso anterior, se obtiene
un umbral a partir del cual poder considerar anémalo un dato. Esto es, hay una
distancia minima de agrupacion que indica cuando el dato se puede considerar una
observaciéon anémala.

5. Una vez identificado el o los datos anémalos, se procede a reestimarlos utilizando en
este propésito la interaccién de mayor orden y una de las interacciones triples, si fueran
dos los datos anémalos por reestimar. La interaccién triple se elige considerando que

el sistema de ecuaciones resultante tenga solucién.
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6. Los datos encontrados anémalos se sustituyen por los datos reestimados.
7. Con el vector de datos corregido se procede con el método de Benski de la manera

usual.

Consideremos una vez mds el ejemplo de la Tabla 2.2 para mostrar los 6 primeros
pasos del método de reestimacion de datos extremos. Lo primero es obtener el modelo
de regresiéon L1 que considera hasta interacciones dobles, que en este caso estd dado

por

Y = 4823— 0.36z1 — 1.9429 + 2.2423 + 0.2724 + 0.252179 — 1.6021 73

—0.092124 + 0.17x5203 — 0.202524 + 0.912374.

donde las x; son los factores de control en el experimento en la escala codificada
(-1=nivel bajo,+1=nivel alto). Con este modelo se obtienen el vector de valores
ajustados y de residuos, que se muestran en las columnas 2, 3, 5 y 6 de la Tabla 4.3,
respectivamente. Vemos en esta tabla que la observacion c¢d = 59.15, considerada por
simple inspeccién la méas sospechosa de ser anémala, tiene apenas el segundo residual
mds grande; el mas grande corresponde a la observacién bed = 47.02, que no parece
ser extrema. Sin embargo, al calcular la distancia euclidiana entre las observaciones
(ver Tabla 4.4) considerando las dos variables (Y; y ¢;) se encuentra que la observacion
13 (cd) es la que tiene las mayores distancias al resto de los datos, lo que la pone otra

vez como la mas sospechosa de ser dato anémalo.

Tabla 4.3. Datos observados, estimados y residuales

Datos (Y;) Y; e; Datos (Y;) Y; e;
(1) =47.46 | 47.46 | 0.00 d=46.76 | 46.76 | 0.00
a=49.62 |49.62 | 0.00 ac = 48.56 | 48.56 | 0.00
b=43.13 | 43.13 | 0.00 bd = 44.83 | 41.63 | 3.20
ab=46.31 | 46.31 | 0.00 abd = 44.45 | 44.45 | 0.00
c=>51.47 5299 | —-1.52 || ¢d =59.15 | 55.95 | 3.20
ac=48.49 | 48.73 | —0.24 || acd = 51.33 | 51.33 | 0.00
bc =49.34 | 49.34 | 0.00 bed = 47.02 | 51.5 | —4.48
abc = 46.10 | 46.10 | 0.00 | abed =47.90 | 47.9 | 0.00
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Tabla 4.4. Matriz de distancias considerando valores estimados y residuales

2 3 4 5 6 7 8§ 9 10 11 12 13 14 15 16
1 216 4.33 1.15 5.73 1.29 1.88 1.36 0.70 1.10 6.65 3.01 9.07 3.87 6.03 0.44
2 0.00 6.49 3.31 3.70 0.92 0.28 3.52 2.86 1.06 8.61 5.17 7.09 1.71 4.86 1.72
3 0.00 3.18 9.97 5.60 6.21 2.97 3.63 5.43 3.53 1.32 13.218.20 9.49 4.77
4 0.00 6.85 2.43 3.03 0.21 0.45 2.25 5.67 1.86 10.165.02 6.85 1.59
) 0.00 4.45 3.95 7.05 6.41 4.68 12.308.67 5.57 2.25 3.31 5.31
6
7
8

0.00 0.65 2.64 1.98 0.29 7.89 4.28 8.00 2.61 5.06 0.86
0.00 3.24 2.58 0.78 8.35 4.89 7.34 1.99 4.97 1.44
0.00 0.66 2.46 5.49 1.65 10.355.23 7.01 1.80

9 0.00 1.80 6.04 2.31 9.73 4.57 6.52 1.14
10 0.00 7.63 4.11 8.05 2.77 5.36 0.66
11 0.00 4.26 14.3210.2112.507.04
12 0.00 11.936.88 8.35 3.43
13 0.00 5.62 8.87 8.66
14 0.00 4.48 3.43
15 0.00 5.73
16 0.00

Con base en la matriz de distancias euclidianas entre los puntos (2, e;) se procede
a realizar andlisis de ctimulos utilizando el método de encadenamiento simple, que
consiste en definir la distancia entre dos grupos como la distancia entre sus miembros
més cercanos (Kaufman y Rousseeuw, 1993). Asi, en un primer paso se agrupan los
datos 8 y 4 a una distancia de 0.21 y en el 1iltimo paso se agrupa la observacién 13 a
una distancia de 5.57, que es su distancia al dato 5 (ver dendograma de la Figura 4.2
y Tabla 4.5).

Con las distancias de agrupaciéon dadas en la Tabla 4.5 se procede a determinar la
posible presencia de datos anémalos: para ello lo primero es aclarar que en la columna
"Se agrupan" los signos negativos indican un dato que se agrupa por primera vez,
mientras que los valores positivos marcan un grupo previo formado hasta ese paso.
Por ejemplo, en el paso 15 de la Tabla 4.5 se agrupa por primera vez la observacion
13 al grupo conformado hasta el paso 14; y en el paso 14 se habia unido por primera
vez la observacién 11 al grupo conformado hasta el paso 13, y asf sucesivamente. De
aqui que las dos observaciones més raras son la 13 y la 11, pero falta ver que sean

anémalas. Con este propdésito se considera el vector de distancias hasta el tltimo paso
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donde se haya agrupado por primera vez una observacion, o las dos observaciones mas

raras al resto de los datos, que en este ejemplo es el paso 15.

Distancia
3
|

< [©] < [s¢] ~
—

13
11
15

5

Observaciones

Figura 4.2: Dendograma, método de encadenamiento simple

Tabla 4.5. Pasos de agrupacion

Paso | Se agrupan | Distancia || Paso | Se agrupan | Distancia

1 -4, -8 0.21 9 3, -12 1.32
2 -2, -7 0.28 10 8,9 1.65
3 -6, -10 0.29 11 -14, 10 1.71
4 -1, -16 0.44 12 -5, 11 2.25
5 9,1 0.45 13 -15, 12 3.31
6 2,3 0.65 14 -11, 13 3.53
7 4,6 0.66 15 -13, 14 5.57
8 5, 7 0.70 - - -

Sea el vector DIST AN con las 15 distancias de agrupacién de la Tabla 4.5; sean
Q1p vy Qsp el primero y tercer cuartil de las distancias y sea RI = Q3p — Q1p el
rango intercuartilico. La distancia minima significativa para declarar anémala una

observacion se define como

DMS = Qsp + 2.2RI,
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donde el valor 2.2 se determiné por simulacién. En el ejemplo, se tiene que Q)1p =
0.445, Q3p = 1.98 y RI = 1.535, por lo que la distancia minima significativa resulta
ser

DMS =1.98 +2.2 x (1.98 — 0.445) = 5.36,

que lleva a considerar anémala la observacién 13 puesto que su distancia de agrupacion
es mayor a este limite (5.57 > DM ), mientras que la observacién 11 no lo es, dado
que su distancia de agrupacion es menor que DM .S. Finalmente la observacién 13 se
declara faltante y se reestima a partir del contraste correspondiente a la interaccién
de mayor orden. Para ello se iguala a cero el C'ontraste spcp(-13) sin la observacion
13 y se despeja el valor de dicho dato, y se obtiene que Yi3 = 46.99. Sustituyendo este
valor en el vector de datos originales, se sigue luego con el procedimiento de Benski
en la variante de AT&PT (2001) para detectar efectos activos, mismo que no detecta

nada en este caso. El andlisis completo se puede ver en Capitulo 6.

4.3.1 Cuando hay dos datos anémalos

Cuando se detectan dos datos anémalos, queda el problema de reestimarlos suponiendo
nulos el contraste de mayor orden (ABCD) y una de las interacciones triples (ABC),
ABD, ACD, BCD). Y lo primero es seleccionar una interaccién triple adecuada,
de manera que el sistema de ecuaciones resultante tenga soluciéon. Un procedimiento
para seleccionar dicha interaccién es el siguiente: usando multiplicacién médulo 2
se obtiene el producto de las dos observaciones anémalas expresadas en notacién de
Yates. Si el resultado es una letra, se multiplica (médulo 2) ésta por la interaccién de
mayor orden para obtener la interaccion triple deseada. Si el resultado son dos letras,
nos deshacemos de una de ellas, sisteméaticamente de la segunda en orden alfabético,
y la letra que queda se multiplica por la interaccién cuddruple para obtener una in-
teraccion triple apropiada. Si el resultado son tres letras, se eliminan la segunda y

la tercera, y la restante se multiplica por ABC'D, y resulta la interaccién triple ade-
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cuada. Finalmente, si el resultado son cuatro letras, cualquiera de las interacciones
triples funcionaria, pero siendo consistentes se utiliza A x ABCD = BCD.

Por ejemplo, consideremos el caso donde las observaciones atipicas caen en c y
cd. El producto de éstas es ¢ x c¢d = d. Se multiplica ahora por ABCD, y se obtiene
D x ABC'D = ABC como la interaccion triple apropiada. Entonces para reestimar
los dos datos anémalos se usan los contrastes ABCD y ABC. Sean ABCD(_._cq) y
ABC(_.,_cq) los valores de los contrastes correspondientes sin considerar los datos ¢ y

cd. Con esta informacién se plantea el sistema de ecuaciones

Y.—-Yq = ABCD(—C,—cd)

=Y. Y = ABC. ca)
cuya solucién son los valores reestimados para los dos datos anémalos, esto es,

Yoo = —(ABCD( ety + ABC(_o—ciy)/2
Y. = (ABCD(¢ ca)— ABC(_ ¢ cq))/2.

Para ilustrar el procedimiento con dos observaciones anémalas se analizan otra
vez los datos de la Tabla 2.2, que tiene en la observacién 13 (¢d) un dato anémalo de
acuerdo al andlisis de la seccién previa. Para completar dos datos candidatos a ser
anémalos se modifica la observacion ¢ = 51.47 a ¢ = 61.47, como se hizo en la Seccién
2.1 para mostrar el impacto de dos datos anémalos en el grafico de probabilidad
normal de los efectos. Las distancias a las que se van agrupando los datos se muestran
en la Tabla (4.6). El dendograma resultante se muestra en la Figura 4.3. En él se
aprecia que las observaciones 5 y 13 (¢ y cd) se agrupan al tltimo al resto de los
datos a una distancia de 5.62, lo que indica que son observaciones anémalas puesto
que la distancia critica es DM S = 4.86. Los contrastes ABC(_. _.q) y ABCD(_. _cq

considerando las dos observaciones anémalas perdidas valen

ABC(_¢ ety = —101.02; ABCD(_._cq) = 4.48,



y el sistema de ecuaciones queda como

cuya solucién es

Con estos valores se sustituyen las observaciones originales correspondientes antes de
proseguir con la prueba de normalidad del método de Benski. Aunque estrictamente
no se alcanza a rechazar la prueba de normalidad, el p — valor que resulta es incluso
menor en este caso que el obtenido cuando se corrigié un solo dato anémalo, detectado

en la observacién 13 (ed). Los gréficos de efectos en papel de probabilidad normal

)

=0

Y. — Y

—Ye — Yoy

4.48

~101.02,

—(4.48 — 101.02) /2 = 48.27

(4.48 + 101.02) /2 = 52.75.

considerando uno o dos datos anémalos se muestran en la Figura 4.4.

Tabla 4.6. Pasos de agrupacién, caso con dos datos anémalos

Paso | Se agrupan | Distancia || Paso | Se agrupan | Distancia

1 -4, -8 0.21 9 -11, 7 1.32
2 -2, -7 0.28 10 -3, 9 1.65
3 -1, -16 0.29 11 -14, 10 1.71
4 9,1 0.44 12 -5, -13 2.25
5t -10, 3 0.45 13 -12, 11 3.31
6 4,5 0.65 14 8, 13 3.53
7 2,6 0.66 15 12, 14 5.57
8 -6, -15 0.70 - - -
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Figura 4.4: Efectos en papel de probabilidad normal, considerando uno y dos datos

andmalos
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Capitulo 5

Métodos de Deteccion de Efectos
Activos Basados en Técnicas de

Regresion Robusta

En este capitulo se presentan un par de métodos nuevos para detectar efectos
activos basados ambos en técnicas de regresiéon robusta. Los distinguimos como va-
riantes I y II (Secciones 5.3 y 5.4, respectivamente). La diferencia entre ellos es
bésicamente la manera en que se selecciona un modelo inicial robusto a partir del
cual, aplicando una técnica de regresiéon también robusta, se obtienen de manera

iterativa estimadores de todos los efectos o coeficientes.

5.1 Estimadores de Regresion Robusta

Es deseable que un estimador de regresién robusta tenga alto punto de rompimiento
y buenas propiedades asintéticas. Se llama punto de rompimiento la fraccién minima
de puntos contaminados que requiere la muestra para que el sesgo del estimador
pueda ser infinito. El médximo punto de rompimiento que puede llegar a tener un

estimador es 1/2,en cuyo caso puede soportar una contaminaciéon por datos anémalos
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hasta el 50% de los datos (ver Rousseeuw y Leroy, 1987). En cuanto a las propiedades
asintéticas se require que el estimador sea consistente y eficiente, es decir, que cuando
n — 00, el estimador [ converge en probabilidad a 6 y que la varianza (asintética)
del estimador sea comparable a la del estimador de minimos cuadrados cuando los
errores son normales.

Como se sabe, el estimador ordinario de minimos cuadrados resulta de minimizar

la suma del cuadrado de los residuos dada por
>
i=1

donde r;, = Y, — S//\; Esto es, se minimiza la funcién p(r) = r? de los residuos. Este
estimador es el més eficiente cuando la distribucién de los residuos es normal, pero
no es robusto. Su punto de rompimiento es 1/n, lo que significa que un solo dato
anémalo puede tener un gran efecto en el estimador (Rousseeuw y Leroy, 1987).
Dada la falta de robustez del estimador de minimos cuadrados ordinarios, se han
propuesto muchas alternativas de funciones de los residuos a minimizar buscando que
sean insensibles a observaciones atipicas. Es asi como Huber (1973) propone el uso de
M-estimadores que se basan precisamente en utilizar otras funciones de los residuos,

de manera que los estimadores resultan de minimizar

ZP(TD

donde p es una funcién simétrica (p(t) = p(—t) para todo t) con un minimo tnico en
cero. Note que si p(r;0) = —log f(r; 0) se tiene el estimador de méxima verosimilitud,
de alli el nombre de M-estimador. Derivando esta funcién respecto a los coeficientes

de regresion (f3,s) se obtiene el sistema de ecuaciones

Z Y(r)x; =0

cuya solucién es un estimador de regresién. Sin embargo, esta solucién no es “equivari-

ante” con respecto cambios de escala en la respuesta “Y”, por lo que los residuos se
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estandarizan dividiendo por algin estimador de o que se estima simultdneamente al

resolver el sistema de ecuaciones

n

> 4(ri/5)x; = 0.

=1

Desgraciadamente los M-estimadores siguen teniendo el problema de punto de rompi-
miento 1/n para datos muy alejados en x;. De aqui que se propusieran generalizaciones
de estos estimadores (estimadores GM), que buscan limitar la influencia de los puntos
x; mediante ponderaciones. Pero el punto de rompimiento de estas generalizaciones
nunca pasé de cierto valor (35%) y tiene la indeseable propiedad de que decrece en

funcién de p (el mimero de coeficientes de regresion, ver Rousseeuw y Leroy, 1987).

Posteriormente en la década de los ochentas aparecieron varios estimadores de re-
gresién con alto punto de rompimiento. Uno de ellos, relacionado con el M-estimador,
es el S-estimador propuesto por Rosseeauw y Yohai (1984) el cual minimiza la dis-

persién de los residuos

m@inS (r1(0),72(0), ..., 7 (0))

definida ésta como la solucién de

Loz o

donde b se toma como Ey(p) donde ¢ es la normal estandar. La funcién p satisface
las siguientes condiciones:

Cl.- Es simétrica, continua y p(0) = 0.

(C2.- Existe una constante ¢ > 0 tal que p es estrictamente creciente en el intervalo
[0, ¢] y constante sobre [c, 00). Esto implica que p = 1) es igual a cero desde un cierto
valor en adelante. A las funciones 1 con esta propiedad se les llama “re-descendentes”.
Una tercera condicion,

C3.- & = %, es necesaria para probar el punto de rompimiento de 50% que tiene

p(c)
este estimador (ver lema 4 y teorema 8, pdg. 136-139 de Rousseeuw y Leroy, 1987).
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Por ejemplo para la funcién p definida por

6—%—1—“—; st |ul <c

S

[=2]
|

C

pe (u) =
?/6 si |ul > ¢,

cuya derivada es la funcién doble cuadrada re-descendente dada por

u((%)z —1)2 si |ul <ec

0 st Jul > c.

Definiendo b = E,(p) la condicién C3 se cumple tomando ¢ = 1.547. Especificamente,
para este valor de la constante c¢ se tiene que b = 0.1995. Asimismo, por el teorema 8
de la pdgina 139 de Rosseeuw y Leroy (1987), el estimador resultante con esta funcién
tiene un punto de rompimiento de 50% y una eficiencia de 28.7% (ver Tabla 19 de la
pagina 142 de Rosseeuw y Leroy, 1987). En dicha tabla se observa que el incrementar
la eficiencia del S-estimador lleva a una fuerte reduccién de su punto de rompimiento.
Por ejemplo, para una eficiencia de 96.6% se tendria un punto de rompimiento de

10%, con constantes ¢ = 5.182 y b = 0.4475.

Buscando desarrollar estimadores con alto punto de rompimiento y alta eficiencia,
Yohai (1987) propone los MM-estimadores, que se definen en las siguientes tres etapas:
1. Se toma un estimador inicial #, con alto punto de rompimiento, posiblemente de
0.5.

2. Se obtienen los residuos r; (i = 1,2,...,n) y se calcula el estimador de escala

sp = $(r(6p)) definido por §
(1/m) > pulrifs) =

usando una funcién p, que satisface las siguientes condiciones: es simétrica, continua,
no decreciente en |r| y py(0) = 0; En esta relacién b es una constante tal que b/a =
0.5, donde a = max py(r). Esta relacién entre by a implica que el estimador de escala

tenga un punto de rompimiento de 0.5 (por condicién C3 de los S-estimadores).
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3. Se toma otra funcién p, satisfaciendo las mismas condiciones y tal que

p(r) < polr),

supp,(r) = suppy(r) = a.

Sea 10, = p1. Entonces el MM-estimador #; se define como cualquier solucién de

Z P1(ri(0)/sn)xi =0

la cual verifica

S5(61) < S(6o),

donde .
S0) = > ml6) /),

donde p,(0/0) se define como 0. Yohai (1987) establece la consistencia (teorema 3.2)
y la normalidad asintética (teorema 4.1) de los MM-estimadores suponiendo que las
x}s son aleatorias. Una manera de escoger a p, y p; de manera que satisfagan las
condiciones mencionadas es como sigue: sea p una funcién que satisface las condiciones
ClaC3yseal < cy < cy. Defina py(r) = p(r/co) y p1(r) = p(r/c1). El valor de ¢
se escoge de manera que b/a = 0.5 y el valor de ¢; determina la eficiencia asintética
del estimador. Esto tltimo se desprende del teorema 4.1 en el que se observa que la
varianza asintética de los MM-estimadores depende solo de la constante ¢; que define
la funcién p,. Otro hecho interesante es que la eficiencia asintética es independiente
de la distribucién de las 2}s.

Ahora si estamos en posibilidades de describir el procedimiento de MM-estimacion
que realiza la funcién ImRobMM de SPLUS, que en palabras del propio Yohai et al.

(1991), no es mas que un MM-estimador inicializado por un S-estimador.
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5.2 Procedimiento ImRobMM de SPLUS

Este procedimiento permite realizar MM-estimacién (Yohai et al., 1991) usando la

funcién doble cuadrada definida como

w [ run2 2

4 [(—) - 1} si Jul <ec

0 st |ul > ¢,

donde c¢ es una constante de afinacién, que permite lograr el punto de rompimiento y

la eficiencia deseada. La integral de esta funcién dividida por ¢/6 es

6 4 2 .
L) =3(%) +3(%) st |jul<c
P C RO REIC T
1 st |u| > ec.

Para cualquier 6, sea s.(f) la solucién de

. — t .
%pc (w) ~0.5. (5.2)

S

donde s es un estimador de escala que se obtiene de la siguiente manera. Las etapas
para obtener el MM-estimador usando esta funcién p son las siguientes:

1. Yohai et al. (1991) propone obtener el estimador inicial 50 como sigue: se resuelve
esta 1ltima igualdad en el conjunto de los estimadores 6;s que resultan de ajustar
subconjuntos de p puntos de la matriz X para los cuales se tiene un ajuste de minimos
cuadrados perfecto. Esto es, se calculan los (Z) estimadores 6;s con los cuales se
resuelve la igualdad anterior usando c¢q = 1.548, y se identifica el estimador évo para
el cual s es minimo. Este valor de la constante ¢y asegura un punto de rompimiento
de 50% del estimador de escala resultante. Por ejemplo, al estimar modelos con 7
coeficientes de regresion en el factorial 2%, se tienen (2:76) = 11440 subconjuntos
de 7 renglones. Se implementa un muestreo tal que la probabilidad de que algin
subconjunto contenga solo puntos “buenos” sea alta.

2. Tomando como valor inicial este estimador, se vuelve a resolver la ecuacion (5.2)

para obtener el minimo local que corresponde al estimador 6.
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3. Finalmente, después de sustituir el estimador 50, se calcula el estimador robusto 51
resolviendo otra vez la igualdad anterior usando ahora la constante ¢; = 4.687. Este
valor de la constante corresponde a una eficiencia del 95% bajo el modelo normal.

Para una eficiencia de 99.3% el valor de la constante es ¢; = 7.695.

5.3 Meétodo Basado en Técnicas de Regresiéon Ro-
busta, Variante I

Al ser los factoriales no replicados experimentos con pocas observaciones que pueden
contener datos anémalos no se puede hacer MM-estimacion (aplicar la funcién Im-
RobMM) directamente al modelo saturado, sino que es necesario estimar los efectos
de forma iterativa, previamente fijando de manera robusta una parte del modelo.
Especificamente, el método que proponemos basado en técnicas de regresion robusta
(variante I) consiste de tres pasos, a saber:

la. Primero se obtiene un estimador inicial robusto de los efectos principales e inter-
acciones dobles aplicando minimos cuadrados ordinarios a subconjuntos aleatorios de
13 renglones a la matriz X (ver Subseccién 5.3.1). Este muestreo de subconjuntos de
13 renglones de la matriz X se repite 40 veces y se preserva aquel subconjunto en el
cual la suma de cuadrados del error (SCg) es minima. Por ejemplo, en el factorial 24
no replicado se tienen 16 observaciones, 4 efectos principales, 6 interacciones dobles
y 5 interacciones de alto orden. Se estiman con minimos cuadrados ordinarios los
4 efectos principales y 6 interacciones dobles usando cada vez subconjuntos de 13
renglones aleatoriamente seleccionados de la matriz X, y se preserva la estimacion
que minimiza la suma de cuadrados del error.

1b. En el caso de un experimento factorial fraccionado se hace muestreo tanto de
columnas como de renglones: en cada paso se seleccionan al azar 8 columnas de la

matriz X de las que corresponden a contrastes de efectos, y se muestrean 40 conjuntos
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de 13 renglones de la submatriz resultante. A cada conjunto de 13 renglones y 8
columnas se les aplica minimos cuadrados ordinarios, guardando cada vez el modelo
que resulta con menor suma de cuadrados del error. El muestreo de columnas se
repite también 40 veces, es decir, se ajustan 1600 modelos. Con los 4 6 5 términos

mayores del modelo ganador se sigue con el paso 2.

La idea del muestreo anterior es tratar de evitar los renglones que corresponden
a observaciones atipicas, eliminando de esta manera su impacto en los estimadores
iniciales de esos 10 efectos. En otras palabras, estos estimadores iniciales de los efec-
tos principales e interacciones dobles son en alguna medida robustos a observaciones
atipicas, y por el momento no se tienen estimadores de las interacciones de alto orden.
El muestreo de renglones se repite sélo 40 veces por razones de costo computacional,

pero en realidad sigue siendo alta la probabilidad de no detectar el subconjunto de

16

13) = 560 maneras de seleccionar 13

13 renglones que no tiene datos anémalos: son(
renglones de 16, de manera que la probabilidad de no seleccionar en cada intento los
13 renglones correctos, suponiendo tres datos anémalos, es 559/560. Luego, la proba-
bilidad de no seleccionar los 13 renglones "buenos" en los 40 intentos independientes
es (559/ 560)40 = 0.93. Pero la probabilidad de no seleccionar en los 40 intentos al

menos 12 de los 13 renglones buenos es 0.05, de manera que el muestreo si logra

alguna proteccién con alta probabilidad respecto a dos de los tres datos anémalos.

2. Con los 5 0 4 efectos mds grandes obtenidos en el paso anterior se decide la parte
fija del modelo a utilizar con el procedimiento ImRobMM y los términos faltantes (10
términos) se obtienen iterativamente utilizando las 16 observaciones del experimento.
Debe utilizarse la funcién de pesos doble cuadrada y una eficiencia de 99.3% en el
procedimiento ImRobMM, para llegar a resultados interesantes. Por ejemplo, para
el factorial 2* se fija el modelo correspondiente a los 5 términos mayores del paso
anterior y un sexto término se va estimando iterativamente hasta completar los 15
efectos posibles.

3. Se aplica el método de Benski (1989) a los efectos robustos obtenidos en el paso
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anterior en la misma forma en que lo aplica Aguirre-Torres y Pérez-Trejo (2001) a los

efectos estimados con la transformacién de rangos.

5.3.1 Sobre el Primer Paso del Método Robusto 1

El primer paso del método robusto variante I, consistente en muestrear 40 veces 13
renglones de la matriz X, no es mas que un mecanismo para decidir el modelo a fijar
en el procedimiento de estimacién del segundo paso. Se puede verificar por simulacién
que fijar el modelo con base en los estimadores de los efectos mds grandes que arroja
el método de minimos cuadrados ordinarios sobre la matriz X completa no funciona,
puesto que éstos estan afectados por la contaminacién presente; y a la postre este
hecho afecta sensiblemente el procedimiento de estimacién robusta de Yohai et al.
(1991) que aplica la funcién ImRobMM de SPLUS, al utilizarla de manera iterativa
para estimar los efectos faltantes.

En las técnicas de regresiéon robusta se suele suponer que n es mucho méas grande
que p, cosa que no ocurre en los factoriales no-replicados. Por ejemplo, en el factorial
24 sin réplicas se tienen n = 16 observaciones y son p = 15 efectos por estimar. Puesto
que no es posible utilizar la funcién ImRobMM para estimar de una sola vez todos los
efectos de interés, es necesaria la estimacion iterativa de los efectos restantes a partir
de un modelo base robustamente elegido. Si el modelo base se viera afectado por
los datos atipicos, como ocurre con los estimadores de minimos cuadrados usuales, se
afecta el procedimiento ImRobMM, dado que se basa en una funcién de pesos de los
residuos obtenidos de dicho modelo; residuos que resultan sesgados debido al modelo
sesgado utilizado.

Para obtener estimadores robustos desde este primer paso nos fijamos solamente en
los efectos potencialmente importantes de acuerdo al principio de jerarquia de efectos
(Wu y Hamada, 2000, pag. 112), que son los efectos principales y las interacciones
dobles. Asi por ejemplo, en esta primera estimacién robusta no se estiman para el

factorial 2* las cuatro interacciones triples y la interaccién cuddruple. Estos 5 grados
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de libertad se utilizan para poder aplicar el método de minimos cuadrados a un
subconjunto de renglones de la matriz X conformada por una primera columna de
1’s més 10 columnas de los efectos principales e interacciones dobles. Posiblemente lo
ideal serfa aplicar el método de minimos cuadrados a todas las posibles combinaciones
de 13 renglones de los 16 que tiene la matriz X, que son un total de (ig) = 560, para
seleccionar aquella donde el efecto de los datos atipicos sea minimo, medido este con
la suma de cuadrados del error. La combinacién de renglones seleccionada tiende a
ser aquella que no incluye a los datos atipicos presentes en el experimento.

El problema es que resulta computacionalmente caro tanto la seleccion de todas
las posibilidades como el ajustar minimos cuadrados tantas veces. De aqui que se
proponga probar una muestra aleatoria de tales combinaciones. Se observé que con un
muestreo de tamano 40 o més se logra ubicar una de tales combinaciones con menos
impacto de los puntos aberrantes. Con los méds grandes estimadores de minimos
cuadrados basados en esta submatriz X se fija el modelo a ser utilizado en el paso
2. La razén de utilizar 13 renglones de la matriz X descrita arriba es porque con 12
renglones comienzan a aparecer combinaciones de renglones en las cuales la matriz
XX no es invertible. Con 13 renglones nunca ocurre que las columnas de la matriz
resultante sean linealmente dependientes.

Consideremos la seleccion de 12 renglones y 11 columnas de la matriz X de la
pégina siguiente. Se puede ver que la columna C' es combinacién lineal de otras
columnas. Especificamente ocurre que C' = D + [ — A.

Entonces no se puede trabajar con 12 o menos renglones porque comienzan a suceder
dependencias como la que acabamos de mostrar, que impiden el célculo de la inversa
de XX y botan el programa, mientras que con 13 renglones la matriz XX es siem-
pre no singular, y ademds 13 renglones permiten una protecciéon hasta de 3 puntos

aberrantes.
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renglon A B C D E F G H I J K
16 11 1 1 1 1 1 1 1 1 1
9 1 -1 -1 -1 1 1 1 -1 1 -1 -1
15 1 -1 1 1 1 -1 -1 -1 1 1 1
1 1 -1-1 -1 -1 1 1 1 1 1 1
2 1 1-1 -1 -1 -1 -1 -1 1 1 1
8 11 1 1-1 1 1 -1 1 -1 -1
7 1 -1 1 1 -1 -1 -1 1 1 -1 -1
10 1 1-1 -1 1 -1 -1 1 1 -1 -1
14 1 1-1 1 1 -1 1 1 -1 -1 1
13 1 -1-1 1 1 1 -1 -1 -1 -1 1
5) 1 -1-1 1-1 1 -1 1 -1 1 -1
6 1 1-1 1 -1 -1 1 -1 -1 1 -1

5.4 Meétodo Basado en Técnicas de Regresiéon Ro-
busta, Variante 11

El paso 1 de la variante 1 presentada en las secciones previas consiste en muestrear
40 veces 13 renglones de la matriz X buscando detectar aquel subconjunto que no
contenga datos anémalos. Luego, aplicando minimos cuadrados al subconjunto selec-
cionado se eligen los 4 o 5 términos a fijar en el paso 2. Una desventaja clara de este
procedimiento es el costo computacional, que deberfa de incrementarse si se quiere
un mejor trabajo de seleccién del subconjunto de 13 renglones deseado: suponiendo
la existencia de 3 datos anémalos, la probabilidad de seleccionar con este muestreo el
conjunto de 13 renglones que corresponden a las observaciones no atipicas es apenas
de 0.07, mientras que la probabilidad de seleccionar un conjunto de 13 renglones con
al menos 12 sin datos anémalos es de 0.95.

Otra desventaja del método basado en muestreo es que los resultados del anilisis
pueden variar de una realizacion a otra, debido a la seleccién de un conjunto diferente
de 13 renglones de la matriz X. Por lo mismo, es probable entonces que un anélisis
especifico no sea el mejor resultado robusto que se pueda tener.

Una alternativa de seleccién robusta de la parte fija del modelo la provee la regre-
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sién L1, que consiste en minimizar la suma de los valores absolutos de los residuos

n

Z|7“z'|-

i=1
La idea surge de que la regresién L1 es robusta a observaciones discrepantes en la
respuesta (Y) (Rousseuw y Leroy, 2003, pdg. 10); y aunque no es robusta a datos
andémalos en las x;s, en el contexto de diseno de experimentos en que nos encontramos,
esto 1ltimo no es un problema. De aqui que se decida utilizar esta regresién en el
paso 1 para decidir la parte fija del modelo en el paso 2.

El paso 1 para la variante 2 del método basado en técnicas de regresiéon robusta
queda entonces como sigue: se aplica regresion L1 al modelo de 10 términos con-
formados por los efectos principales e interacciones dobles. Se ordenan los efectos
absolutos resultantes y con los 4 o 5 mayores se decide el modelo a utilizar en el paso

2.

Como se menciona aqui arriba, el utilizar la regresiéon L1 en lugar del muestreo
de renglones en el paso 1 ofrece ventajas tanto de costo computacional como de
consistencia de los resultados en cada repeticién del anilisis. Ademds de que en
los estudios de simulacién del Capitulo 7 la variante 2 del método robusto ofrece
resultados un poco mejores en lo que a potencia para detectar efectos activos se
refiere.

La regresiéon L1 como criterio para seleccionar la parte fija del modelo que se
utilizard en el paso 2 funciona porque ésta es robusta a datos discrepantes en la
variable de respuesta.

Del paso 1 se sale con estimadores robustos iniciales de los efectos principales
e interacciones dobles, de los cuales se eligen 4 o 5 para la parte fija del modelo a
utilizar en la funcién ImRobMM de SPLUS. Se utiliza este procedimiento 10 veces
hasta obtener estimadores robustos de los efectos no incluidos en la parte fija del
modelo, ajustando cada vez un sexto término al modelo inicial. Al estimar el 1ltimo

efecto, que corresponde al sexto mayor del paso 1, se leen también los estimadores



72

obtenidos para la parte fija del modelo y de esta manera se tienen los 15 efectos

estimados robustamente con la funcién ImRobMM.
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Capitulo 6
Ejemplos

En este capitulo se presentan tres ejemplos de la literatura que se resuelven usando to-
dos los métodos expuestos en este trabajo, a saber: 1. Método de rangos, 2. Método
de rangos modificados, 3. Método de ajuste de espacios entre efectos, 4. Método
de datos anémalos reestimados, 5. Método basado en técnicas de regresién robusta,
variante Il y 6. Método Bayesiano. El primero y el tltimo se han propuesto en la
literatura por Aguirre-Torres y Pérez-Trejo (2001) y Box y Meyer (1987), respecti-
vamente. Los cuatro métodos intermedios son nuevas propuestas. No se presentan
los resultados del método basado en técnicas robustas variante I porque son muy
similares a los de la variante II.

En cuanto a los ejemplos o experimentos que se analizan a continuacién conviene
mencionar que el Ejemplo 1 consiste de datos normales, sin datos atipicos. El Ejemplo
2 es el conjunto de datos con el que hemos venido ilustrando los métodos y tiene una
observacién discrepante, y finalmente, el Ejemplo 3 que es un experimento factorial

fraccionado 25! también contiene un dato atipico, aunque no extremo.
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6.1 Ejemplo 1

Este corresponde al ejemplo 1 de AT&PT (2001) y al ejemplo IV de Box y Meyer
(1986). En la Tabla 6.1 se muestran los datos observados, los efectos estimados
en la escala original, efectos con la transformacién de rangos, efectos con rangos
modificados, efectos con espacios ajustados, efectos de datos anémalos reestimados
y los efectos estimados con técnicas de regresién robusta. En la en la Figura 6.1 se
muestran los gréficos de efectos en papel normal para los seis tipos de efectos. Cinco
de los graficos resultan visualmente similares y la excepcion es el método de espacios
ajustados, en el cual se refleja su alejamiento de la normalidad aun bajo Hy. Para los
seis tipos de efectos el andlisis formal confirma la ausencia de efectos activos, segin se
observa en el valor del estadistico W’ y su p-valor observado reportados en la Tabla

6.2. La definicién del estadistico W~ se encuentra en la ecuacién 3.6.

Tabla 6.1. Datos y Efectos Estimados, Ejemplo 1

Nombre Datos Decer  Fooror Eocres B oo ) Drociom
0 0.08
A 0.04 -0.19 -3.62 -3.71 -1.46 -0.19 -0.097
B 0.53 -0.02 0.12 -0.45 -0.22 -0.02 -0.008
AB 0.43 0.00 -0.25 0.08 -0.16 0.00 -0.000
C 0.31 -0.08 -0.75 -1.48 -0.38 -0.08 -0.038
AC 0.09 0.03 0.87 0.74 -0.01 0.03 0.020
BC 0.12 -0.07 -1.37 -1.20 -0.29 -0.07 -0.033
ABC 0.36 0.15 2.00 2.69 1.06 0.14 0.074
D 0.79 0.27 4.62 5.26 2.23 0.27 0.135
AD 0.68 -0.16 -2.75 -3.08 -1.18 -0.16 -0.080
BD 0.73 -0.25 -5.00 -4.84 -2.02 -0.25 -0.125
ABD 0.08 -0.10 -1.62 -1.86 -0.62 -0.10 -0.050
CD 0.77 -0.03 -0.37 -0.60 -0.27 -0.03 -0.013
ACD 0.38 -0.01 0.00 -0.07 -0.21 -0.01 -0.000
BCD 0.49 0.12 2.75 2.44 0.83 0.12 0.061
ABCD 0.23 0.02 0.37 0.30 -0.15 0.02 0.007
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Tabla 6.2. Comparacién analitica, Ejemplo 1

Método W’ | P-valor | FL FU dF | +2dF
Respuesta original 0.9687 | 0.7435 | -0.089 | 0.026 | 0.115 | +0.23
Rangos original 0.9763 | 0.9377 |-1.500 | 0.625 | 2.125 | £4.25
Rangos modificados 0.9697 | 0.7666 |-1.672| 0.525 | 2.197 | +£4.39

Ajuste de espacios entre efectos | 0.9065 | 0.1128 | -0.502 | -0.081 | 0.421 | +0.84

Estimaciéon de datos extremos 0.9687 | 0.7435 |-0.089 | 0.026 | 0.115 | 40.23

Técnicas de regresién robusta 0.9675 | 0.7183 | -0.045| 0.014 | 0.0593 | +0.12

En la Figura 6.2 se muestran las gréaficas de las probabilidades posteriores de que
los efectos estén activos y de que los datos sean anémalos, que corresponden a las dos
primeras iteraciones del método de Box y Meyer (1987). Se observa que los efectos
D y BD tienen probabilidades posteriores arriba de P=0.5, que indicarfa que estdn
activos. Sin embargo, esta probabilidad P=0.5 favorece la deteccién de efectos que en
realidad no estdn activos, de manera que si se utiliza el valor P=0.89 reportado por
AT&PT (2001) se concluye que ningtn efecto estd activo y ningin dato es anémalo.

Esto tltimo lleva a la misma conclusién que arrojaron los métodos de la Tabla 6.2.

6.2 Ejemplo 2

Este ejemplo corresponde al ejemplo 2 de AT&PT (2001). Los datos, efectos esti-
mados en la escala original, efectos usando la transformacién de rangos, efectos con
rangos modificados, efectos con espacios ajustados, efectos con datos anémalos rees-
timados y los efectos estimados con técnicas de regresiéon robusta se muestran en la
Tabla 6.3. Los efectos de mayor magnitud en las diferentes escalas resultan ser B, C'
y AC'. Varias de las técnicas consideradas detectan que el cuarto efecto en magnitud
es AC'D, mismo que en el analisis de Box y Meyer (1987) tiene la cuarta probabili-
dad posterior mayor. Las excepciones a esto son el método en la escala original y el
método de espacios ajustados, con valores pequenos para ese efecto. En los gréficos
de Daniel dados en la Figura 6.3 se observa el impacto de un punto aberrante sobre

los efectos en la escala original, que causa en esta escala no se detecte ningin efecto



78

activo. En casi todas las graficas se observan separados tres efectos de la linea de

normalidad, que corresponden a los efectos B, C'y AC.

Tabla 6.3. Datos y Efectos Estimados, Ejemplo 2

Nombre | Datos | Becter | [Electos) THEctos | ThTectos [ Brecres ) | Blocron)
1) 4746

A 49.62 -0.80 0.0 -0.01 -0.051 0.72 -0.358
B 43.13 -4.22 -6.25 -5.98 -2.39 -2.70 -1.974
AB 46.31 0.91 -0.75 -0.15 0.13 -0.61 0.356
C 51.47 3.71 4.75 5.04 2.04 2.19 1.810
AC 48.49 -2.49 -3.25 -2.78 -1.20 -0.97 -1.195
BC 49.34 -0.80 0.50 -0.01 -0.05 0.72 0.030
ABC 46.10 1.20 1.00 0.75 0.32 -0.32 0.503
D 46.76 1.01 0.00 0.04 0.19 -0.51 0.453
AD 48.56 -0.58 1.00 0.76 -0.04 0.94 -0.243
BD 44.83 -1.18 -0.25 -0.71 -0.31 0.34 -0.478
ABD 44.45 0.72 0.25 -0.14 -0.00 -0.80 0.227
CD 59.15 1.49 1.25 1.29 0.52 -0.03 0.702
ACD 51.33 0.40 2.25 2.21 -0.02 1.92 0.719
BCD 47.02 -1.58 -1.00 -1.09 -0.58 -0.06 -0.383
ABCD 47.90 1.52 1.50 0.98 0.54 0.00 0.681

En el andlisis formal usando av = 0.045 (nominal) sélo el método basado en rangos
modificados es capaz de detectar los efectos activos B, C'y AC (Tabla 6.4). El método
de rangos también detecta estos efectos con este valor nominal del pardmetro a, pero
si se utilizara el valor calibrado de o = 0.033, tampoco este método detectaria nada.
Los métodos en la escala original y con estimacién robusta no detectan ningtin efecto

activo al arrojar p-valores de 0.47 y 0.25, respectivamente.
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Tabla 6.4. Comparacién analitica, Ejemplo 2

Método \%% P-valor | FL FU dF | +£2dF
Respuesta original 0.9536 | 0.4703 | -0.99 | 1.105 | 2.095 | +4.19
Rangos original 0.8757 | 0.0443 | -0.50 | 1.125 | 1.625 | +£3.25
Rangos Modificados 0.8653 | 0.0322 | -0.430 | 0.870 | 1.301 | +2.60
Ajuste de espacios 0.8422 | 0.0160 |-0.181 | 0.259 | 0.441 | +0.88
Estimacion de datos extremos | 0.9440 | 0.3523 | -0.56 | 0.72 | 1.28 | +2.56
Técnicas de regresién robusta | 0.9675 | 0.2540 | -0.045 | 0.014 | 0.059 | +0.12

En la Figura 6.4 se muestran los resultados del método Bayesiano. Suponiendo
que no hay datos anémalos se obtienen los efectos B y C con posteriores superiores
a 0.5. Suponiendo por el momento este modelo como vilido, se obtiene una alta
probabilidad posterior de que la observacién 13 es anémala. Finalmente, suponiendo
que la observacién 13 es anémala, se concluye més claramente que B y C estén activos,
ademds de que ahora también los efectos AC y ACD tienen posteriores superiores a

0.5. En conclusion, cuando menos B y C estdn activos y la observacion 13 es anémala.

6.3 Ejemplo 3

Este ejemplo, que es un disefio factorial fraccionado 2°~!, fue publicado por Shari
Kraber en el Stat-Teaser de diciembre de 1999. Los datos, y los efectos estimados con
seis métodos se muestran en la Tabla 6.5. Los correspondientes graficos de Daniel
para los seis tipos de efectos se muestran en la Figura 6.5. En los cuatro gréficos de
arriba no se aprecian efectos que puedan estar activos, pero tanto en la gréfica del
método de estimacion de datos extremos y del método basado en técnicas de regresién
robusta, si es notorio el alejamiento de la linealidad de los efectos B, D y DB que
parecen estar activos.

De acuerdo al anélisis hecho por Kraber (1999) la primera observacién (0.14) es un
punto aberrante, hecho que se puede ver con los residuos estandarizados considerando
tentativamente un modelo con los efectos mayores. Kraber rehace el andlisis sin

considear dicho dato y concluye que los efectos activos son B, D y DB, los mismos
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que detectan dos de los métodos robustos aqui propuestos (Tabla 6.6). Note que los

p-valores de los primeros cuatro métodos son claramente mayores que el p-valor de

los dos ltimos métodos. Por cierto que el anélisis de estimacién de datos extremos

también detecta como dato anémalo la primera observacién.

Tabla 6.5. Datos y Efectos Estimados, Ejemplo 3

Nombre | Datos ](Erf;eescrt);.c:)srig) ](Ei'f:rclg;ss) ](Erf:r(ljfrc;lsod) ](Eefsg.t;:jslls) ](Etfig.tg;t.per) ](Ei'fsg.tr(z)sbus)
@) 0.14
A 0.98 0.045 -0.250 0.58 0.10 -0.12 -0.034
B 0.36 -0.195 -0.750 -3.02 -0.42 -0.36 -0.153
C 0.42 0.050 0.125 0.83 0.11 -0.12 -0.031
D 1.00 -0.285 -3.750 -4.41 -0.73 -0.45 -0.199
E 0.90 -0.005 2.375 -0.15 0.09 0.00 0.053
AB 0.28 -0.090 -1.000 -1.26 -0.05 -0.08 0.009
AC 0.14 -0.125 -1.875 -1.99 -0.17 -0.12 -0.010
AD 0.22 -0.120 -2.250 -1.74 -0.15 -0.11 -0.011
AE 0.26 0.170 3.625 2.67 0.33 0.00 0.029
BC 0.38 -0.115 -2.125 -1.81 -0.14 -0.11 -0.006
BD 0.12 0.260 2.750 4.03 0.64 0.26 0.187
BE 0.30 0.160 3.375 2.49 0.29 -0.01 0.030
CD 0.06 -0.055 0.125 -0.93 0.07 -0.05 0.042
CE 0.22 0.115 1.750 1.66 0.14 -0.05 0.028
DE 0.38 0.180 3.875 2.82 0.36 0.01 0.006

El andlisis Bayesiano se muestra en la Figura 6.6. Tomando como modelo tentativo

al compuesto por los términos D y BD, se encuentra que la primera observacién

tiene una probabilidad posterior relativamente alta de ser anémala. Considerando

esta posibilidad, se encuentra que los efectos B, D y BD estan activos dada su alta

probabilidad posterior. Esta conclusién coincide con la obtenida de los dos tltimos

métodos de la Tabla 6.6 y difiere de la conclusiéon que arrojan los primeros cuatro

métodos.
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Figura 6.6: Anélisis Bayesiano, Ejemplo 3

Tabla 6.6. Comparacion analitica, Ejemplo 3

Método W | P-valor | FL FU dF | £2dF
Respuesta original 0.9755 | 0.9148 | -0.117 | 0.137 | 0.255 | £0.51
Rangos original 0.9586 | 0.5473 | -1.437 | 2.562 | 4.000 | £8.00
Rangos modificados 0.9786 | 1.000 |-1.776 | 2.078 | 3.854 | £7.71

Ajuste de espacios entre efectos | 0.9510 | 0.4347 |-0.146 | 0.216 | 0.363 | +0.72
Estimacion de datos extremos | 0.8448 | 0.0173 | -0.120 | -0.005 | 0.115 | +0.23
Técnicas de regresién robusta 0.8494 | 0.0199 |-0.021 | 0.030 | 0.051 | £0.10

Del andlisis de estos ejemplos se desprende que tanto los métodos existentes como
los métodos nuevos propuestos tienden a detectar mejor los efectos los efectos activos

bajo la presencia de datos anémalos que el método que no contempla esa posibilidad,
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que aparece en las tablas como Respuesta original y que corresponde a una variante
del método de Benski para el caso normal sin datos atipicos. En los dos ejemplos con
con datos atipicos el método de Benski no detecté los efectos activos.

En el Ejemplo 2 con un dato atipico extremo, el método de rangos modificados es
el que tiene el mejor desempeno seguido de cerca por el método de rangos y por el
método Bayesiano. En el Ejemplo 3 con un dato atipico no extremo se destacan dos
de los métodos nuevos propuestos junto con el método Bayesiano. En este ejemplo
se aprecia cémo el método de rangos no tiene la habilidad de proteger contra datos
anémalos internos. Una comparaciéon mds exahustiva de los métodos propuestos y del
método de rangos, mediante datos simulados normales sin y con contaminacién por

datos anémalos, se presenta en el siguiente capitulo.
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En este capitulo se calibran y se comparan mediante simulacién los métodos pro-

puestos entre ellos y con el método basado en rangos de AT&PT (2001). Para la

comparacion se considera un escenario con tres efectos activos de diferentes magni-

tudes y tres niveles de contaminacién. Uno de los criterios de comparacion es la

potencia que demuestra cada método para detectar cada efecto activo, entendida ésta

como la proporcién de simulaciones en las que el efecto es declarado correctamente

activo. Otro criterio es la estadistica de mérito Q que toma en cuenta tanto los efec-

tos activos correctamente declarados activos como los efectos inertes incorrectamente

declarados activos (ver tltima seccién del Capitulo 3). Especificamente, los métodos

a comparar somn:

1.

Método de rangos, de AT&PT (2001)

. Método de rangos modificados

. Método de ajuste de espacios entre efectos

2
3
4.
)
6

Método de reestimaciéon de datos extremos

. Método de regresién robusta (variante I)

. Método de regresion robusta (variante II)
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7.1 Calibracion de los métodos

Para poder hacer una comparacion justa de los métodos es preciso calibrarlos para
que, bajo la hipétesis de ningtin efecto activo, detecten falsamente la misma propor-
cién de experimentos con al menos un efecto activo. Es decir, para cada método se
determiné mediante simulacién el valor del pardmetro « a utilizar en la prueba de
normalidad, de manera que trabaje con un error global de 5% (EER = 5%). Por
ser los casos mdas demandantes computacionalmente hablando, los métodos basados
en técnicas de regresion robusta se calibraron simulando 12000 experimentos 2* no-
replicados sin efectos activos, y se encontré que la variante (I) que utiliza muestreo de
renglones de la matriz X en el paso 1 debe utilizar un valor de o = 0.034, para tener
un FER = 5%. Este método considera una eficiencia de 99% en el procedimiento
ImRobMM de SPLUS. Por su parte la variante (IT)que utiliza regresién L1 requiere
un valor o = 0.047 con una eficiencia de 99.3% en el procedimiento de SPLUS.

Los métodos 1-4 se calibraron usando 40000 réplicas del experimento. De esta
manera se determiné que el método de rangos original debe utilizar o = 0.033 para
que trabaje con un EER = 5%, en lugar del 0.028 que AT&PT (2001) encuentran
con 600 réplicas. El método de rangos modificados requiere av = 0.045, y el método
de anémalos reestimados trabaja con a = 0.033. Finalmente, el método de espacios
ajustados requiere un valor de o = 0.001, que es bastante pequeno puesto que al
ajustar los espacios entre los efectos se trastoca sensiblemente la normalidad de los
mismos, aun bajo condiciones de ausencia de efectos activos. No queda pues justi-
ficado con este método la aplicacién de la prueba de normalidad. Los métodos con
los correspondientes valores de su pardametro « se resumen en la tabla de la siguiente
pédgina. Cabe aclarar que los métodos son invariantes a transformaciones de escala,
es decir, se obtienen los mismos valores de « si la calibracién se realiza con base en

y;/a en lugar de y; usando cualquier escalar a > 0.
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Método Valor o | Experimentos
Simulados
1. Mét. de rangos 0.033 40000
2. Mét. de rangos modificados 0.045 40000
3. Mét. de espacios ajustados 0.001 40000
4. Mét. de datos anémalos reestimados 0.033 40000
5. Mét. de técnicas de regresién robusta I | 0.034 12000
6. Mét. de técnicas de regresién robusta IT | 0.047 12000

También conviene recordar que los valores de « calibrados dados en esta tabla
se aplican solamente a experimentos factoriales con 16 corridas (2%, 2571, 2672 etc.).
Para experimentos factoriales no-replicados con otros tamanos, como pueden ser 8 6
32 corridas, habria que volver a obtener nuevos valores « calibrados, ademds de afinar

algunos otros aspectos particulares de cada uno de los métodos propuestos.

7.2 Escenarios estudiados y resultados obtenidos

En el estudio se utilizan los mismos efectos activos y los mismos escenarios de con-
taminacién estudiados por AT&PT (2001). Esto es, se consideran los tres efectos A,

AB y C'y en cada réplica del experimento se generan 16 observaciones con el modelo
Yi=a1A+aAB+a3C+¢; 3 i=1,2,...,16, (7.1)
donde la distribucién del término error es la mezcla de normales
g~ (1—pB)N(0,1) + BN(0, K?).

La segunda distribucién [N (0, K?)] representa la contaminacién, la cual ocurre en
cada observacién con probabilidad 5. De manera que los diferentes niveles de con-
taminacién se pueden denotar con el par (5, K). En particular, los escenarios que
se utilizan en este estudio son: (0,0), (0.05,5) y (0.10,10). El par (0,0) es el caso
normal sin contaminacién y el caso més contaminado es el par (0.10, 10) que nos dice

que cada dato tiene una probabilidad de 0.10 de provenir de la distribucién normal
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con desviacién estdndar inflada 10. Note que en cada réplica del experimento en el
par (3, K) se esperarian 163 datos provenientes de la segunda distribucién, nimero
que oscila de acuerdo a la varianza 165(1 — [3). Por ejemplo, para el par de mayor
contaminacién (0.10,10) se esperarfa en cada réplica del experimento observar de 1 a
3 datos de la segunda distribucién.

Una vez calibrados los métodos se probaron los tres escenarios mencionados con-
siderando tres efectos activos (A, C, AB) de diferente magnitud. Se les asignaron los
valores A = 20101y AB = Oerpor ¥ C = 40 ¢ror, que en términos de los coeficientes del
modelo dado arriba (ecuacién 1) son a; = 1, ay = 0.5 y a3 = 2, respectivamente; Se
toma o...or = 1 que es la desviacién estdandar del error experimental cuando no hay
observaciones anémalas.Una vez obtenidos los datos en cada réplica se calculan los 15
efectos del factorial 2* y con cada método se determina cudles de los efectos activos
y cudntos de los efectos inertes se declaran activos. En cada escenario se realizaron
3000 réplicas del experimento con los métodos basados en regresiéon robusta y 20000
réplicas con el resto de los métodos. Los resultados obtenidos en los tres escenarios

se muestran en las tablas 7.1-7.3.

Tabla 7.1. Potencia y estadistico QG en el par (5 =0, K =0)

Método A C AB nt n- QG
1. Rangos 60.27 94.20 10.30 82387 2819 54.66
2. Rangos modificados 67.05 96.64 12.07 17576 585  58.30
3. Espacios ajustados 88.74 91.24 49.81 45959 23680 69.04
4. Datos anémalos reestimados | 65.42 92.03 13.49 17094 786  56.61
5. Reg. robusta (variante I) 64.72 95.10 12.62 6898 268  57.16
6. Reg. robusta (variante II) 65.85 95.12 12.30 6931 264 57.44
Tabla 7.2. Potencia y estadistico QG en el par (5 = 0.05, K = 5)
Meétodo A C AB nt n- QG
1. Rangos 44.22 78.47 7.34 65020 2742 43.15
2. Rangos modificados 49.62 81.43 8.32 13937 586  46.23
3. Espacios ajustados 67.65 74.53 36.20 35678 21706 54.08
4. Datos anémalos reestimados | 51.55 79.79 11.35 14269 739  47.27
5. Reg. robusta (variante I) 51.67 83.25 10.72 5826 286  48.61
6. Reg. robusta (variante II) 54.55 85.3 10.60 6018 247  49.89
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Tabla 7.3. Potencia y estadistico QG en el par (5 = 0.10, K = 10)

Método A C AB nt n- QG
1. Rangos 2541 54.60 4.31 42158 2680 27.98
2. Rangos modificados 29.72 55.26 4.84 8982 606 29.79
3. Espacios ajustados 35.69 45.16 18.91 19952 15909 31.05
4. Datos anémalos reestimados | 38.81 62.67 7.77 10925 794  36.17
5. Reg. robusta (variante I) 39.02 65.65 7.80 4499 385 37.19
6. Reg. robusta (variante II) 42.00 69.57 845 4801 366 39.70

Las potencias de todos los métodos propuestos y en todos los escenarios son sis-
temdticamente mayores que la del método de rangos, con excepcién del escenario sin
contaminacién en el efecto mas grande (C') (Tabla 7.1), donde el método de rangos
resulta mejor que el método de espacios ajustados y que el método de datos anéma-
los reestimados. Otra excepcién es el método de espacios ajustados cuya potencia
para detectar el efecto mds grande se mantiene siempre resagada respecto a todos los
métodos restantes, resago que empeora con la contaminacién; pero su potencia con
los efectos pequenos es de llamar la atencién, atn en el escenario méas contaminado.

Los métodos de reestimacién de datos extremos y de técnicas de regresién robusta
mantienen un desempeno consistentemente bueno a lo largo de todos los escenarios
y su potencia respecto al método de rangos se incrementa en la medida que aumenta
la contaminacién. Por su parte el método de rangos modificados comienza a perder
su poca ventaja respecto al método de rangos al incrementarse la contaminacién.

La estadistica de mérito QG es sisteméticamente mejor con todos los métodos
propuestos y en todos los escenarios, en relacion al método de rangos. En la Figura
7.1 se hace una representaciéon grafica de las tablas 7.1-7.3, efecto por efecto con el
mismo tamano de la escala vertical para una mejor comparacién relativa. La maés
punteada corresponde al método de regresién robusta variante II (método 6) y la
linea solida es el método de rangos (método 1). Note que el método de rangos tiene
la menor pontencia global (QG) y con los efectos A y AB, logrando buen desempefio
s6lo con el efecto mayor (C') cuando no hay contaminacién. Es claro en la figura

el desempeno atipico del método de ajuste de espacios entre efectos, en particulas
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Figura 7.1: Potencias por Efecto y Estadistica Global de Mérito

con los efectos més pequenos AB y A. Los métodos basados en técnicas de regresién

robusta (lineas de punto més fino) tienen el mejor desempeno global.
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7.3 Efecto de la Eficiencia y del Niimero de Tér-
minos a Fijar en el Modelo

El nimero de términos que se fijan en el paso 2, asi como la eficiencia solicitada al
procedimiento de MM-estimacién, influyen de manera importante en el desempeno
de los método basados en regresién robusta propuestos (variantes I y II). La eficiencia
mide el desempeno del estimador robusto bajo el modelo normal sin contaminacién.
Decidimos probar 2 tamanos de modelo y 3 eficiencias. En cada una de las 6 com-
binaciones se calibré el procedimiento al EER deseado de 5%, y luego se probaron
los mismos tres escenarios mencionados arriba. Los resultados obtenidos se resumen
en la Tabla 7.4, para el caso con paso 1 basado en el muestreo de renglones como
estrategia para seleccionar los renglones buenos (variante I).

Aunque las eficiencias de 0.991, 0.993 y 0.995 no fueron lo suficientemente espa-
ciadas para detectar mejor su efecto, si se aprecia que a mayor eficiencia se tiene
mayor potencia para detectar los efectos activos en el escenario sin contaminacién
(8 =0, K = 0), mientras al mismo tiempo se pierde potencia para detectar los efec-
tos de interés en el escenario mds contaminado. Este comportamiento de la eficiencia
es el esperado de acuerdo a la teoria de MM-estimacién descrita en el Capitulo 5. Se
observaron los mejores desempenos con eficiencias de 0.993 utilizando 4 6 5 términos
en la parte fija del modelo, con cualquiera de las dos variantes del método.

En cuanto a los modelos, se tiene mejor desempeno si en el paso 2 del método
propuesto se fijan 4 términos en lugar de 5 términos. Note en la Tabla 7.4 que las
potencias con 4 términos en la parte fija del modelo tienden a ser ligeramente mejores
que con 5 términos. Esto ocurre en principio porque sélo hay 3 efectos activos por
detectar, ademds que el método robusto trabaja mejor al tener que estimar menos
pardmetros con las 16 observaciones del experimento. Posiblemente con més efectos

activos resulte mejor el modelo con 5 términos. .
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Tabla 7.4. Potencias considerando Tres eficiencias, Dos modelos y Tres escenarios de

contaminacion

foom- Escenario Eficie. | A C AB | nt n QG a
) (B=0,K =0) 0.991 | 62.55 9297 12.60 | 6725 269 55.73 | 0.038
) (6=0,K=0) 0.993 | 64.12 94.30 1297 | 6856 313 56.76 | 0.043
) (B=0,K =0) 0.995 | 65.20 94.92 12.50 | 6905 312 57.17 | 0.048
5 | (=005 K=5)| 0991 | 50.32 81.82 9.40 | 5662 336 46.85 | 0.038
) (8=0.05,K=5)| 0993 | 50.95 81.42 10.72 | 5724 300 47.40 | 0.043
5 | (=005 K=25)| 0995 | 51.85 82.72 9.35 | 5757 291 47.68 | 0.048
) (B=01,K=10)| 0.991 |37.72 64.45 &8.17 |4414 496 36.40 | 0.038
) (B=0.1,K=10)| 0.993 | 38.12 65.15 8.02 | 4452 448 36.75 | 0.043
5 | (6=01,K=10)| 0995 | 36.85 64.42 6.82 |4324 443 35.70 | 0.048
4 (B=0,K =0) 0.991 | 66.12 94.65 12.90 | 6947 270 57.57 | 0.042
4 (B=0,K =0) 0.993 | 64.72 95.10 12.62 | 6898 268 57.16 | 0.047
4 (6=0,K=0) 0.995 | 66.02 96.10 13.60 | 7029 267 58.25 | 0.048
4 | (=0.05,K =5)| 0991 | 52.47 83.07 10.60 | 5846 303 48.41 | 0.042
4 | (B=0.05K=25)| 0993 | 51.67 83.25 10.72 | 5826 286 48.61 | 0.047
4 | (6=0.05,K =5)| 0995 | 51.92 83.20 8.97 | 5764 279 47.75 | 0.048
4 | (#=0.1,K=10)| 0991 | 37.05 63.35 6.90 | 4292 394 35.47 | 0.042
4 | (#=0.1,K=10)| 0993 | 39.02 65.65 7.80 | 4499 385 37.19 | 0.047
4 | (#=0.1,K=10)| 0995 | 37.15 64.45 7.22 | 4353 357 35.70 | 0.048

Se realiza un estudio de simulacién similar al de la Tabla 7.4, pero ahora utilizando
el paso 1 basado en regresién L1 (variante II), y los resultados se muestran en la
Tabla 7.5. El efecto de la eficiencia es ahora més claro puesto que se espaciaron mé&s
los niveles de prueba utilizados: se observa que a mayor eficiencia, se tiene mayor
potencia en la situacién sin contaminacién y menos potencia en los escenarios con
contaminacién. Se tienen mejores potencias fijando 4 términos en el paso 2. Otra

vez, la eficiencia de 0.993 resulta la de mayor potencia para los dos modelos.
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Fon Escenario Eficie. | A C AB | nt n QG a
) (B=0,K =0) 0.987 | 64.55 92.7 13.05 | 6812 325 56.38 | 0.034
) (B=0,K=0) 0.993 | 65.47 94.45 12.82 | 6910 294 57.23 | 0.038
) (B=0,K=0) 0.999 | 67.07 96.52 12.50 | 7044 224 58.42 | 0.054
5 | (B=005K=5)| 0987 | 52.3 81.54 11.00 | 7242 369 47.98 | 0.034
5 | (=0.05K=5)| 0993 | 51.45 81.52 10.45 | 5737 275 47.53 | 0.038
5 | (B=005K=5)| 0999 | 49.6 8125 945 |5612 234 46.54 | 0.054
5 | (=0.1,K=10)| 0987 | 39.72 67.95 7.52 | 4608 478 38.02 | 0.034
5 | (=0.1,K=10) | 0993 | 40.77 67.60 7.95 | 4653 507 38.36 | 0.038
5 [ (=01,K=10)| 0.999 | 32.87 58.80 6.20 | 3915 328 32.40 | 0.054
4 (B=0,K =0) 0.987 | 64.05 93.82 12.55 | 6817 273 56.48 | 0.036
4 (B=0,K =0) 0.993 | 65.85 95.12 12.30 | 6931 264 57.44 | 0.044
4 (B=0,K =0) 0.999 | 68.02 97.05 1242|7100 251 58.86 | 0.060
4 | (6=0.05,K =5)| 0987 | 52.47 83.12 10.35| 5838 250 48.39 | 0.036
4 | (6=0.05K=5)| 0993 | 54.55 85.3 10.60 | 6018 247 49.89 | 0.044
4 | (B=0.05,K=5)| 0999 |51.22 83.82 8.82 |5755 236 47.72 | 0.060
4 | (B=0.1,K=10)| 0987 |42.95 69.00 7.97 |4797 470 39.58 | 0.036
4 | (#=0.1,K=10)| 0993 | 42.00 69.57 8.45 | 4801 366 39.70 | 0.044
4 | (f=0.1,K=10)| 0999 |33.85 60.62 6.60 | 4043 241 33.52 | 0.060
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Capitulo 8

Deteccion de Efectos Activos en
Experimentos Factoriales con

Respuesta No Normal

Muchos experimentos que se hacen en la préctica tienen respuesta no normal. Este es
el caso, por ejemplo, cuando la respuesta es un conteo de defectos, o de defectuosos
(ver por ejemplo Lewis y Montgomery (2001), Hamada y Nelder (1997). En este capi-
tulo se presenta una metodologfa de selecciéon Bayesiana de modelos en el contexto de
modelos lineales generalizados para detectar efectos activos cuando la respuesta sigue
distribuciones diferentes a la normal, como son las distribuciones Poisson, binomial y
gama.

Buscando subsanar la subjetividad del método de Daniel para detectar efectos
activos en el caso normal, Box y Meyer (1993) propuso un método Bayesiano para
calcular las probabilidades a posteriori de todos los modelos posibles que se pueden
formar con los factores considerados en el experimento, y de aqui, marginalizando,
obtiene las probabilidades a posterior: de que cada efecto sea activo. Todo esto lo
realiza para el caso normal, que es un caso particular de los llamados modelos lineales

generalizados. Cabe decir que el método Bayesiano no se limita al caso no replicado
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sino que se podria aplicar sin problemas a experimentos con réplicas.

En el andlisis cldsico de los modelos lineales generalizados la significancia de los
términos se verifica con una prueba tipo Wald (ver Seccién 8.3) que se basa en la
normalidad asintética de los estimadores de maxima verosimilitud. Cada coeficiente
dividido entre su error estdndar es asintéticamente normal estandar bajo Hy, de ma-
nera que al elevar dicho cociente al cuadrado es asintéticamente ji-cuadrada con un
grado de libertad (x?). Sin embargo, no se sabe el desempernio que tienen estas pruebas
en el caso no replicado, ni se han propuesto hasta ahora métodos especiales para
GLM’s con factoriales no replicados, sino que se usan las mismas pruebas que en el
caso replicado. Una recomendacion que se da (ver Myers et al. (2002) pagina 270) es
graficar los coeficientes divididos por sus errores estdndar en papel de probabilidad
normal, pero debe tenerse cuidado si la correlacién entre los coeficientes es grande.
Una alternativa es utilizar una funcién liga que estabilice la varianza, y que da lugar
a coeficientes no correlacionados.

Cabe aclarar que algunos autores si han trabajado la seleccién Bayesiana de va-
riables en modelos lineales generalizados, aunque considerando situaciones més ge-
nerales que la deteccion de efectos activos en disenos factoriales no replicados, ver por
ejemplo Wang y Chen (2004). Un tema relacionado es la ponderacién Bayesiana de
modelos (Hoeting, et. al., 1999; Clyde, M. 1999), que como su nombre lo dice con-
sidera los m modelos con probabilidades posteriores mayores para hacer prediciones
de la variable de interés, incorporando de esta manera la incertidumbre de utilizar
un solo modelo. Este no es el problema que interesa en esta tesis, sin embargo, la
ponderaciéon de modelos requiere necesariamente calcular las probabilidades poste-
riores de los modelos, mismas que se pueden utilizar también para hacer seleccién de
variables, y especificamente para detectar efectos activos en factoriales no-replicados
en el contexto de modelos lineales generalizados.

En este capitulo se presentan los fundamentos tedricos necesarios para explorar

la posibilidad de utilizar métodos Bayesianos para la seleccién de efectos activos en
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modelos lineales generalizados, de manera similar a como lo hace Box y Meyer (1993)
en el caso normal. Comenzamos con una breve introduccién al los GLM’s, luego se
describe el método de Box y Meyer, para posteriormente, en los capitulos 9, 10 y
11 discutir los casos de regresién de Poisson con diferentes ligas, regresion logistica y
regresién gama, respectivamente. En cada caso se presenta un ejemplo de la literatura
que se analiza con los métodos Bayesianos propuestos y los resultados se comparan
con los obtenidos por el método frecuentista.

La solucién propuesta para los casos Poisson, binomial y gama se basa en la
integracién numérica usando técnicas de Quasi Monte Carlo (Krykova, 2003; Nieder-
reiter, 1992) de la funcién predictiva a priori resultante. Se tiene que resolver una
integral por cada modelo, lo que implica bastante costo computacional, dado que en

un factorial 2* se tienen 2'% = 32768 modelos posibles.

8.1 Famila Exponencial de Distribuciones

Sean 1, Y2, ..., Y, Observaciones independientes con medias pi;, fio, ..., i, donde y;
tiene una distribucién de la familia exponencial, lo que significa que su distribucién

se puede escribir en la forma

f (Wil0s, &) = exp{r(¢)[yils — b(0;)] + c(ys, ¢)}, (i=1,2,...,n) (8.1)

donde ¢ es el pardmetro de escala y 6; es el parametro natural de localizacién (Myers
y Montgomery, 1997). La parte sistematica del modelo involucra los factores o regre-
sores Ty, Ta,..., T a través del predictor lineal n = 5, + 21 + - - + [z = xX'8. El
modelo expresa la relacién entre las medias y el predictor lineal mediante la funcién

liga 7, = g(u;). La funcién liga ¢ es una funcién monétona y diferenciable, que cuando

2

es igual a 6; se dice que es la liga canénica. La varianza o7 (i = 1,2,...,n) es funcién

de la media p,;, excepto en el caso normal donde la varianza es constante.
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Por ejemplo, en el caso normal

Fllio) = —— expl~( — n)?/20%)

1 1 |
= exp {;[W@- —17/2) = 5 [y /0" +log(2m0”)] } (i=1,2,..,m),

de manera que 0; = ji;, b(0;) = 02/2, 1(6) = 1/0 y clys, &) = —1 [y?/0* + log(270?)]
Note que la liga candnica es la funcién identidad, es decir, 7, = g(;) = p; y que el

pardmetro de escala es ¢ = o2.

En el caso Poisson

Fyilp) = pi" exp{—p) /ui!
= exp {yz log(:ui> — M = 1Og(yi!)} ) (Z =1,2,.., n)’
de modo que 0; = log(y;), b(0;) = €%, r(¢) =1y c(yi, ®) = —log(y;!). En este caso,

si usamos la liga candnica, la funcién liga es g(p;) = log(u;).

En el caso binomial tenemos que

filw) = (Z) <%> (1_%>
) |

= exp [yz log (%

de tal forma que 6; = log (%) , b(0;) = —n;log <%> ,1m(p) =1y ey, @) =
log (Z)

Otro miembro relevante de la familia exponencial es la distribucién gama, como

se muestra a continuacion.

1 1\"
f (yl |/\l ’T) - F( ) ()\_> e_yi/Aiy;_l; Yi Z Oa r> 07 >‘Z >0
r i

= exp (—log(I'(r) — rlog(A\:) — yi/Ai + (r — 1) log(y:))

= exp <<_?Jz’/)\z7“ —i—/l:g(l//\ﬁ)) +rlogr + (7" . 1) log(yi) . log(F(r)))

donde r es pardmetro de escala y \; es pardametro de localizacién. De esta iltima

expresion se desprende que 0; = —1/\;r, b(0;) = —log(—0;), r(¢) =1y c(y;, ) =
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rlogr + (r — 1)log(y;) — log(I'(r)). También se observa que la liga candnica es la

funcién inversa g(p,;) = 1/u;.

8.2 Estructura de los Modelos Lineales Genera-
lizados

En esta seccién se indica de manera maés especifica la estructura que tienen los modelos
lineales generalizados (ver Myers et al. 2002 o McCullagh y Nelder, 1989) y es la
siguiente:

1. Se tienen ¥, 4o, ..., y, oObservaciones independientes con medias jiy, flg, ..., [y,
respectivamente.

2. La observacién y; tiene una distribuciéon que es miembro de la familia exponencial.
3. La parte sistemdtica del modelo involucra las variables regresoras o factores z;,
Tyeeey The

4. El modelo se construye alrededor del predictor lineal n = 8, + 5,21+ - - + B2 =
x'3.

5. El modelo expresa la relacién entre las medias y el predictor lineal mediante la
funcion liga n, = g(p;); i = 1,2, ..., n.

6. La funcién liga es monétona y diferenciable.

7. La varianza o2 (i = 1,2,...,n) es una funcién de la media ;.

En resumen, un modelo lineal generalizado en nuestro caso tiene tres componentes
bésicos, a saber: 1. La distribucién de la variable de respuesta y, que es de la familia
exponencial, 2. FEl predictor lineal n que involucra a las variables regresoras y 3.
La funcién liga g que relaciona al predictor lineal con la media de la variable de
respuesta. Sean y; (i =1,2,...,n) los valores de la respuesta, entonces el modelo

lineal generalizado se puede escribir como

9(;) = g[E(yi)] = By + Bro1 + -+ + By = X' B,
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donde y; sigue una distribucién de la familia exponencial con media y,. Veamos algunos
ejemplos concretos.
En el caso normal el modelo lineal generalizado, que es simplemente el modelo de

regresion multiple, se puede escribir como
;= E(y:) =x'B

donde y; sigue una distribucién normal con media p,;. En este caso g(u;) = u; es la
liga identidad, que es la liga canénica para este caso.

En el caso Poisson se tiene que

9(n;) = log(p;) = log [E(y;)] = '3
donde y; tiene la distribuciéon de Poisson con media p; y se usa la liga candnica

9(k;) = log(k,)-

En el caso Binomial se tiene que

donde y; sigue la distribucién de binomial con media p; = n;p;, usando su liga canénica

9() = log (405
8.3 Inferencia tipo Wald e inferencia basada en

verosimilitud

La inferencia tipo Wald se basa fundamentalmente en la aplicacién de las propiedades
asintoticas de los estimadores de maxima verosimilitud, en particular su normalidad

asintotica. Usando esta propiedad se puede probar la hipétesis
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para cada pardmetro en el predictor lineal (i = 0,1, ..., k). Bajo Hy, el estadistico de

b \2
(5)

sigue una distribucién y7 para muestras grandes. El error estdndar del estimador 5,

prueba

es el i-ésimo elemento de la diagonal de la matriz de informacién inversa. Del hecho
de que el estadistico b;/a, se distribuye asintéticamente N (0,1) se deduce que un

intervalo al 100(1 — @)% de confianza para el pardmetro 3, es
bi — Zaj206, < B < bi 4 20200,

La inferencia basada en verosimilitud utiliza la diferencia en log verosimilitud de
un modelo reducido contra un modelo completo para probar hipétesis sobre suconjun-

tos de pardmetros. Si se denota la verosimilitud por L, se tiene que, asintéticamente,

~ Xy

o {L(T@duczdo) } 5

L(completo)
donde v es la diferencia en el nimero de pardmetros entre los modelos completo y
reducido.

Los usuarios de estas técnicas suelen no tomar en cuenta que el diseno experimental
por analizar es no-replicado y que no necesariamente aplica esta inferencia basada en
resultados asintéticos. El uso de estas pruebas sin mayor andlisis o sin el apoyo de
métodos como los que en esta segunda vertiente del trabajo de tesis proponemos,
puede llevar por ejemplo a una deteccién excesiva de efectos activos que en realidad

estdn inertes.

8.4 Elementos de Estadistica Bayesiana

Sea una funcién de densidad f (x|@) propuesta para los datos observados D, donde
0 es un vector de pardmetros desconocidos. Suponiendo 6 aleatorio, sea m(6) su

distribucién a priori que refleja el conocimiento, previo a la obtencién de los datos, que
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tiene el experimentador o usuario sobre el pardametro 0. La funcién de verosimilitud
es la distribucién conjunta de los datos condicionada a un valor del pardmetro y se
denota por L (6 |D). El teorema de Bayes dice que la distribucién posterior de los

parametros dados los datos, 7 (0 |D), estd dada por

__L(e|D)x(6)
7T(9|D)_f®L(0|D)7r(9)d0

donde © es el espacio de los pardmetros; el denominador f(D) = [, L (6 |D)w (0)d6

es la distribucién marginal conjunta de los datos, y es a su vez la constante nor-
malizadora de 7 (6 |D), y no depende de 6. Es claro de esta ultima relacién que la
distribucién posterior 7 (6 | D) es proporcional a la verosimilitud multiplicada por la
distribucién a priori,

m(@|D)oc L(O|D)7(0),
de donde se aprecia que 7 (€ |D) se puede interpretar como una actualizacién de la

distribucién a priori 7 (@) una vez observados los datos.

Densidad Predictiva. Supongamos que y es un valor futuro de la respuesta de
interés con distribucién f(y|0@). Se puede demostrar (ver Bernardo y Smith, 1994,

pag. 243) que la distribucién posterior de y dados los datos observados estd dada por

f@mraéﬂmmﬂMDme

si los datos son independientes dado 6.Esta funcién se conoce también como dis-
tribucién posterior predictiva de la observacién futura y. En algunos problemas es

necesario obtener la distribucion predictiva a prior: que se define por

ﬂw=Af@WWWM& (3.2)

donde aparece la distribucién a prior: en lugar de la distribucién posterior de los

parametros.

Seleccién de Modelos. Supongamos que se tienen dos modelos M; y M, en com-

petencia con pardmetros 0, y 05, respectivamente, y se quieren comparar a la luz de
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los datos observados D. Por el teorema de Bayes, la probabilidad posterior de que el
modelo M; sea el correcto, dados los datos, es

p(D |My)p (M)
p(D [My) p(My) + p(D | Ms) p (Ms)

p(My|D) = (8.3)

donde p (D |M;) es la probabilidad marginal de los datos dado el modelo M;; p (M;) es
la probabilidad a priori del modelo M;, y por construccién p (M, |D)+p (My|D) = 1.
La probabilidad p (D |M;) se obtiene de la siguiente integral respecto a 0 :
ADIM) = [ p(D 161 My)p(6: 1) doy (5.4
O
donde p(D |01, M;) es la funcién de verosimilitud del modelo M; y p(6; |M;) es la
distribucién a priori de los pardmetros. Note que p(D |M;) es un caso de distribucién
predictiva a priori como la definida en la ecuaciéon (8.2). El qué tanto los datos
apoyan el modelo 2 se mide con el momio posterior del modelo Ms contra el modelo
My, esto es, el cociente de las probabilides posteriores

p(Mz|D) {p(D|M2)] p (Ms)
p(D[My) ] p (M)

donde el término entre corchetes, que es el cociente de las distribuciones predictivas

p(My |D)

a priori, se conoce como factor de Bayes (Bs;). Cuando By > 1 los datos favorecen
al modelo Ms; si By < 1 los datos apoyan al modelo M; (Raftery, 1995).

La obtencién de la distribucién predictiva a priori dada en la ecuacién (8.4)
puede ser un problema de integracion multidimensional e intratable. De aqui que
se hayan propuesto varias maneras de aproximar la integral de forma analitica y tam-
bién numéricamente (ver Evans y Swartz, 1995). En el caso de seleccién de modelos
lineales generalizados que planteamos en las siguientes secciones es tipico que la in-
tegral en cuestion resulta intratable (excepto en el caso normal). En este trabajo
de tesis se aproxima su valor para cada modelo utilizando integracién Quasi-Monte

Carlo (Papageorgiou y Traub, 1997). Ver ecuacién (8.8) en la siguiente seccion.
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8.5 Seleccion de Bayesiana de Modelos

Consideremos un experimento factorial 2* sin réplicas, donde n = 2* es el total
de observaciones, y con el cual se quiere investigar la posible significancia de los
2k —1 = n—1 efectos. Sea el conjunto de posibles modelos My, My Ms,. .., My—gn-1_;
que se pueden formar con los n — 1 efectos, mas el modelo sin efectos activos (Mp).
Cada modelo tiene asociado un vector de parametros 0; = (8,, B34, ..., B;,) Sea'y
el vector de observaciones. Si la distribucién de y dado el modelo se denota por
f(y|M;,8;), la probabilidad a priori de M; por p(M;) y la densidad a priori de 6;
es f(0;|M;) , entonces la densidad predictiva a priori de y, dado el modelo M;, esté
dada por

[y IM;) = | f(y|M;,0;)f(0:]M;)do; (8.5)

donde O; es el conjunto de posibles valores de ;. La probabilidad posterior del modelo

M;, dados los datos y, estd dada por

p(0;ly) = LEIG M) (8.6)

;p(Mi)f(y | M;)

Note que esta férmula no es més que una generalizacién de la féormula dada en la
ecuacién (8.2) para el caso de m modelos.

Para calcular la probabilidad posterior de que un efecto individual 7j estd activo
se acumulan las probabilidades posteriores de todos los modelos en los que aparece

ese efecto, esto es

Pi= > p(Mly). (8.7)

M;:Tj es activo
Para aplicar este procedimiento se requiere el cdlculo de la densidad predictiva a
priori f(y |M;), lo que implica resolver una integral miiltiple en el espacio de pardmet-
ros, lo que muchas veces solo se puede hacer por métodos numéricos. Generalmente
los métodos numéricos usados para resolver este tipo de integrales se refieren a téc-

nicas de simulacion Monte Carlo. En este trabajo usamos Quasi-Monte Carlo para
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aproximar dicha integral en los modelos estudiados, lo que implica utilizar secuencias
de baja discrepancia para evaluar el integrando en lugar de nimeros pseudo aleatorios
(Niederreiter, 1992). Esto significa que se aproxima la integral como el valor esperado
de una funcién de 6;. Se obtienen N valores de 0; a partir de su distribucién a priori,

se evalian en la funcién de 6; de interés y se promedia, es decir,

1

Ef(y |M:, 0] = 5 > f(y M, 6:) (8:8)

El problema es que esta integracion se tendria que hacer para cada modelo, que por
ejemplo en el caso de 15 efectos de interés se tienen 2!5 = 32768 modelos posibles. Se
puede ver que es posible obtener resultados razonables considerando sélo los modelos
"pequenos", que de cumplirse el principio de escasez de efectos serfan los modelos

més factibles.

8.6 Caso Normal

En el caso normal sf es posible llegar a una expresion cerrada de la predictiva a prior:
f(y |M;) , como lo muestra Meyer y Box (1992). En este caso la densidad de y dado
el modelo M; estd dada por

Fy |Mi 0, 0;) o % exp [~ (y — X,0)'(y — X.6,)/20%] .

Las densidades a priori de los coeficientes 3, 3,,..., 3, se toman como normales inde-
pendientes con media cero y varianza 202, donde el pardmetro conocido +? captura
la magnitud del efecto relativa al ruido experimental. El hecho de que sean normales
con media cero hace que de antemano no se tenga preferencia por algin signo del

coeficiente o efecto. De manera que

f(OZ |Mz> 0') (06

exp (—0:1:6,/207)

,-ytl' O—ti
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donde

1 0 O

7\ o 1,
Para el pardmetro 3, que es la primera entrada del vector 6;, asi como para o, se
elige la a priori no informativa dada por

F(Byr0) ox =

(Box y Tiao, 1973, pags. 49-51). Integrando respecto a los pardmetros, la densidad

predictiva a priori resulta de resolver la integral multiple

Py M) = / / / —exp [~y — Xi0)'(y — Xi0)/20%] - x

/ytz O-ti

exp (—6:;0,/257) ;dﬁl...dﬁtida
= /000 /:: : /_Z m exp [— ((y — X;0:)'(y — Xi6;) + 6.;0,) /20|
><ldﬁ1 - dBydo.
o
Meyer y Box (1992) resuelven esta integral y llegan a que
Fly M) eyt 0+ XX, (5(8) + 8i0,)
donde
6, = (0i+X!X;)"'Xly
S(b\l) = (y — X@)t (y — Xzb\l)
Una vez calculada la integral se obtiene la posterior del modelo como

p(M;ly) = C x p(M;) f(y | M;)

donde C' es la constante de normalizacién, que hace que las probabilidades sumen la
unidad. La distribucién del nimero de términos en el modelo se considera binomial

con pardmetro «, de modo que la probabilidad a prior: del modelo es

p(M;) o (oo (1 = a))™.



107

Equivalentemente y para fines de cémputo es mejor calcular

| L P(MG) fy | M)
PMily) = O Ry Py [vo)

donde M es el modelo constante (sin efectos activos). El utilizar esta iltima expresion

evita en alguna medida la obtencién de nimeros demasiado grandes que rebasen la
capacidad de cédlculo del programa utilizado. Y es equivalente a la expresién anterior
porque al dividir por la constante p(My) f(y |Mp) no cambia el resultado, puesto que
al final todo se escala para que sume uno, de manera que esta contante es absorbida
por C*.

Esta 1ltima expresién estd dada por

| L\ )2
a )“ L XeXe)? (5(8)) + 6,16,  59)
l-a IT; + XtX,|"? S(80)

pnly) =

Calculando p(M; |y) para los m = 2"~! modelos posibles, las probabilidades poste-
riores de los efectos se obtienen sumando las posteriores de todos los modelos que los
contienen.

Esta dltima expresién puede interpretarse como el producto de dos factores: el

primer factor

o\ IXEX[”?
(1 - a> XX,
penaliza el incremento de variables en el modelo. A mayor cantidad de variables el
valor de este factor es menor. El segundo factor
s@)+ara)
( S (6o) )

mide la bondad de ajuste del modelo. Mientras més pequena es la suma de cuadrados
S (/él) el valor de este factor es mas grande. De esta manera, el producto de los dos fac-
tores que conforman la probabilidad posterior p(M; |y) tiende a favorecer los modelos
con pocas variables (principio de escasez de efectos) que se ajustan adecuadamente a

los datos.
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Capitulo 9

Deteccion de Efectos Activos en
Experimentos Factoriales con

Respuesta Poisson

9.1 Poisson con liga identidad

La expresion dada por (8.9) es la forma cerrada de las probabilidades posteriores
de los modelos en el caso normal. Pero como veremos, en el caso de Poisson no es
posible llegar a una forma cerrada para la predictiva f(y |M;) y serd necesario re-
solver la integral resultante por métodos numéricos. Sea el vector de observaciones
dado por y'=[y1, y2,...,Ys], donde y; es el nimero de defectos o eventos obser-
vados en el tratamiento j. Consideremos al modelo M; con vector de pardmetros
0 = [50, By Bti} y la funcién liga identidad dada por g(u;) = pu; = xB. La

distribucién de la observacioén y;, dado el modelo M;, estd dada por

1 g |
fy; |M;,0;) = —e 1% (x40,)" .

Yy



109

Entonces la verosimilitud de los n datos es
n
M;, 6;) L 0. (xt g,y
[y [M;, —e % (x;0;)
e y
Considerando que las columnas de la matriz de diseno son ceros y unos, con excepcion
de la primera columna de unos, esta verosimilitud se reduce a

en ﬁx@
flu

TL

f(y |Mi’ Gi)

Para los coeficientes del modelo M; se propone una distribucién a prior: normal con
media cero y varianza v20? , donde v es un pardmetro que se supone conocido y
que permite capturar la magnitud de los efectos significativos relativa a los efectos
inertes. Esto es, el hiperpardmetro o tiene que ver con la variacién de los coeficientes
* )
cuando no hay efectos activos y se elige de acuerdo a la informacién proporcionada
por el experimentador. Mientras que el pardmetro +? tiene que ver con la variacién
adicional que tienen los coeficientes que estén activos respecto a los inactivos.
Tipicamente en el caso del modelo de Poisson el experimentador puede decir antes
del experimento cudntos eventos espera observar en promedio en el experimento, y
de aqui se deduce un valor de referencia o2, usando la aproximacién normal de la dis-
tribucién de Poisson, y sabiendo que la varianza del efecto estd dada por CM /252,

2 ge refiere a variacién resi-

Note que en este caso no necesariamente el parametro o
dual, sino que es un valor de referencia a partir del cual se propone un valor 20?2
para la varianza de los j3;.

El cuadrado medio se deduce de la media de defectos que el experimentador cree
observard en el experimento: considerando que la media declarada representa en si
misma un promedio de defectos que interesa eliminar, se toma esta media como el
valor del contraste de referencia y entonces CMp = (A\)?/2k. No olvidar ademds

que los coeficientes son la mitad del efecto (Seccién 2.1), de aqui que la varianza de

referencia se toma como

var(8;) = (\)?/2%.
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El utilizar la distribucién a priori normal con media cero para los coeficientes permite
la posibilidad de efectos negativos y positivos sin preferir algiin signo. Del pardmetro
By, al ser un conteo de eventos, se sabe que es no negativo por lo que se le asigna una
distribucion a priori gama (también puede considerarse una uniforme, o una normal
que no tome valores negativos) con media igual a A, y desviacién esténdar obtenida
de la varianza de referencia, que se deduce de la media de defectos declarada por el

usuario. De acuerdo a esto, tenemos que la predictiva a priori es

f(y | M) X;0;)¥ ————— X
H y;! 91_[1 271- § /2 <’YU)
" 1
—(/220) Y B g81e—Bo/e g,
’ rE)¢ "

donde los hiperpardmetros o2, 7y, 6 y ¢ se elucidan de acuerdo con la informacién dada
por el usuario y a lo discutido en el parrafo anterior. La informacién a prior: relativa
a los t; coeficientes [3; es el producto de ¢; normales con la misma media y varianza.
Por ejemplo, para el modelo sin efectos activos (M), la distribucién predictiva a

priori se reduce a

00 1 )
fly|My) = / — 6_”60(@))2]‘:191 55 1oBo/v g ds,
o 1 y;! L' )

j=1
= 1 i —nfy 1Y 1 5-1,80/%
- ﬁ | € (60) 7= F(6)<’0560 € 50'
11 Y50

<
Il
-

9.2 Poisson con liga log

La liga log implica que la relacién entre las variables explicativas y la media de la

distribucién en el j-ésimo punto experimental estd dada por la funcién

9(u;) = log(p;) = x'B.
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Sea otra vez el vector de observaciones dado por y'=[yi, o, .., y»] . Consideremos
el modelo M; con vector de pardmetros 8% = [ﬁo, By Bti]. La distribucién de la
observacién y;, dado el modelo M, en este caso estd dada por
1 Yy ,
[y |M;, 0;) = 1 &P (‘6 Jel) (exp(x}8,))”
5!

Entonces la verosimilitud considerando los n datos es

f(y|M;,0;) = exp (—ex§‘9") (exp(xﬁ@i))yj

1

Lyl
1

Lyl

exp (—e"?"i + ij§0i>

_ uz: ||m:

J=1
Considerano otra vez distribuciones a priori normales con media cero para los pardme-
tros ;s y gama para el pardmetro 3,, la distribucién predictiva a priori resulta de

resolver la integral

fly | M;) / i j eXP < (—ex;ei + ijzﬂi)) X

t; 1
L PASLB__— gi-lhegg,
(QW)% (y0)" L(8)e*""

El valor del hiperpardmetro o se obtiene de la informacién a priori dada por el
experimentador y el hiperpardmetro v se selecciona de acuerdo a la varianza adicional
considerada para los efectos activos. La distribucién a priori para 3, se toma como
una gama con media acorde a la informacién dada por el usuario (ver ejemplo més

adelante).
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9.3 Poisson con liga raiz cuadrada

En el caso de la liga raiz cuadrada, la relacién entre el predictor lineal y la media de

la distribucién de Poisson estd dada por la funcién
g(ﬂj) = (Mj)l/2 = xB.

Usando esta funcién liga, la distribucién de la observacién y;, dado el modelo M;,

estd dada por

1 £ p N2
f(yj |Mia 01) = —'ei(xje’?) (X§0i>2yj‘

Yj:
Entonces la verosimilitud de los n datos es

- 1 «t0,)> )
f<Yj|Mi;91) = Hy_e (xt6:) <X§gi)2yj
e LN | [T
IT ;! i=1
j=1

Otra vez, considerando como distribucién a priori de los coeficientes del modelo M;
distribucié 1 di i 252 distribuci6
una distribucién normal con media cero y varianza vy°c“, y una distribucién gama para

el pardmetro [3,, se obtiene la predictiva a priori

1 n - 1
fyIM;) = € 2%— X
T
(1/2’7202)2 1519 55 1 —Bo/sé’de

Q) )

Por ejemplo, para el modelo sin efectos activos (Mp), tenemos que

[e.9]

1 _ 2 22?:1 ' ]. _
f(y | M) :/?6 1605 g o=t F(é)gpgﬁg tefoledp,
Yj:

J=1
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9.4 Ejemplo, Regresion de Poisson

Este ejemplo corresponde al Ejemplo 7.5 de Myers et al. (2002 pdg. 272) y también
es el ejemplo 1 de Myers y Montgomery (1997). El experimento es un factorial 2975
de resolucién III en el que se estudia el posible efecto de 9 factores en el nimero
de defectos observados en el acabado de cierta parrilla para automévil. Los datos
obtenidos, asi como cierta informacién acerca de la estructura de alias se muestra
en la Tabla 9.1. La respuesta ¢ son los defectos observados en cada combinacién

experimental y la dltima columna es una transformacion raiz cuadrada modificada de

Freeman y Tukey.

Anadlisis Frecuentista Si se analiza la respuesta transformada usando papel
de probabilidad normal se encuentra que los efectos D, F'y BG + CJ + EH estdn
activos. Myers y Montgomery (1997) analizan los datos usando un modelo de Poisson
con liga log y encuentran estos mismos efectos activos usando un anélisis tipo Wald.
Myers et al. (2001) rehacen el andlisis usando ligas log y raiz cuadrada. Usando
papel de probabilidad semi-normal concluyen con la liga log que estdan activos D,
Fy BC 4+ DF 4+ GJ y con la liga raiz cuadrada llegan a que estdn activos D, F
y BG + CJ + EH, siendo esta tltima conclusién la misma obtenida por Myers y
Montgomery (1997), e igual a la que resulta de analizar la respuesta transformada

usando un modelo normal.
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Tabla 9.1. Ejemplo 1. Matriz de disefio, Defectos observados y Estructura de Alias
A B C D E F G H J |c (Ve+tVet1)/2

#

l1{-1 -1 -1 -1 1 -1 1 -1 1156 7.52
2117 -1 -1 -1 1 -1 -1 1 -—-1]|17 4.18
3|1-1 1 -1 -1 -1 1 1 -1 -1} 2 1.57
411 1 -1 -1 -1 1 -1 1 1|4 2.12
51-1 -1 1 -1 1 1 -1 1 113 1.87
61 -1 1 -1 1 1 1 -1 -1/ 4 2.12
7T1-1 1 1 -1 -1 -1 -1 1 —=1150 7.12
81 1 1 1 -1 -1 -1 1 -1 1|2 1.57
9/]-1 -1 -1 1 -1 1 1 1 1|11 1.21
1T -1 -1 1 -1 1 -1 -1 —=-1,0 0.50
1/1-1r 1 -1 1 1 -1 1 1 113 1.87
12| 1 1 -1 1 1 -1 -1 -1 1 |12 3.54
13(-1 -1 1 1 -1 -1 -1 -1 1 |3 1.87
411 -1 1 1 -1 -1 1 1 —-1\|4 2.12
51 -1 1 1 1 1 1 -1 -1 =110 0.50
16| 1 1 1 1 1 1 1 1 110 0.50

L=A+BJ+CG
lo=B+AJ+ DE
ls=C+AG+ EF
lsy=D+BE+GH
ls=E+BD+CF
le=F+CE+HJ
lr =G+ AC+ DH
ls=H+ DG+ FJ

ly=J+AB+ FH

loy=AD+CH + EG
lhw=AE+FG+JD
liy=BC+DF +GJ
lis=BG+CJ+EH

El analisis que proponen Myers y Montgomery (1997) es el siguiente: primero
ajustan el modelo sin intercepto y realizan pruebas ji-cuadradas para los 15 coefi-
cientes del modelo. La salida de SPLUS para dicho andlisis se muestra en la Tabla
9.2. Estos valores T elevados al cuadrado son los estadisticos ji-cuadrada reportados
en dicho articulo, que detectan como significativos los efectos D, F'y DF, aplicando
el principio de herencia. Sin embargo, al rehacer el andlisis para estos tres efectos
incluyendo el intercepto se encuentra a D F’ no significativo, y posiblemente algin otro
efecto ausente en este modelo reducido sea significativo. Para identificarlo, excluyen
DF' del modelo y se estima el modelo con los demés efectos incluyendo el intercepto

y los resultados obtenidos se muestran en la Tabla 9.3. Concluyen de esta tabla que
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los efectos significativos son D, F'y BG, sin aclarar cémo es que eligen la interaccién

BG del grupo de alias BG + C'J + EH.

Tabla 9.2. Modelo sin intercepto usando liga log

Efecto. Coef. | Error Std | T-valor
A —0.570 4.062 —0.140
B —0.558 4.062 —0.137
C —0.644 4.062 —0.158
D —2.003 0.173 —11.542
E —0.225 4.062 —0.055
F —2.191 0.158 —13.879
G 0.239 4.062 0.0590
H 0.544 4.062 0.134
J 0.428 4.062 0.105
AD+CH + EG | —0.141 4.062 —0.035
AE+FG+JD | 0.630 4.062 0.155
AF + BH 4+ EG | —0.228 4.062 —0.056
AH+ BF +CD | —0.413 4.062 —0.102
BC+DF+GJ | -1.329| 0.191 —6.964
BG+CJ+ FEH | —0.902 4.061 —0.222
Tabla 9.3. Modelo con intercepto usando liga log
Efecto. Coef. | ErrorStd | T — valor
Intercepto 1.1929 0.178 6.677
A —0.151 0.198 —0.762
B —0.162 0.202 —0.801
C —0.247 0.202 —1.224
D —0.762 0.148 —5.151
E 0.159 0.203 0.785
F —-0.970 0.162 —5.975
G —0.145 0.203 —0.715
H 0.148 0.202 0.731
J 0.063 0.205 0.307
AD+CH+ EG | 0.231 0.205 1.126
AE+ FG+ JD 0.233 0.202 1.155
AF + BH + EG | 0.145 0.204 0.710
AH + BF +CD | —0.049 0.205 —0.239
BG + CJ+EH | —0.524 0.205 —2.561

Myers et al. 2002 analizan otra vez estos datos y utilizan gréficos de Daniel

(coeficientes absolutos en papel normal) para discernir cudles efectos estéan activos.
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Figura 9.1: Coeficientes absolutos en papel de probabilidad normal, Poisson liga log

Encuentran que con la liga log los efectos activos parecen ser F, D y BC', y con la
liga raiz cuadrada detectan a F, D y BG (ver Figuras 9.1 y 9.2). Concluyen que este

ultimo andlisis es el correcto basados en el andlisis de los residuos de ambos modelos.

Anailisis Bayesiano Se analizan los datos del ejemplo considerando los modelos
Poisson con ligas identidad, raiz cuadrada y log. Se supone que antes del experimento
el usuario esperaba observar un promedio de 10 defectos por tratamiento. De aqui

que para el caso de la liga identidad se toman como distribuciones a prior:

By ~ gama(256,25.6)

B; ~ mnormal(0,0.39); (i=1,2,...,n—1)

Y

siendo esta ultima (N(media = 0, var = 0.39)) la distribucién de referencia de g,
cuando no hay efectos activos, a partir de la cual se aplica el hiperpardmetro de

inflamiento de la varianza . Note que (\)2/2%% = (10%/28) = 0.39, que es también la
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Figura 9.2: Coeficientes absolutos en papel de probabilidad normal, Poisson liga raiz

varianza de la distribucién a prior: para (3. Esto es, la distribucién a priori gama
para f3, tiene media 10 y varianza 0.39.

En el caso Poisson con liga log cuando no hay efectos activos se tiene que j, = €%,
de aqui que se considere la distribucién a priori S, ~ gama(256,111) y la distribu-
cién a priori de referencia para los (; en el modelo es 3, ~ normal(0,0.02). Note
que la distribucién gama(256,111) tiene aproximadamente media log(\) y varianza
(log \)* /256, considerando A = 10.

Finalmente, para el caso de la liga raiz cuadrada, se toma 3, ~ gama(255,80)
y a los f; en el modelo se les asigna una distribucién a priori normal(0,0.039).
En este caso la media de la distribucién gama es cercana a /10 y su varianza es
aproximadamente (1/10)?/256.

Todos los andlisis estdn basados en muestras de tamano 200 para aproximar cada
integral y se consideran modelos solo hasta con cuatro términos (1940 modelos). En

todos los casos la informacién a prior: de 3, se basa en la supuesta media de 10 defec-
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Figura 9.3: Probabilidades posteriores de estar activos, Poisson liga identidad

tos declarada por el usuario y considerando también la funcién liga correspondiente.
Las varianzas de las distribuciones a priori de 3, mencionadas arriba son para un
pardametro de inflamiento de la varianza unitario (7 = 1). Funcionan razonablemente
bien valores de v en el rango 1 < v < 2.5, dadas las magnitudes de las varianzas de
referencia de las que se parte, es decir, el rango puede cambiar si se definen de otra

manera las varianzas de referencia.

Las probabilidades posteriores de los efectos considerando el modelo de Poisson
con liga identidad se muestran en la Figura 9.3. Se detectan claramente como activos
los efectos F, D y BG. Adicionamente, aunque con menor probabilidad posterior
destaca el efecto A.

En la Figura 9.4 se muestran las probabilidades posteriores de efectos que arroja
el modelo Poisson liga log. Detecta claramente como significativos los efectos I, D y
BG. También con esta liga destaca el efecto A.

Finalmente, en la Figura 9.5 se presentan resultados obtenidos con el modelo
Poisson liga rafz cuadrada. También en este caso se logran detectar los efectos F, D

y BG. Cabe senalar que con las tres ligas se detectan fundamentalmente los mismos
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Figura 9.4: Probabilidades posteriores de estar activos, Poisson liga log

tres efectos mds importantes: D, F'y BG, y que son los mismos efectos detectados

por Myers et al. (2002) usando técnicas frecuentistas.

10

04 06 08

Probabilidad Posterior
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0 A B C D E F G H J AD BC CD BG AE AF
Efectos

Figura 9.5. Probabilidades posteriores de estar activos, Poisson liga raiz
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Una vez detectados los efectos activos se puede utilizar MCMC (Markov Chain Monte
Carlo, ver por ejemplo, Robert, C. P. y Casella, G., 1999) para estimar los efectos
o coeficientes del modelo sugeridos por este anilisis, o bien se pueden utilizar las
técnicas frecuentistas usuales (médxima verosimilitud).

En este ejemplo ocurre que las diferentes ligas utilizadas en el modelo Poisson
pudieron detectar basicamente los mismos efectos activos, pero puede haber casos
donde las discrepancias entre las diferentes ligas sean mayores. El problema de cuél
funcién liga utilizar ya ha sido abordado en literatura, como un problema de seleccién
Bayesiana de modelos usando factores de Bayes, donde se busca la funcién liga que

més apoyo reciba de los datos observados (Czado y Raftery, 2005).
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Capitulo 10

Deteccion de Efectos Activos en
Experimentos Factoriales con

Respuesta Binomial

10.1 Binomial con liga logistica

Consideremos un experimento con respuesta binaria, donde y1, s, ..., ¥, son los defec-
tuosos o "éxitos" observados en muestras de tamano n; (j = 1,2, ..., n), procesadas en
cada tratamiento. Sean p; = p(x;) = y;/n; la proporcién observada en el tratamiento
x;. El modelo de regresion logistica se puede escribir como

1 xt0

(%) -
X = =
PR T ee — e

donde 8 = (B, 3, ..., B;) es el vector de pardmetros del predictor lineal. Alternati-
vamente, el modelo se puede escribir de manera linealizada como

In [M] _—

1 —p(x;)
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La distribucién de y; dado el modelo M; con pardmetro 0; estd dada por

n;

f(y;|M;,0;) = <yj> (pi)¥ (1 —p;) ¥ = (Zj) (%)yj (1= p)™

B (7”@) (ex‘&;)yj ( 1 )m’
Yj 1+ X0 '

La funcién de verosimilitud considerando las n observaciones esta dada por

- n; t Y5 1 "
Mi ;ei — J> (exj0i> (—t>
rovieo) = T1(" —
o <ex§‘9i)yj (%)
, 1+ X%

Considerando como distribucién a priori de los coeficientes del modelo M; una
distribucién normal con media cero y varianza 20?2, y una distribucién normal para

el pardmetro [3,, se obtiene la predictiva a prior:

. N 1 i 1
y|M;) = / <€xj9i> ( 7 ) - X
fviy = 11 o) oy

—/22e)si g L (17200 (8o 1.
e i k=1 k(277)1/2o'€ (O dgz,

usando integraciéon Quasi Monte Carlo, previamente elucidando los pardmetros como

se describe a continuacion.

Informacién a priori En un experimento con respuesta binaria, generalmente
el investigador puede anticipar el porcentaje de resultados favorables que espera obser-
var en el estudio. Sea esta proporcién pg. Con esta proporciéon se deducen los pardme-
tros para las distribuciones a priori de los coeficientes 8,y 3, (i = 1,2,...,2F —1) de
la siguiente manera: Considerando la transformacion logit calculamos In(po /(1 —po)),
y tomamos este valor como el contraste de referencia y al mismo tiempo como el valor
esperado a priori de f3,. Esto es, este valor determina la media de la distribucién nor-
mal que se asigna al pardmetro 3, pero falta determinar su variabilidad. Se propone

una distribucién normal dado que en regresion logistica el pardmetro /3, puede tomar
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valores positivos y negativos, al estar en la escala de In(pg/(1 — po)). La variabilidad
de referencia a priori se determina considerando el valor de la transformacion logit

de py como el valor de un contraste de referencia, cuya varianza estarfa dada por

(In(po/(1 — Po))z
22k '

Entonces, para el pardmetro (3, se propone una distribucién normal con media
In(po/(1 — po)) y varianza (In(po/(1 — po))?/2% y para los 3;s se propone una dis-
tribucién normal con media cero con varianza inflada a partir de esta varianza de

referencia (In(po/(1 — po))?/22* de los efectos inactivos. Ver siguiente ejemplo.

10.2 Ejemplo, Regresion Logistica

Este ejemplo (Myers, et al. 2002, pag. 116) es sobre la supervivencia de esperma-
tozoides en un banco de esperma, sujetos al efecto de tres factores: citrato de sodio
(A), glicerol (B) y tiempo de equilibrio (C). La respuesta es el nimero de muestras
que sobreviven, donde esto significa que la muestra tiene habilidad para fecundar. Se
utilizaron 50 muestras en cada punto de un disefio factorial 23 y se registré el niimero
de las que sobrevivieron. El interés del estudio es conocer como afectan estos factores
a las muestras de espermatozoides, considerando todos los efectos posibles. Los datos

se muestran en la Tabla 10.1

A (Citrato de Sodio) | B (Glicerol) | C (Tiempo de Equilibrio) | Y (Zpestras )
—1 —1 —1 34
1 —1 —1 20
—1 1 —1 8
1 1 -1 21
—1 -1 1 30
1 —1 1 20
—1 1 1 10
1 1 1 25

En el andlisis frecuentista los autores encuentran, usando inferencia tipo Wald, que

los efectos activos son B (glicerol) y AB (interaccién de citrato de sodio con glicerol).



124

Inspeccionando los datos se puede notar que cuando los factores A y B se encuentran
en los mismos niveles ((—, —) y (4, +)) ocurre la mayor sobreviencia de las muestras,
y por el contrario, cuando se encuentran en niveles opuestos la sobrevivencia es menor.

En este caso la informacion a prior: se dedujo de la siguiente manera. Pensando
que el experimentador espera una supervivencia de pg = 0.32, encontramos que las

distribuciones a prior: son las siguientes:

By ~ Normal(media = 1n(.32/.68) = —0.75, varianza = 0.0088)

B; ~ Normal(media =0, varianza = *0.0088),

donde 7 es el pardmetro de inflamiento de la varianza para los efectos activos. La
Figura (10.1) resulta de un inflamiento de la varianza de v = 5 y @ = 0.2 como
probabilidad a priori de efecto activo.

El anédlisis Bayesiano se resume en el gréfico de la Figura (10.1) en la cual se
destacan los efectos B y AB con probabilidades posteriores de estar activos practi-
camente unitarias, mientras el resto de los efectos tienen probabilidades posteriores

muy pequenas. Este resultado coincide con el anilisis frecuentista.

Probabilidad Posterior

0 A B C AB AC BC ABC
Efectos

Probabilidades posteriores de estar activo, binomial liga logit
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Capitulo 11

Deteccion de Efectos Activos en
Experimentos Factoriales con

Respuesta Gama

Consideremos un experimento con respuesta continua no negativa donde la varianza
no es constante, sino que es proporcional al cuadrado de la media. Este el caso donde
puede aplicar la regresién gama en el contexto de modelos lineales generalizados,
misma que asume la distribucién gama en cada punto experimental. Otra alternativa
para analizar este tipo de experimento es utilizar la transformacion logaritmo natural
(In(y)) de la respuesta, la cual estabiliza la varianza, y se analiza la respuesta tran-
formada como el caso normal (Box y Meyer, 1993). En este caso implicitamente se
estarfa suponiendo una distribucién lognormal en cada punto del experimento. Ambas
soluciones Bayesianas pueden dar resultados equiparables dado que las distribuciones
gama y lognormal son préacticamente indistinguibles cuando se tienen pocos datos

(Hamada y Nelder, 1997).
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11.1 Regresién gama, liga inversa

Sea el vector de observaciones dado por y'= [y1, ¥a, . .., Y] , donde y; es el valor de la
respuesta obtenido en el tratamiento j. Sea el modelo M; con vector de pardmetros
0 = [60, By, ﬁti] y la funcién liga inversa dada por g(u;) = 1/u; = X3 que es
la liga candnica para la distribucién gama, que en términos del pardmetro A; de esta
distribucién se puede escribir como g(\;) = 1/\; = xB, puesto que el pardmetro r no
depende de la media. La distribucién de la observacién y;, dado el modelo M;, esta
dada por

1 A .xtei r—1
f(y; [M;, 0:,7) = O] (x56;)" eyt

La funcién de verosimilitud expresada para los n datos es

I\ svto T S
f(yj|M“0“7’) = (F(T)) e EYJ ]01H(X§01) }/"7 1.
7=1

Considerando como distribucién a priori de los coeficientes del modelo M; una

2

distribucién normal con media cero y varianza v20?, una distribucién gama para el

pardmetro 3, y una distribucién uniforme para el pardmetro r se obtiene la predictiva

a priori
f(y|M) — /(L)nezbﬁxjﬂi - (Xﬁe,)ryr—1; X
ST oY e ey
—(1/27202)22’;1(5%6%); 6-1 *Bo/w;dg.d
’ e m-m

donde los valores de los hiperpardmetros v, o, 0 y ¢ se elucidan a partir de la in-
formacién proporcionada por el usuario antes de correr el experimento. En principio
se pueden utilizar también una distribucién normal para (3, y una distribucién gama

para el parametro r.
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11.2 Regresién gama, liga log

Una liga no canénica muy recomendada en la regresiéon gama es la liga log, que evita

estimar valores negativos de la respuesta. Con esta liga se tiene el modelo

con lo que \; = exp(x/3) y la funcién de verosimititud es de la forma

1 —xt0; o 'eixze"’ r—1
f(yj|Mi,9i77“):m<e 7 ) e Yi

La funcién de verosimilitud expresada para los n datos es
n
1 n _xte. + r
—Yy;e It —x40; r—1
[y | M;,0;7) = == | e H(e j ) y;
I(r) :
J=1
Considerando como distribuciéon a priori de los coeficientes del modelo M; una
distribuciéon normal con media cero y varianza v?02, una distribucién gama para el

pardmetro 3, y una distribucién uniforme para el pardmetro r se obtiene la predictiva

a priort
1 n —xte, n t T 1
) o T (o0 g
Sy [M;) / (W)) ]Hl i (2n)ul2 (yo)"
e, -
e—(1/27202)22216%#55—16—6()@;(191.@

[(8)p®° (2 —71)

donde los valores de los hiperpardametros 7, o, § y ¢ se elucidan a partir de la infor-
macioén proporcionada por el usuario antes de correr el experimento. En cuanto a los
pardmetros 71 y 7o es muy dificil elucidarlos a partir de la informacién proporcionada
por usuario, y entonces el pardmetro de escala lo suponemos "conocido", en el sentido
de que se ajusta al valor mas grande posible cuidando que las integrales no exploten
a infinito.

Dado que la distribucién gama tiene dos pardametros la elucidacién para especificar

las distribuciones a priori es mds complicada que en los casos anteriores, dado que
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no basta una simple media para proponer valores adecuados de los hiperparametros,
sino que se requiere que el experimentador proporcione alguna informacién sobre la
variabilidad de y como pueden ser los datos mayor y menor que esperaria observar en el
experimento o bien la variaciéon observada en la carta de control en el proceso actual.
Otro problema es que ain con una elucidacién apropiada de los hiperpardametros
es posible que el resultado de la integral en cada punto sea cero o infinito, puesto
que es demasiado sensible a los valores de los hiperpardametros. De aqui que no se
puedan usar distribuciones a priori con soporte muy amplio dado que no se obtienen

resultados.

11.3 Uso de la transformacion log(y)

Como se sabe, el caso de la regresiéon gama la transformacién log(y) estabiliza la
varianza de la respuesta. Si llamamos o2 a la varianza residual, la estimacién por
minimos cuadrados arroja (XX) !o? como la matriz de varianzas y covarianzas de
los estimadores, donde o2 es el cuadrado del coeficiente de variacién. Por otra parte,
si se utiliza la liga log en un modelo lineal generalizado con distribucién gama también
se obtiene (XX) !0? como la matriz de varianzas y covarianzas de los coeficientes
estimados, donde o2 resulta ser el cuadrado del coeficiente de variacién (ver Myers et
al. (2002), pdg. 171). De aqui que usando la transformacién logaritmo de la respuesta
con la regresiéon normal se puedan obtener frecuentemente resultados equiparables a
la regresion gama en la deteccién de los efectos (coeficientes) activos. En particular,
en el enfoque Bayesiano se puede utilizar el método de Box y Meyer (1993) con la

respuesta transformada como lo hacemos en el siguiente ejemplo.
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11.4 Ejemplo

Consideremos los datos del Ejemplo 1 de Lewis et al. (2001) que consisten de un
experimento factorial 2* no replicado donde la respuesta estudiada es la tasa de avance
de una taladradora. Los datos originales y la transformacién logaritmo de éstos se

muestran en la Tabla (11.1).

Tabla 11.1. Experimento factorial 2*

A B C D y | In(y)
-1 -1 -1 -1 1.68 |0.519
1 -1 -1 -1 1.98 |0.683
-1 1 -1 -1 3.28 |1.188
1 -1 -1 344 |1.235
-1 -1 1 -1 498 |1.605
1 -1 1 -1 5.70 |1.740
-1 1 1 =1 9.97 | 2.299
1 1 1 =1 9.07 | 2.205
2.07 | 0.727

© 00~ Utk w o Tk
[E—

1
woy1 -1 -1 1 244 |0.892
1)j-1 1 -1 1 4.09 | 1.408
12| 1 1 -1 1 453 |1.511
13/-1 -1 1 1 777 | 2.050
411 -1 1 1 943 | 2.244
-1 1 1 1 11.75 | 2.464
16 | 1 1 1 1 16.30 | 2.791

En el andlisis frecuentista de estos datos usando la transformacién logaritmo se
encontraron tres efectos activos, a saber: B, C'y D (ver Montgomery 2001, pdg. 259).
Y usando la regresién gama con funcién liga log se detectan también como efectos

activos a B, C'y D (ver Lewis et al. 2001).

Andlisis Bayesiano Aqui se presenta el resultado de analizar estos datos us-
ando el método Bayesiano con el modelo gama liga log y también utilizando la re-
spuesta transformada con el método Bayesiano de Box y Meyer (1993), caso normal.
Los resultados obtenidos se resumen en las figuras 11.1 y 11.2, respectivamente. En

la Figura 11.1 se observan cuatro efectos activos que son A, B, C'y D, donde el
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efecto A no se habia detectado significativo con los métodos frecuentistas, aunque
es el siguiente efecto en magnitud usando la tranformacién logaritmo o la transfor-
macién de rangos de Aguirre-Torres (1993). En la Figura 11.2, que corresponde a
la transformacién logaritmo caso normal Bayesiano, sélo se detectan claramente los
efectos activos B, C'y D, y el efecto A no alcanza a superar la probabilidad posterior
de 0.5 para declararse activo.

La elucidacién de los hiperparametros se propone de la siguiente manera: suponemos
que el experimentador proporciona la media, el valor méas pequeno y el valor maés
grande de la respuesta que esperaria observar en el experimento. Entonces el valor
global de A se propone como (dato menor) /(dato mayor). Considerando que la funcién
liga es \; = exp(f,) en el caso del modelo nulo, se propone para [, una distribucién a
priori normal con media In()\) y varianza (In())/2)* /256. Esta varianza es la misma
que se propone para los coeficientes [3,. En resumen, las distribuciones a priori para

Bo v B; quedan como

By ~ Normal(In()), (In(X)/2)* /256))
B; ~ Normal(0,(In(\)/2)* /256))

mientras que r lo suponemos conocido, o mejor dicho se utiliza como parametro de
ajuste que permite llevar al resultado de la integral del modelo nulo (que tiene sélo
el término f,) a un valor grande, cuidando que las integrales de los demds modelos
no vayan a explotar a infinito. Todos los modelos se referencian al modelo nulo lo
que evita que la suma de las integrales necesarias para obtener las posteriores de los
efectos no se disparen a infinito. Especificamente, en este ejemplo las distribuciones
a priori consideradas son 3, ~ Normal(—2,0.0042) y 3; ~ Normal(0,0.0042).

Cabe agregar que se utiliza la funcién liga \; = exp(x73), probabilidad a priori
de efecto activo « = 0.2 y v = 1.25 (factor de inflamiento de la desviacién estandar
de referencia). Se aproximaron las integrales usando 400 simulaciones Quasi Monte-

Carlo (Krykova, 2003) con secuencias de Halton usando pardmetro de escala r = 1
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Figura 11.1: Regresién gama, liga log

con todos los posibles modelos que se pueden construir hasta con cuatro términos,
sin considerar las interacciones de alto orden (triples en adelante).

En cuanto al andlisis de la transformacion logaritmo de la Figura (11.2), éste
resulta de aplicar el método de Box y Meyer (1993) usando av = 0.2 y v = 2.5 (factor
de inflamiento de la desviacién estandar del error). Este método se trabaja con todos
los posibles modelos considerando hasta la interaccion cuddruple.

Como se menciona arriba, hay una discrepancia importante en cuanto al efecto
A en las figuras 11.1 y 11.2. Lo que sucede es que el efecto A estd, en cuanto a su
tamano, en una zona donde eventualmente con alguna seleccién de los pardmetros
(factor de inflamiento de la varianza de referencia y pardmetro de escala) del método
Bayesiano se podrfa concluir que estd activo. Si se inspeccionan los datos de la
Tabla 11.1 se observa en combinaciones vecinas una tendencia de menor tasa de
avance en el nivel bajo del factor A respecto al nivel alto del mismo factor, con una
unica excepcién, por lo que podria ser razonable que resultara activo. Otro aspecto

determinante en el método Bayesiano propuesto es el nimero de simulaciones Quasi
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Figura 11.2: Método de Box y Meyer (1993) aplicado a log(y)

Monte-Carlo utilizadas para calcular las integrales. Se puede mostrar que con una
"mejor estimacién" de las integrales se tiende a detectar activos solamente los efectos
B, C' y D con lo que la conclusién serfa la misma con ambos métodos.

Para aclarar lo dicho al final del parrafo inmediato anterior se decide hacer un pe-
queno estudio de estabilidad de la solucién Bayesiana al mover los pardametros: factor
de inflamiento de la desviacién esténdar (), pardmetro de escala de la distribucién
gama () y nimero de simulaciones Quasi Monte-Carlo usando secuencias de Halton.
Se probaron cuatro valores del factor de inflamiento (1.0,2.5,5.0,7.5), dos niveles del
pardmetro de escala (0.05, 40) y tres nimeros de simulaciones (200, 600, 1000). Los
valores del pardmetro de escala se escogen béasicamente cuidando que las integrales
no se vayan todas a cero (r = 0.05) ni que se disparen a infinito (r = 40). Este tltimo
(r = 40) es mds congruente con el hecho de que la media de la distribucién gama es
=1,y es el valor que muestra un mejor desempeno. Los resultados de las 4 x 3 x 2
combinaciones de pardmetros se muestran en las figuras 11.3 y 11.4. Se concluye que

el pardmetro de escala r = 40 da soluciones més estables que el pardmetro de escala



r =40

1.0

Parametro y

7.5

0.2 0.4 0.6 0.8 1.0

0.0

0.4 0.6 0.8 1.0

0.2

0.0

1.0

0.8

0.6

0.4

0.2

0.0

0.2 04 0.6 0.8 1.0

0.0

200

0 A B C D ABACADBCBDCD

0 A B C D ABACADBCBDCD

0 A B C D ABACADBCBDCD

Figura 11.3: Soluciones con r = 40

0.2 0.4 0.6 0.8 1.0

0.0

0.2 0.4 0.6 0.8 1.0

0.0

1.0

0.2 0.4 0.6 0.8

0.0

0.2 04 0.6 0.8 1.0
|

0.0

Simulaciones
600

0 A B C D ABACADBCBDCD

0 A B C D ABACADBCBDCD

0 A B C D ABACADBCBDCD

41 --.--.
0 A B C D ABACAD BC BD CD

0.4 0.6 0.8 1.0

0.2

0.2 04 0.6 0.8 1.0

0.0

0.2 0.4 0.6 0.8 1.0

0.0

1.0

0.8

0.4 0.6

0.2

0.0

133

1000

0 A B C D ABACADBCBDCD

0 A B C D ABAC AD BC BD CD

0 A B C D ABACADBCBDCD

0 A B C D ABACADBCBDCD



r=0.05

1.0

Parametro y

7.5

0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0

0.0

200

0.2

0.0

0 A B C D ABACADBCBDCD

«Q
S
©
S
=
S
N
S
S —

0 A B C D ABAC AD BC BD CO°

1.0

2 |
0 A B C D ABACADBCBD CD

_ “O

0.4 0.6 0.8 1.0

0.2

0 A B C D ABACADBCBDCS

Simulaciones
600

0 A B C D ABACADBCBDCD

0 A B C D ABACADBC BD CD

0 A B C D ABACADBCBDCD

0.8
L

0.6
|

0.4

0.2

0.0

0.0

0.8

0.6

0.4

0.2

1.0

0.6

0.4

0.2

=

0 A B C D ABACADBCBDCD ©

134

1000

0 A B C D ABAC AD BC BD CD

0 A B C D ABACADBCBDCD

0 A B C D ABACADBCBDCD

0 A B C D ABACADBCBDCD

Figura 11.4: Soluciones con r = 0.05
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r = 0.05, y que en el primer caso se detectan los efectos activos B, C' y D cuando el
factor de inflamiento es mayor o igual que 5. Note en la Figura 11.3 que las soluciones
con 600 y 1000 simulaciones son bésicamente iguales.

En la Figura 11.4 se observa menos consistencia que no acaba de componerse ni
con mas simulaciones ni incrementando el pardmetro de inflamiento. En resumen, se
concluye de ambas figuras que con una seleccién adecuada de los pardmetros se llega a
que los efectos activos son B, C'y D, los mismos que detecta el andlisis frecuentista. El
pardmetro de escala r se recomienda lo més grande posible evitando que las integrales
exploten a infinito. Realizar al menos 600 simulaciones con factor de inflamiento de la
desviacion estandar v > 5. Evidentemente habria que analizar varios ejemplos para

evaluar la pertinencia estas recomendaciones.
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Capitulo 12

Conclusiones

En este trabajo de tesis se estudian y proponen métodos para el andlisis de experi-
mentos factoriales no-replicados en dos vertientes: la primera es cuando la respuesta
normal puede estar contaminada por datos anémalos (Capitulos 1, 2,..., 7) y la se-
gunda cuando la respuesta, debido a su naturaleza, no sigue una distribucién normal
pero no se consideran datos atipicos (Capitulos 8, 9, 10 y 11). Todos los métodos
se enfocan fundamentalmente a la deteccién de los efectos activos en este tipo de
experimentos.

Para la primer vertiente o problema de analizar experimentos con posible contami-
nacién por datos atipicos ya existian los métodos propuestos por Box y Meyer (1987)
y Aguirre Torres y Pérez Trejo (2001), el primero basado en técnicas Bayesianas y el
segundo basado en el andlisis de la transformacién de rangos de los datos usando una
variante del método de Benski (1989).

En este trabajo de tesis se proponen varios métodos nuevos que dan resultados
mejores que el método de rangos, al menos en los escenarios estudiados. El método
Bayesiano no se incluyé en el estudio de simulaciéon porque su aplicacién a cada
conjunto de datos es demasiado tardada. Los métodos propuestos a los que nos
referimos, asi como los métodos existentes, se resumen en el cuadro sinéptico de la

Tabla 12.1. En la segunda columna de esta tabla se hace una breve descripcién de
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cada método; en la tercera se da el valor critico utilizado en la prueba de normalidad
el cual se obtuvo por simulacién considerando un error global EER = 5%. Cuando
se rechaza la normalidad se utiliza la prueba de dispersién de cuartos para decidir
cudles efectos estdn activos. Finalmente, en la tltima columna se senala si los métodos

pueden o no identificar a los datos atipicos.

Tabla 12.1. Cuadro Sinéptico de Métodos Estudiados y Propuestos

| Método | Descripcién Breve gaor o | Det.

1. Método de Rangos de Analiza la transformacién de rangos 0.033 No
AT&PT (2001) de la respuesta

2. Método de Rangos Rangos interiores con ajuste proporcional | 0.045 No
Modificados a los espacios entre los efectos ordenados

3. Método de Espacios Ajusta los efectos ordenados cerrando los | 0.001 No
Ajustados huecos debidos a posibles datos anémalos

4. Mét. de Datos Anémalos | Identifica y reestima los datos anémalos | 0.033 St
Reestimados como si fueran observaciones faltantes

5. Método de Regresion Usa MM-estimacion de forma iterativa a | 0.034 No
Robusta I partir de un modelo selec. por muestreo

6. Método de Regresion Usa MM-estimacion de forma iterativa a | 0.047 No
Robusta II partir de un modelo sel. por regresién L1

7. Método Bayesiano de Cacula las probabilidades posteriores de | P=0.89 | Si
Box y Meyer (1987) efecto activo y de dato anémalo

Del estudio de simulacién del Capitulo 7 se desprende que el método 6 basado
en técnicas de regresion robusta es de los mds destacados para detectar los efectos
activos en los diferentes escenarios considerados. En particular, este método llega
casi a duplicar la potencia de deteccién de los efectos pequenos considerados en la
simulacion en relacién al método de rangos (Tabla 7.3) y en el escenario mds contam-
inado. Otro método destacado es el método de datos anémalos reestimados (método
4) que permite detectar los datos anémalos y los corrige antes de estimar y pasar a
detectar los efectos activos. Esto es interesante porque una vez detectados y corregi-
dos los datos anémalos se podria utilizar practicamente cualquiera de los métodos
mencionados por Hamada y Balakrishnan (1998), con lo que se abren bastantes las

posibilidades para encontrar nuevos métodos robustos.
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En esta primera vertiente, que tiene que ver con la contaminacion por datos anéma-
los, habria varias lineas que valdria la pena investigar en el futuro entre las que se
encuentran:

1. Calibrar el método de Box y Meyer (1987) y luego compararlo de manera justa
con los mejores métodos frecuentistas propuestos.

2. Explorar otros método hibridos. Por ejemplo, se podria utilizar alguna otra
prueba en lugar de la prueba de normalidad que utiliza Benski (1989), y para decidir
cudles efectos estdn activos también existirian otras posibilidades.

3. Ampliar los escenarios donde los métodos son comparados. Se sabe por estudios
publicados (H&B, (1998) y Chen (2003)) sobre los métodos en el caso normal sin datos
atipicos, que su desempeno depende del niimero de efectos activos que se consideran
en la simulacién, asi como el tamano de dichos efectos, o si todos son iguales o
diferentes. También puede ser interesante considerar otros tamanos del error global
EFER o buscar controlar el error individual I FR.

4. Investigar métodos robustos para la situacién donde no necesariamente aplica
el principio de escasez de efectos.

5. Utilizar otras medidas de desempeno para comparar los métodos (ver por
ejemplo Chen, 2003).

6. Investigar estrategias secuenciales, que son aquellos en los que se va decidiendo
la significancia efecto por efecto.

7. Afinar y calibrar los métodos nuevos mas prometedores encontrados en este
trabajo para que puedan aplicarse sin problemas a diferentes experimentos factoriales

con 8 o més de 16 corridas.

En la segunda vertiente de esta tesis se exploro la factibilidad de utilizar Seleccién
Bayesiana de modelos en el contexto de modelos lineales generalizados para detectar
efectos activos en experimentos factoriales con respuesta no normal. Se estudiaron los

casos Poisson, Binomial y Gama, ademés del caso Normal propuesto por Box y Meyer
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(1993). En el caso Poisson se consideraron diferentes ligas, mismas que mostraron
consistencia en el ejemplo analizado, en el cual todas las ligas detectaron los mismos
efectos activos.

En general los métodos Bayesianos propuestos muestran bastante potencial para la
deteccion de efectos activos en experimentos factoriales no replicados con respuesta no
normal, y son una alternativa viable a los métodos frecuentistas como la inferencia tipo
Wald y la inferencia basada en verosimilitud, ya que en experimentos no-replicados
o fraccionados el tamano de muestra es necesariamente pequeno. El problema con
la inferencia usual frecuentista es que estd basada en resultados asintéticos y hay
evidencia que permite afirmar que en factoriales no replicados se tiende a detectar un
exceso de efectos activos en la situacién donde solo hay efectos inertes.

Para cada modelo considerado se propone un método para incorporar la informa-
cién a priori sobre los coeficientes del predictor lineal. Por ejemplo, en cada caso
se propone una distribucién gama para el pardmetro (3,, cuyos hiperpardmetros se
deducen a partir de informacién minima que puede proporcionar el usuario antes de
correr el experimento. Para los pardmetros 3, se propone como distribucién a priori
la normal con media cero y varianza "inflada" a partir de una varianza base atribuida
al pardmetro f,,.

Una clara limitante del método es que la integraciéon con Monte Carlo (o Quasi-
Montecarlo) directo es muy tardada, y m&s por el hecho de la gran cantidad de
modelos posibles, que se incrementan geométricamente cuando aumenta el nimero
de efectos (factores) a estudiar. Recordemos que se debe resolver una integral por
cada modelo. En la medida de que las computadoras sean mads rapidas serd mas
atractiva su aplicacion, pero se pueden buscar formas mas eficientes de realizar dicha
simulaciéon. Por ejemplo, buscar solamente en los modelos hasta cierta cantidad de
términos o trabajar solamente con los modelos jerdrquicos (aquellos donde dado un
efecto de interaccién, se incluyen también en el modelo los efectos més simples que

componen dicha interaccién).
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Si bien los ejemplos considerados arrojaron resultados interesantes, habrfa varios
aspectos por explorar en el futuro, entre los que se encuentran:

1. Buscar maneras mds rapidas de hacer los cédlculos, posiblemente mediante
alguna aproximacién tipo BIC (Criterio de Informacién Bayesiana), que de paso evite
el problema de integracién numérica. O bien, buscar en subconjuntos de modelos més
reducidos, como pueden ser los modelos jerarquicos.

2. Probar los métodos en escenarios simulados, no solo con datos reales, de manera
que se pueda estudiar su desempeno en situaciones conocidas.

3. Proponer criterios para seleccionar la funcién liga més apropiada en un modelo

determinado.



141

Capitulo 13

Apéndice: Demostracion de la

Formula 3.3

En su método Bayesiano que contempla la posibilidad de datos anémalos, Box y Meyer
(1987) reportan sin demostracién que la probabilidad posterior de que un conjunto
particular de r; efectos esté activo y de que al mismo tiempo las observaciones r, sean

anémalas (evento a,, r,)) estd dada por

ay " ) " —ry7,—7r
P (A ly) o (1—041) (1—@2) AT (A1)
1/2
X0 Xw)

X
‘Frl + X(Tl)X(Tl) - SOX(T177'2)X(7'177'2)‘
x (S (?(7“177"2)) + ?(7“1,7“2)]?(7"1)?(7“1,7"2))

1/2

S (7o)
(ecuacién 3.3 del Capitulo 3) donde y es el vector de observaciones y X, ,,) es la
matriz de columnas y renglones de X que corresponden a los r; efectos activos y ry
observaciones anémalas, a; y as son las probabilidades a prior: de que un efecto
esté activo y de que un dato sea anémalo, respectivamente; v y k son los factores de

inflamiento de la varianza debida a efecto activo y a dato anémalo, respectivamente;
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y ademads

o = 1—-1/k* (A2)

~

T(rira) — (Frl + X(m)X(Tl) - SOX(m ﬂ"z)rX(m,rz))il (X(Tl)y - @X(h,rz)/y(rz))
S (?(Thrz)) = (y - X(Tl):’:(hﬂ?) ,(y - X(Tl):’:(hvm)) -
2 (Y(Tz) - X(TI,T2)/7:(7"177'2)) ,(Y(T2) - X(n,'rz)?(m,rz))

donde y(,,) son las supuestas observaciones anémalas. La matriz X de dimensién
n X n esta formada por las columnas que correponden a los n — 1 contrastes posibles
con los cuales se estiman los efectos de la manera usual (ver Capitulo 1), mds una

primera columna de unos.

A continuacién damos la demostracién de esta férmula que es muy similar a la
del método Bayesiano sin datos anémalos dada por Meyer y Box (1992). Agregando
a ésta las ideas de Box y Tiao (1968) se obtiene el resultado. Sea a(., ) €l evento
definido por un conjunto particular de r; efectos activos y un conjunto particular
de 75 observaciones anémalas. Esto es, r; representa las columnas de la matriz X
que corresponden a los efectos activos y 75 son los renglones de la matriz X y del
vector y que corresponden a los datos anémalos. Sea M; = M, ,,) el modelo con
pardmetro 3; asociado con el evento a, ., que de acuerdo a esto tiene 71 términos
independientes. El problema es encontrar la probabilidad posterior del evento a, )

dada por

P(Mry )P Qg
D) |y) = r1r))PY |atrir) (A3)

- Z ZP(M(TLTz)p(y ‘a(rl,rg))

1 T2

donde p(y }a(rln)) es la densidad predictiva de y dado el evento a(,, ,,), la cual resulta

de resolver la integral

p(y }a(’l“l,’l“g)) = /p(y |a(7“1,r2)7 97,) p(ez ‘a(rl,rg)) daza (A4)
e
donde © es el espacio de los pardmetros. El vector de pardmetros estd dado por

0, = (50,51, Loy . .. ,BTI,O') , que son los coeficientes de regresién y el pardmetro o.
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La parte dificil del problema es resolver esta tltima integral, considerando que cuando

ocurre el evento a,, ,,) se ajusta el modelo lineal
y = Xmlgi +€ (A5)

donde 3, = (BO, B1,Bay - - ,Bn) , X,, contiene las columnas de X que correponden a
los r; efectos activos y € es el vector de errores. Para permitir la posibilidad de ob-
servaciones anémalas suponemos que los errores que corresponden a las observaciones
anémalas provienen de una distribucién normal con varianza inflada k?¢? (k > 1) y
éstas ocurren con una probabilidad pequena as. Esto es, suponemos que cada error €

sigue la distribucién mezcla de normales
g~ (1 —az)N(0,0%) + ayN(0, k*0?).

Considerando que se tienen n observaciones en total de las cuales r = ry son
datos anémalos y s = (n — r) son observaciones normales, y denotando por X, y X,
las submatrices renglones de la matriz X,, que corresponden a las y, observaciones
normales y y, observaciones anémales, respectivamente, se tiene que la densidad de

y dado el evento de interés y el modelo asociado estd dada por

(ys B Xsﬁi),(YS B Xsﬂz) (YT _ Xrﬁi),(YT _ Xrﬁz)

(Y [a(r1,2), By, ) 0 "k exp {‘ 992 - 2202
(A6)

Se supone a priori que los pardmetros 5, (1 < i < 1) se distribuyen de manera

independiente normal con media cero y varianza inflada 202, esto es,

R X B,
p(ﬁi}a(mm,a)ow ‘o lexp{—%} (A7)
donde
110 O
L, ==
v 0 I,

b
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La media igual a cero de esta distribucién a priori refleja la ignorancia del signo
de cada efecto particular, y la magnitud del efecto relativa al ruido experimental se
captura a través del pardmetro «.Se considera la distribucién a priori no informativa

(ver Box y Tiao, 1973) para los pardmetros (3, y ¢ dada por

P50, |061) = P50 ) o - (A8)

Una vez definidas la verosimilitud y las distribuciones a priori procedemos a calcu-
lar la predictiva de interés dada en (A4), comenzando por integrar respecto al vector

de pardmetros 3,.

p(y |a@ry ) 0) = / - / P(Y |Gy r2), Bir @) P(By a0, 0) dB; (A9)
= 7 77”!{’”20(””1) exp {— (%) [(ys — X:B8:) (ys — X:8:)
+ <%> (vr = X:8;) (yr — X,:8;) + ﬁZTrle-] }
Utilizando la identidad
XX, 15X K, = X, X, — 0K X

donde la matriz X,, ,, contiene las columnas que corresponden a los r; efectos activos

y los ry de las observaciones anémalas, la integral anterior (A9) se puede escribir como

oo o0

1 ,
prbinnse) = [ [ oo (- (o) - wo

—00 —O0

(y - X?“yBi) - ¢ (yrz - XTszﬂi)’(yTz - Xhmﬁi) + /BZTTU@z]}

Sea

S(Bz) = (y - XTlIBi)/(y - XTUBZ') - (YTQ - XTsz/Bi)’(yrz - Xhmﬂi) + /BiTﬁ/@i
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que se puede escribir como

S(8,) = S(B) + (B, — B.) T, + X, X, = X0 Xors] (8 - B)

donde
/Bi - (]‘_‘7'1 + XT‘1XT1 - SOX7‘17‘2X7'17‘2)71 (XT'1’}’ - X'rlrg,},rz) .

Reacomodando términos y multiplicando y dividiendo por
1/2
‘Frl + XT1X7“1 - ()DXT1T2XT1T2| /

se busca completar la integral de una distribuciéon normal multivariada, lo que lleva

a la expresion

p(y |a(r1,r2)7 U) - 7_” k_mo-_(n_l) |FT1 + men - SDXT'17‘2XT'1T2 |_1/2 (All)
1 N _
X exXp {_ <F> [(y - XT1/8i> <y - Xmﬂi)

- @ (:Ym - Xmm/@i) ,<Y7“2 - erz@i) + //B\zrmgz} }

X / “ e / |I‘7"1 + X‘T1X7'1 - ()OX-TlT‘QXTYVQ |1/2

-1 ~\
X exp (T‘Q <ﬂz - Bz) [Fm + XhX?‘l

—eX, 1 Xora] (B = B:) ) 4B,

donde el valor de la integral es uno, al ser la integral en todo el soporte de una dis-
tribucién normal multivariada, quedando solamente lo que estd afuera de la integral.

De esta forma

p(y }a(ﬁ,m)a U) & /7_7“10_(”_1) Ty + X, X, — @erzxnrzlilﬂ (A12)

con—{(35) [(v-x8) (v x.5)

- (Ym - Xrl’/‘zgi) /<ym - Xntz) + Bﬂ“rﬁi] } )
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pero falta por integrar respecto a o, es decir,

p(y |a(7‘177"2)) - k_TQV_Tl |F7‘1 + XT1X7'1 - SOXT'lT'ZXTlT'Q |_1/2 (Alg)
r n—1)— 1 ~\ -
X/U (=D~ exp — { (272> [(Y - Xn@) (y - Xnﬁi)
0
— ¢ (yTz - XT1T26i> ,<yT2 - XTszﬁz) =+ 6ZT"'1/6”Li| } do.
Se define la transformacién
1 ~\ ~
u = T‘Q |:(y - Xmﬁi) (y - Xmﬁi)

—P\Yr: — Xrl’/‘zBi) ,<ym - angBi) + BZTHBZ}
— S(B)/20°

de manera que

y el Jacobiano de la transformacién es

~

1/2
do = — [S(ﬂ)} 2712732y,
Sustituyendo en la integral (A13) se tiene que

PV |aGrr) o VTR, 4 XKy — 90X, X[ (A14)

by . q1/2 -n/2 . 1/2
X / ([sm)} (2u)> [sw)} 911247312 oxp {—u} du
0
~ 7—(n-1)/2
= fy_rl ‘]‘_‘7’1 + XT'IX7’1 - SOXT'IT2X7"17"2|71/2 |:S(/6):|

x]o(u)nTll exp {—u} du.

La integral en términos de u es la integral de una funcién gama, que es una constante,
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de manera que

p(y |a(7“1ﬂ"2)) o TR |FT1 + X X, — (PXT1T2XT1T2|_1/2 (A15)
X [(y - XTIBi) ,<y - XnBi)

(n—=1)
2

- <Y7"2 - anzBi) /(Ym - XTN‘zZ;z) + Birn]

Por otra parte, la predictiva para el modelo nulo con ninguna observacién anémala

seria

p(y|a@) o |XeXo|V* x (y - XOB()) ,<y _ XOBO> (A16)
= |XXo| % x S(B,)

donde X, es el vector de unos de dimensién 16 (primera columna de X) y S(3,) =
(y —¥)'(y —¥) cony el vector con 16 entradas iguales a la media 7 de las observa-
ciones. De la ecuacién (A3) tenemos que la probabilidad posterior del evento a(, r,)
estd dada por

p(a(m,rz) |Y) =(Cx p(M(m,rz))p(y }a(m,rz)) )

donde C es la constante de normalizacién y p(M(,, r,)) es la probabilidad a priori del
modelo con r; efectos activos y de que, al mismo tiempo, ocurran r, datos anémalos.

Esta probabilidad a prior: estda dada por

B v 71 oy T2
p(M(Tl,'I‘g)) = (1 — Oél) X (1 — ()52) .

donde o es la probabilidad a priori de que un efecto particular esté activo y as es

la probabilidad a priori de que un dato se anémalo.
Expresando la predictiva p(y ‘a(mm)) en relacion a la predictiva del modelo nulo

y sin datos anémalos p(y |a(0)) , la probabilidad posterior deseada se puede expresar
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CO1mo

2 o " Q " —r17.—T
p(a(m,rz) |Y) = C( . ) < 2 > Y LR (A17)

11— 1— o
XoXw|"
Loy + X X)) = X 1) X ra) |
y < S (Frra) +7 (rl,m)Tm)?(rl,w))
S (T) ’

donde C”es una nueva constante de normalizacion. Esta es la expresion a la que se

X

1/2

queria llegar (ecuacién 3.3), donde los términos que la componen se definen en la

ecuacion (A2)..
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Capitulo 14

Apéndice: Programas

14.1 Deteccién de Efectos Activos en Experimen-
tos Factoriales No-Replicados Contemplando

la Posibilidad de Datos Anémalos

En esta seccién se presentan los programas desarrollados en SPLUS para aplicar,
tanto los métodos existentes como los métodos propuestos en este trabajo de tesis, en
el andlisis de factoriales no-replicados contemplando la posibilidad de observaciones
anémalas en el experimento.

Con excepcién de método Bayesiano de Box y Meyer (1987), en todos los métodos
programados se explota la idea de Aguirre-Torres y Pérez-Trejo (2001) de aplicar
una variante del método hibrido de Benski (1989) al vector de efectos estimados de
manera robusta. Asf, comenzamos enlistando el método de rangos de AT&PT (2001)
en el cual se senala lo especifico del método entre los comentarios comienza-método
y termina-método, en el entendido de que el resto del programa es lo mismo para
todos los métodos. Por ello, sélo se enlistard la parte entre dichos comentarios en los

métodos subsecuentes.
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14.1.1 Método de Rangos

# METODO DE RANGOS (Aguirre-Torres y Pérez-Trejo, 2001)
# PRIMERO DECLARE LOS DATOS:
Y1 <- c(47.46,49.62,43.13,46.31,51.47,48.49,49.34,46.10,
46.76,48.56,44.83,44.45,59.15,51.33,47.02,47.90)
# MATRIZ DE SIGNOS DE UN FACTORIAL 274
X0 <- c(1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1)
X1 <- c(-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1)
X2 <- c(-1,-1, 1, 1,-1,-1, 1, 1,-1,-1, 1, 1,-1,-1, 1, 1)
X3 <- c(-1,-1,-1,-1, 1, 1, 1, 1,-1,-1,-1,-1, 1, 1, 1, 1)
X4 <- c(-1,-1,-1,-1,-1,-1,-1,-1, 1, 1, 1, 1, 1, 1, 1, 1)
X1X2 <- X1*X2; X1X3 <- X1*X3; X1X4 <- X1*X4; X2X3 <- X2*X3
X2X4 <- X2*X4; X3X4 <- X3*X4; X1X2X3 <- X1xX2%X3
X1X2X4 <- X1*X2#X4; X1X3X4 <- X1*X3%X4; X2X3X4 <- X2*X3*X4
X1X2X3X4 <- X1¥X2%X3%X4
X <-cbind(X1,X2,X3,X4,X1X2,X1X3,X1X4,X2X3,X2X4,X3X4,X1X2X3, X1X2X4,
X1X3X4,X2X3X4,X1X2X3X4)
# "EFAC" ES EL VECTOR DE RESULTADOS: O ES EFECTO INERTE, 1 ES ACTIVO
EFX1 <- 0; EFX2 <- 0; EFX3 <- 0; EFX4 <- 0;
EFX1X2 <- 0; EFX1X3 <- 0; EFX1X4 <- 0; EFX2X3 <- 0;
EFX2X4 <- 0; EFX3X4 <- 0; EFX1X2X3 <- 0; EFX1X2X4 <- 0;
EFX1X3X4 <- 0; EFX2X3X4 <- 0; EFX1X2X3X4 <- O;
EFAC <- cbind(EFX1, EFX2, EFX3, EFX4, EFX1X2, EFX1X3, EFX1X4, EFX2X3,
EFX2X4,EFX3X4, EFX1X2X3, EFX1X2X4, EFX1X3X4, EFX2X3X4, EFX1X2X3X4)
# —mmmmmm - COMIENZA METODQ -----------——————————————— #
NOMBRE <- "METODO DE RANGOS"; PC <- 0.033
# TRASFORMACION DE RANGOS Y EFECTOS ESTIMADOS
Y2 <- rank(Y1); CON2 <- t(X)%*%Y2; EF2 <- CON2/8



e TERMINA METOD0 —-------——————————————————— #
# POSICIONES DE GRAFICACION PARA LA PRUEBA DE NORMALIDAD
n <- 15; alfa <- rep(0,n); p <- rep(0,n)
for (i in 2:n-1)
{
alfa[i] <- 0.275499 + 0.072884*(log(n))"0.41148
alfa[1] <- 0.205146 + 0.1314965%(log(n))~0.226701
alfal[n] <- alfal1]
}
for (j in 1:n)
{
pljl <- (j-alfa[jl)/(n-2*alfal[jl+1)
m <- gnorm(p)
}
# ESTADISTICO W
EFORD <- sort(EF2)
NUMERADOR <- (sum(m*EFORD)) "2
DENOMINA <- (sum(m#*m))*(n-1)*var (EFORD)
W <- NUMERADOR/DENOMINA
# SIGNIFICANCIA
A <- 1.031918 - 0.183573%(0.1%n) "-0.5447402
B <- -0.5084706 + 2.076782%(0.1%n)~-0.4905993
C <-((W-A)/B + 0.0486128 )/0.02760309-10g(100)
PR <- exp(C)
# PRUEBA DE DISPERSION DE LOS CUARTOS
FL <- (EFORD[4]+EFORD[5])/2
FU <- (EFORD[11]+EFORD[12])/2
DF <- FU-FL
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EFACT <- EFORD[abs (EFORD) >2*DF]
EFACTR <- length(EFACT)
# DETECCION DE EFECTOS ACTIVOS
if (PR < PC && EFACTR > 0)

{for (i in 1:15) if (abs(EF2[i])>2#DF) EFAC[i] <- 1};
# EFECT0OS, EFECTOS ACTIVOS Y EFECTOS EN PAPEL NORMAL
EFECTOS <- EF2; EFAC; probplot (EFECTOS) ;

mtext (outer=F, NOMBRE, line=.5, side=3);

14.1.2 Meétodo de Rangos Modificados

I COMIENZA METODQ---------—-—=———————————— #
NOMBRE <- "METODO DE rangos modificados"; PC <- 0.045
Y1STR <- rep(1,16); Y11 <- rep(1,16)
Y18 <- sort(Y1); DISOR <- Y1S[15]-Y1S[2]; posYl <- order(Y1)
Y1STR[16] <- 16; Y1STR[15] <- 15; Y1STR[1] <- 1; Y1STR[2] <- 2;
for (i in 3:15)
{
Y1STR[i] <- Y1STR[i-1]+((Y1S[i]- Y1S[i-1])/DISOR)*13
}
for (i in 1:16)
{Y11[posY1[i]11<-Y1STR[il}
# EFECT0S ESTIMADOS
Y2 <- Y11; CON2 <- t(X)%*%Y2; EF2 <- CON2/8
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14.1.3 Meétodo de Ajuste de Espacios Entre Efectos

# o——— COMIENZA METODQ-----------————————- #
NOMBRE <- "METODO DE AJUSTE DE ESPACIOS ENTRE EFECT0S"; PC <- 0.001
# CALCULO DE LOS EFECTOS Y DE LOS OCHO HUECOS CENTRALES
CON2 <- t(X)%*%Y1
EF2 <- CON2/8; EFOR1 <- sort(EF2); posi <- order (EF2)
GAPS <- rep(0,8)
for (j in 1:8) {GAPS[j] <- (EFOR1[j+4]-EFOR1[j+31)}
MD <- median(GAPS)/0.07
# SEIS HUECOS CENTRALES DE EFECT0S ESTANDARIZADOS
EF2 <- EF2/(MD/2) # EFECTOS ESTANDARIZADOS
EFORD <- sort(EF2)
GAPS <- rep(0,6)
for (j in 1:6) {GAPS[j] <- (EFORD[j+5]-EFORD[j+4]1)}
posGap <- order (GAPS)
GAP6 <-GAPS[posGap[6]]; GAP5 <-GAPS[posGap[5]];
GAP4 <-GAPS[posGap[4]];
# AJUSTE DE LOS TRES MAYORES GAPS DE LOS SEIS INTERIORES
for (j in 1:15){if (j < posGap[6]+ 5) EFORD[j]<-EFORD[j]+
(GAP6 - 0.023)/2 else EFORD[j]<-EFORD[j]- (GAP6 -0.023)/2}
for (j in 1:15){if (j< posGap[5]+5) EFORD[j]<-EFORD[j]+
(GAP5-0.015)/2 else EFORD[j]<-EFORD[j]- (GAP5-0.015)/2}
for (j in 1:15){if (j< posGap[4]+5) EFORD[j]<-EFORD[j]+
(GAP4-0.01)/2 else EFORD[j]<-EFORD[j]- (GAP4-0.01)/2}
for (i in 1:15)
{EF2[posi[i]]<-EFORD[i]}
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14.1.4 Método de Estimacién de Datos Extremos (Anéma-

los)

e COMIENZA METODQ-------—-——=——=——=—————— #

NOMBRE <- "METODO DE DATOS EXTREMOS REESTIMADOS"; PC <- 0.033

# AJUSTE DE LA REGRESION L1

REGL1 <- 11fit(XR,Y1, intercept=T, print=F)

RESIDUOS <- REGL1$res; YGORRO <- rep (0,16)

for (i in 1:16) {YGORRO[i] <- XRO[i,]%*/REGL1$coef}

YGRES <- cbind(YGORRO,RESIDUQOS)

# CONSTRUCCION DE LA MATRIZ DE DISTANCIAS

distancias <- dist(YGRES,metric ="euclidean"); MD <-matrix(0,16,16);
for (i in 1:16)

{
for (j in 1:16)
{
if (1<j)
MD[i,jl<- distancias[16%(i-1) - i*(i-1)/2 + j-i]
}

}

for (i in 1:16)

{
for (j in 1:16)
{
MD[j,il<- MD[i,j]
}

}

# ANALISIS DE CLUSTER
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CLUST <- hclust(distancias, method = "connected")

# DETERMINACION DE LOS CANDIDATOS A OUTLIERS, SU POSICION Y DISTANCIA

A LA CUAL SE AGRUPAN

pasos <- ¢(1,2,3,4,5,6,7,8,9,10,11,12,13,14,15)

COMB <- cbind(pasos,CLUST$merge)

COMBS <- select.rows(COMB, rows=[(COMB[,2]<0 |COMB[,3]<0)])

nc <- dim(COMBS) [1]; COMBR1 <- COMBS[nc,];COMBR2 <- COMBS[nc-1,]

negal <- rbind(COMBR2,COMBR1)

PASO1 <- negall1,1]; PASO2 <- negall2,1]

negal[1,1] <- negall[1,2]; negal[2,1] <- negall[2,2]

# MANEJANDO LA UNION DE DOS DATOS EXTREMOS QUE APARECEN POR PRIMERA

VEZ, LOS CUALES SE AGRUPAN AL RESTO DE LOS DATOS A UNA DISTANCIA MAYOR

COMBSC <- select.rows(COMB, rows=[(COMB[,1]>PAS02)])

DIFER1 <- sum(COMBSC==PAS01);

nr <- dim(COMBSC) [1]

if (DIFER1==0) renl <- O

if (DIFER1==1) {renl <- ((which(COMBSC==PAS01))%nr);

if (ren1==0) renl <- nr}

DIFER2 <- sum(COMBSC==PAS02);

if (DIFER2==0) ren2 <- 0O

if (DIFER2==1) {ren2 <- ((which(COMBSC==PAS02))%nr);

if (ren2==0) ren2 <- nr}

if ((negall1,3] < 0) &% (DIFER1 ==1) && (COMBSC[renl,1] > PAS02))
{negal[1,1] = negall[1,3]; negall[2,1] = negalll,2];

PASO1 <- COMBSC[renl1,1]; PASO2 <- COMBSC[ren1,1]}

if (negall[2,3] < 0) {negall1,1] = negall2,3]; negall[2,1] = negall2,2];

PASO1 <- COMBSC[ren2,1]; PAS02 <- COMBSC[ren2,1]1}

# DISTANCIA CRITICA
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DISTAN <- select.rows(CLUST$height, 1:PAS02)
L3SD <- quantile(DISTAN,c(.75))+2.2*diff (quantile (DISTAN,c(.25, .75)))
# INICIA PROCEDIMIENTO PARA ESTIMARLOS COMO OBSERVACIONES PERDIDAS
LETRA1 <- XY[,-negal[1,1]1]1*XY[,-negal[2,1]]
LETRAS <- cbind(X0,X0,X0,X2,X0,X3,X3,X2X3,X0,X4,X4,
X2X4,X4 ,X3X4,X3X4,X2X3X4)
COL <- 0
for (i in 1:16)
{
VALOR <- LETRA17*%XY[,i]
if (VALOR==16) COL <- i
+
LETRA2 <- XY[,COL]*LETRAS[,COL]
LETRA3 <- LETRA2*ABCD # CONTIENE EL SEGUNDO CONTRASTE A UTILIZAR
if (CLUST$height [PASO1] > LSD) {Y1[-negal[1,1]1]1=0;
Yi[-negal[2,1]]1=0; Y11 <- Y1;
TOTAL1 <- -sum(ABCD*Y11); TOTAL2 <- -sum(LETRA3*Y11)}
if (CLUST$height [PASO1] > LSD) {DENOM <-rbind(c(ABCD[-negall1l,1]],
ABCD[-nega1[2,1]]),c(LETRA3[-negal1[1,1]],LETRA3[-negal[2,1]]1));
NY1<-rbind(c(TOTAL1,ABCD[-negal[2,1]]),c(TOTAL2,LETRA3[-negal[2,1]1));
NY2<-rbind (c (ABCD [-negal[1,1]],TOTAL1) ,c(LETRA3[-negal[1,1]],TOTAL2))}
if (CLUST$height [PASO1] > LSD) {Yi[-negall[l,1]]=det(NY1)/det (DENOM);
Y1[-negal[2,1]]=det (NY2)/det (DENOM)}
if ((CLUST$height [PASO02] > LSD)&(CLUST$height [PASO1] < LSD))
{Y1[-nega1[2,1]1]1=0; Y11 <- Y1; TOTAL1 <- -sum(ABCD*Y11);
Yi[-negal[2,1]] <- sign(ABCD[-negal([2,1]])*TOTAL1}
Y2 <- Y1
# CALCULO DE EFECTOS PARA LA RESPUESTA CORREGIDA Y2



CON2 <- t(X)%x%Y2; EF2 <- CON2/8; EFORD <- sort(EF2)
# ——— - TERMINA METODQ ------——-—----—————-- #
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14.1.5 Meétodo Basado en Técnicas de Regresién Robusta 1

B COMIENZA METQDO---——----=—————---————- #

NOMBRE <- "MET.BASADO EN TECNICAS DE REGRESION ROBUSTA I"; PC<-0.034

# SELECCION ROBUSTA DE LA PARTE FIJA DEL MODELO
N <- c(1,2,3,4,5,6,7,8,9,10,11,12,13,14,15,16)
X <- cbind(X0,X1,X2,X3,X4,X1X2,X1X3,X1X4,X2X3,X2X4,X3X4)
XI <- cbind(X1X2X3,X1X2X4,X1X3X4,X2X3X4,X1X2X3X4)

BETAO <- solve(t(X)%*%hX)%*%ht (X)%*%Y1; SCR1 <-sum(abs(Y1-X%*%BETAO));

RENG1 <- c(1,2,3,4,5,6,7,8,9,10,11,12,13)

for (j in 1:40)

{

RENG <- sample(N, size=13)

XX<-rbind (X[RENG[1],],X[RENG[2],],X[RENG[3],],X[RENG[4],],
X[RENG[5],],X[RENG[6],],X[RENG[7],],X[RENG[8],], X[RENG[9],],
X[RENG[10],],X[RENG[11],],X[RENG[12],],X[RENG[13],])

YY1 <- rbind(Y1[RENG[1]],Y1[RENG[2]],Y1[RENG[3]],Y1[RENG[4]],
Y1[RENG([5]],Y1[RENG[6]],Y1[RENG[7]],Y1[RENG[8]], Y1[RENG[9]],
Y1[RENG[10]],Y1[RENG[11]],Y1[RENG[12]],Y1[RENG[13]])

BETAO <- solve (t (XX)%*%XX) %%t (XX) %*%YY1

SCR <- sum(abs(YY1-XX%*%BETAO))
if (SCR < SCR1) {BETAO1<-BETAO; SCR1<-SCR; RENG1 <- RENG}
}

BETAO1 <- BETAO01[-1]

# METODO ROBUSTO DE ESTIMACION 1mRobMM
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BETAR <- rep(0,15); BETABS <- abs(BETAO1); BS <- order (BETABS)
for (k in 1:6)
{
XXX<-cbind(X[,BS[10]+1],X[,BS[9]+1],X[,BS[8]+1],X[,BS[7]+1],X[,BS[k]+1])
ROBUS<-1mRobMM(Y1~XXX,robust.control=1mRobMM.robust.control (t1o=0.0001,
tua=1.5e-06, mxr=50,mxf=50, mxs=50,t1=1e-1000,estim="Auto", seed=1313,
level=0.01, efficiency=0.993, sampling="Random",
weight=c("Bisquare","Bisquare")))
BETAR[11-k] <- ROBUS$coef [6]
}

BETAR[1] <- ROBUS$coef [2]

BETAR[2] <- ROBUS$coef [3]

BETAR[3] <- ROBUS$coef [4]

BETAR[4] <- ROBUS$coef [5]
for (k in 1:5)
{
XXX<-cbind(X[,BS[10]+1] ,X[,BS[9]+1] ,X[,BS[8]+1] ,X[,BS[7]+1],XI[,k])
ROBUS<-1mRobMM(Y1~XXX,robust.control=1mRobMM.robust.control(tlo=0.0001,
tua=1.5e-06, mxr=50,mxf=50, mxs=50,tl=1e-1000,estim="Auto", seed=1313,
level=0.01, efficiency=0.993,sampling="Random",
weight=c("Bisquare", "Bisquare")))

BETAR[10+k] <- ROBUS$coef [6]

}
for (i in 1:10) {BETABS[BS[11-i]]1<-BETAR[il}
for (i in 1:10) {BETAR[i]<-BETABS[i]}
EF2 <- BETAR; EFORD <- sort(EF2)
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14.1.6 Meétodo Basado en Técnicas de Regresién Robusta 11

NOMBRE <- "TECNICAS DE REGRESION ROBUSTA II"; PC <- 0.047
# SELECCION ROBUSTA DE LA PARTE FIJA DEL MODELO
XB <- cbind(X1,X2,X3,X4,X1X2,X1X3,X1X4,X2X3,X2X4,X3X4)
XI <- cbind(X1X2X3,X1X2X4,X1X3X4,X2X3X4,X1X2X3X4)
REGL1 <- 11fit(XB,Y1, intercept=T, print=F)
BETAO1<-REGL1$coef; BETAO1 <- select.rows(BETAO1, 2:11)
# METODO ROBUSTO DE ESTIMACION 1mRobMM
BETAR <- rep(0,15)
BETABS <- abs(BETAO1); BS <- order(BETABS)
for (k in 1:6)
{
XXX<-cbind(XB[,BS[10]],XB[,BS[9]],XB[,BS[8]],XB[,BS[7]1],XB[,BS[k]])
ROBUS<-1mRobMM(Y1~XXX,robust.control=1mRobMM.robust.control (t1lo=0.0001,
tua=1.5e-06, mxr=50,mxf=50, mxs=50,t1=1e-1000,estim="Auto", seed=1313,
level=0.01, efficiency=0.993, sampling="Random",
weight=c("Bisquare", "Bisquare")))
BETAR[11-k] <- ROBUS$coef [6]
}
BETAR[1] <- ROBUS$coef [2]
BETAR[2] <- ROBUS$coef [3]
BETAR[3] <- ROBUS$coef [4]
BETAR[4] <- ROBUS$coef [5]
for (k in 1:5)
{
XXX <- cbind(XB[,BS[10]],XB[,BS[9]1],XB[,BS[8]],XB[,BS[7]1],XI[,k])
ROBUS<-1mRobMM(Y1~XXX,robust.control=1mRobMM.robust.control(tlo=0.0001,
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tua=1.5e-06, mxr=50,mxf=50, mxs=50,tl=1e-1000,estim="Auto", seed=1313,
level=0.01, efficiency=0.993, sampling="Random",
weight=c("Bisquare","Bisquare")))

BETAR[10+k] <- ROBUS$coef [6]

}
for (i in 1:10){BETABS[BS[11-i]]<-BETAR[i]}
for (i in 1:10){BETAR[i]<-BETABS[il}
EF2 <- BETAR; EFORD <- sort(EF2);

14.1.7 Meétodo Bayesiano de Box y Meyer que Admite la
Posibilidad de Datos Anémalos

El procedimiento iterativo propuesto por Box y Meyer (1987) comienza por suponer en
un primer paso la ausencia de observaciones anémalas. En un segundo paso y con los
efectos que hayan resultado més importantes, digamos con probabilidades posteriores
de 0.5 o més, se supone temporalmente el modelo correspondiente y se calculan las
probabilidades posteriores de que los datos sean anémalos. Luego, en un tercer paso
y suponiendo como datos anémalos los que tengan probabilidades posteriores altas
(> 0.5) en el paso anterior, se vuelven a calcular las probabilidades posteriores de
que los efectos estén activos, y asi sucesivamente. Este procedimiento generalmente
converge en una o dos iteraciones.

A continuacién se presenta el programa paso a paso, y es también como se debe
correr el programa, puesto que la salida de un paso es la entrada del siguiente. Incluso
se recomienda correr de manera separada cada uno de los bloques donde se obtienen

y ordenan los conjuntos potencia de los 15 efectos y 16 observaciones.
Comienza Programa

# PASO 1: SUPONIENDO QUE NO HAY DATOS ANOMALOS SE CALCULAN
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LAS PROBABILIDADES POSTERIORES DE QUE LOS EFECTOS SEAN
ACTIVOS.

# VECTOR Y VALOR DONDE SE GUARDAN LA PROBABILIDAD POSTERIOR
DE CADA EFECTO Y SU ACUMULADO

nnl1<-15; ppEFl <- rep(0,nni+1); ppTl <- 0

# INFORMACION A PRIORI TOMADA DE BOX Y MEYER (1987)

alfl <- 0.2; alf2 <- 0.05; g <- 2.5; h <- 5; fi <- 1-1/h"2
re <- O # SE SUPONE QUE NO HAY DATOS ANORMALES

# SE OBTIENE EL CONJUNTO POTENCIA DE LOS nni1=15 EFECTOS

powerSet <- function(x)

{
K <- NULL
for(m in x)
K <- rbind(cbind(K, F), cbind(K, T))
apply (K, 1, function(x, s) s[x], s = x)
}

xx1 <- powerSet(1:nnl)

xx1 <- xx1[-1]

# SE ORDENA EL CONJUNTO POTENCIA DE LOS nni=15 EFECTOS
numdatl <- length(xxl); ps <- rep(0,numdatl)

for (i in 1:numdatl) {ps[i] <- length(xx1[[il])}

xxl <- xx1[sort.list(ps)]

# DATOS DE EJEMPLO 1

y <- c(47.46,49.62,43.13,46.31,51.47,48.49,49.34,46.10,
46.76,48.56,44.83,44.45,59.15,51.33,47.02,47.90)

# EFECTOS Y SU MATRIZ DE SIGNOS
X00 <- c(1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1)
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<-c(-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1,1)
<-c(-1,-1, 1, 1,-1,-1, 1, 1,-1,-1, 1, 1,-1,-1, 1,1)
c(-1,-1,-1,-1, 1, 1, 1, 1,-1,-1,-1,-1, 1, 1, 1,1)
<-c(-1,-1,-1,-1,-1,-1,-1,-1, 1, 1, 1, 1, 1, 1, 1,1)
<- A*B; G <- AxC; H <- AxD; I <- BxC; J <- B*D; K <- CxD

F m O Q W =
0

<- A*B*C; M <- A*B*D; N <- A*C*D; 0 <- B*C*D; P<-A*B*C*D
Cr <- cbind(4,B,C,D,E,G,H,I,J,K,L,M,N,0,P)
# PROBABILIDADES POSTERIORES PARA MODELO SIN TERMINOS
ppEF1[1] <- 1; ppTl <- 1

# PROBABILIDADES POSTERIORES PARA MODELOS CON HASTA 7
EFECTOS (16383 MODELOS)
for(i in 1:16383)
{
ps <- xx1[[il]; te <- length(ps)
Xrl <- cbind(X00,Cr[,ps]); Xrir2 <- rep(0,te+l);
yr2 <- 0; gg <- matrix(0,te+l,te+l)
for (ii in 1:te) {gglii+1,ii+1] <- 1}; ggl <- (1/g"2)*gg
trir2 <- solve(ggl+t (Xrl))x)Xri-fixt (t(Xrir2))%*%Xrir2)
Tox % (t (Xr1) fxhy—fixt (£ (Xrir2) ) %x%yr2)
Srir2 <- t(y-Xri1lx%trir2)¥%*%(y-Xri)*itrir2)

—fixt (yr2-Xrir2y/*trir2) ¥*% (yr2-Xrir2)*)trir2)
ppl <-((alfi*g~-1)/(1-alf1)) tex((alf2*h~-1)/(1-alf2)) re
pp2 <- 4/det(ggl+t (Xrl)Y*%Xri-fixt (t(Xrir2))%*%Xrir2) 0.5
pp3 <- ((Srir2+t(trir2)ixlgglixhtrir2)

/t (y-mean(y) ) %*%(y-mean(y)))~-7.5
ppEF1[ps+1] <- ppEF1l[ps+1] + ppl*pp2*pp3
ppT1 <- ppTi+ ppl*pp2*pp3
}
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# NORMALIZACION Y GRAFICACION DE LAS PROBABILIDADES

POSTERIORES

posterior <- ppEF1/ppT1

names <- c("O","A", "B","C","D","AB", "AC","AD","BC","BD",
"CD", "ABC", "ABD", "ACD", "BCD","ABCD")

barplot(posterior,names=names,xlab="Efectos, Sin Suponer

Datos Andémalos", ylab="Prob. Posterior de Estar Activo")

### TERMINA PASO 1 ###

Del grafico resultante de este primer paso se toman temporalmente como importantes
los efectos con probabilidades posteriores altas, digamos mayores a 0.5, sin que esto
implique que esta regla se deba aplicar de manera estricta. Con este modelo se entra

al paso 2.

# PASQO 2: CALCULANDO LAS POSTERIORES DE QUE LOS DATOS SEAN
ANOMALOS, SUPONIENDO POR EL MOMENTO EL MODELO IDENTIFICADO EN
EL PASO ANTERIOR.

# CONSTRUCCION DE MATRICES Xri y gg PARA EL MODELO
SELECCIONADO EN PASO 1
Xrl <- cbind(X00,Cr[,2],Cr[,3])
gg <- matrix(0, 3, 3); ggl2,2] <- 1; ggl3,3] <- 1;
te <- 2 # DOS TERMINOS ACTIVOS SE DETECTARON EN EL PASO 1
# CALCULANDO EL CONJUNTO POTENCIA DE LOS nn2=16 DATOS
powerSet <- function(x)
{

K <- NULL

for(m in x)

K <- rbind(cbind(K, F), cbind(K, T))

apply(K, 1, function(x, s) s[x], s = x)
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}
nn2 <- 16
xx2 <- powerSet(1:nn2)

xx2 <- xx2[-1]

# SE ORDENA EL CONJUNTO POTENCIA DE LOS nn2=16 DATOS
numdat2 <- length(xxl); ps <- rep(0,numdat2)
for (i in 1:numdat2) {ps[i] <- length(xx2[[i]1)}

xx2 <- xx2[sort.list(ps)]

# CONTADORES Y ACUMULADORES

pYY <- rep(0,nn2) # PROBABILIDADES POSTERIORES DE QUE
CADA DATO SEA ANGMALOD

ppyy <- O # ACUMULA TODAS LAS PROBABILIDADES POSTERIORES

# INICIA CALCULO DE PROBABILIDADES POSTERIORES USANDO 14892
MODELOS, QUE SON LOS CONJUNTOS CON A LO MAS 6 DATOS ANOMALOS
for(i in 1:14892)
{
ps <- xx2[[i]]
re <- length(ps)
if (re == 1)
{
Xrir2 <- Xril[ps,]
yr2 <- as.matrix(yl[ps])
trir2 <- solve(gg+t (Xrl)/x/Xri-fixt (t (Xrir2))%*%Xrir2)
Tox% (6 (Xrl) fxhy—-fixt (t (Xrir2) ) %*%yr2)
Srir2 <- t(y-Xri1l)xitrir2) 7%+’ (y-Xrl1l*itrir2)
—fixt (yr2-Xrir2y*trir2) /%* (yr2-Xrir2/*)trir2)
ppl <- ((alfilxg~-1)/(1-alf1l)) tex((alf2*h~-1)/(1-alf2)) re
pp2 <- 4.0/sqrt(det(gg+t (Xrl) %x%Xri-fixt (t (Xrir2))%*%Xrir2))
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pp3 <- ((Srir2+t(trir2)%x*lgglh*lhtrir2)/
t (y-mean(y) ) %*%(y-mean(y))) ~(-7.5)

else

Xrir2 <- Xril[ps,]
yr2 <- as.matrix(yl[ps])
trir2 <- solve(gg+t (Xrl)%*/Xri-fi*t (Xrir2)%*%Xrir2)
T*% (t (Xr1) Yxdy-fi*xt (Xrir2) %*yr2)
Srir2 <- t(y-Xr1lx¥%trir2) %% (y-Xr1)*jtrir2)
—fixt (yr2-Xrir2yxtrir2) %*% (yr2-Xrir2)*)trir2)

ppl <- ((alfixg~-1)/(1-alfl)) tex((alf2xh™-1)/(1-alf2)) re
pp2 <- 4.0/sqrt(det(gg+t (Xrl)%*%Xri-fixt (Xrir2)%*%Xrir2))
pp3 <- ((Srir2+t(trir2)%x*lgglh*lhtrir2)/
t (y-mean(y) ) %*%(y-mean(y))) ~(-7.5)
}
pYY[ps] <- pYY[ps] + ppl*pp2*pp3
PPYy <- PPyy + ppl*pp2*pp3
}
# NORMALIZACION Y GRAFICACION DE PROBABILIDADES POSTERIORES
posterior <- pYY/ppyy
names <- paste("Ren",1:nn2,sep=".")
barplot (posterior,names=names,srt=90,xlab="0bservaciones,
Suponiendo Modelo B y C", ylab="Prob. Posterior de Ser
Anémalo")

### TERMINA PASO 2 ###
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Las observaciones que hayan resultado anémalas en el segundo paso se suponen como
tal y se vuelven a calcular las probabilidades posteriores de que los efectos estdn

activos. Esto se hace en el tercer paso.

# PASO 3: SE VUELVEN A CALCULAR LAS PROBABILIDADES
POSTERIORES DE QUE LOS EFECTOS ESTAN ACTIVOS SUPONIENDO
LAS OBSERVACIONES ANOMALAS DETECTADAS EN EL PASO ANTERIOR.

# SE DEFINEN LAS OBSERVACIONES ANOMALAS ENCONTRADAS EN EL
PASO 2, EN ESTE CASO ES SOLO LA OBSERVACION 13
YA1 <- 13; re <- 1
# SE DEFINE EL VECTOR Y EL ACUMULADO QUE GUARDA LAS
PROBABILIDADES POSTERIORES SIN NORMALIZAR
PpEF3 <- rep(0,nnl+1)
ppT3 <- 0
# PROBABILIDADES POSTERIORES PARA MODELO SIN TERMINOS
(MODELO CONSTANTE)

te <- 0

Xrl <- cbind(X00); Xrir2 <- Xri[YA1,] ; yr2 <- y[YA1]

gg <- matrix(0,1,1); ggl <- (1/g"2)*gg

trir2 <- solve(ggl+t (Xr1l)%*/Xri-fi*t (t(Xrir2))

T RXr1r2) %x% (t (Xrl) fxdy-fixt (£t (Xrir2) ) %xhyr2)
Srir2 <- t(y-Xr1lx¥%trir2)¥%*’%(y-Xrl)*)trir2)

—fixt (yr2-Xrir2y*Jtrir2) %*% (yr2-Xrir2y/*)trir2)
ppl <- ((alfilxg~-1)/(1-alf1)) tex((alf2*h~-1)/(1-alf2)) re
pp2 <- 4/det(ggl+t (Xrl))*%Xri-fi*xt (t(Xrir2))%*%Xrir2) 0.5
pp3 <- ((Srir2+t(trir2)’x*lgglh*ltrir2)/

t (y-mean(y) ) %*%(y-mean(y)))~-7.5



PpEF3[1] <- ppl*pp2*pp3
PpT3 <- ppl*pp2*pp3
# PROBABILIDADES POSTERIORES PARA MODELOS HASTA CON 7
TERMINOS (16383 MODELOS)
for(i in 1:16383)
{
ps <- xx1[[i]]
te <- length(ps)

Xr1 <- cbind(X00,Cr[,ps]); Xrir2 <- Xri[YA1,] ;
yr2 <- yl[YA1l]; gg <- matrix(0,te+l,te+1)
for (ii in 1:te) {gglii+1,ii+1] <- 1}

gel <- (1/g"2)*gg

trir2 <- solve(ggl+t (Xrl)7%*)Xri-fixt (t (Xrir2))%*%Xrir2)
Tx% (£ Xr1) xdhy—fixt (£ (Xr1r2) ) %*x%yr2)
Srir2 <- t(y-Xri1lxtrir2) 7%+’ (y-Xrl)*itrir2)

—fixt (yr2-Xrir2y*Jtrir2) %*% (yr2-Xrir2y*)trir2)
ppl <- ((alfixg~-1)/(1-alf1)) tex((alf2xh~-1)/(1-alf2)) re
pp2 <- 4/det(ggl+t (Xrl))*x%Xri-fixt (t(Xrir2))%*%Xrir2) 0.5
pp3 <- ((Srir2+t(trir2)ix*lggll*ltrir2)/

t (y-mean(y) ) %*%(y-mean(y)))~-7.5
PpEF3([ps+1] <- ppEF3[ps+1] + ppl*pp2*pp3
ppT3 <- ppT3 + ppl*pp2*pp3
}

# NORMALIZACION Y GRAFICACION DE LAS PROBABILIDADES POSTERIORES
posterior3 <- ppEF3/ppT3
names <_ C("O", ||A||, "B", "C"’ "D"’ "AB"’ "AC"’ ||AD||’ ||BC”’
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"BD", "CD", "ABC", "ABD", "ACD", "BCD", "ABCD")
barplot(posterior3,names=names,xlab="Efectos, Suponiendo
Observacién 13 Andémala", ylab="Prob. Posterior de Estar
Activo")

### TERMINA PASO 3 ###

Lo que procede a continuacién es suponer el modelo que haya resultado importante
y volver a calcular las probabilidades posteriores de que los datos sean anémalos (Paso

2), declarando las matrices X,,) y g9 = I';, al comienzo de este paso como

Xr1 <- cbind(X00,Cr[,2]1,Cr[,3]1,Cr[,6],Cr[,13])

gg <- matrix(0, 5, 5);

ggl2,2] <- 1; ggl3,3] <- 1; ggl4,4] <- 1; ggl5,5] <- 1

te <- 4 # CUATRO TERMINOS ACTIVOS SE DETECTARON EN EL PASO 1

en el caso de un modelo tentativo con cuatro términos.

14.2 Deteccion Bayesiana de Efectos Activos Cuando
la Respuesta es No-Normal

En esta seccién se presentan los programas desarrollados en SPLUS para en anélisis
de experimentos factoriales cuando la respuesta es no-normal. Bésicamente estos pro-
gramas resuelven o aproximan via simulacién Monte Carlo las integrales muiltiples que
definen la distribucién posterior de cada modelo considerado. Finalmente, margina-
lizando, se obtienen las probabilidades posteriores de que los efectos (coeficientes del
modelo) sean activos.

Se obtienen nimeros aleatorios (nd;;) de las distribuciones a priori de los pardme-
tros, a partir de nimeros seudo-aleatorios o sequencias de baja discrepancia (h;;). Se
recomiendan éstos ltimos para resolver problemas de integracién en varias variables,

como es el caso.
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14.2.1 Regresion de Poisson, Liga Identidad

# REGRESION DE POISSON BAYESTANA

# RESULTADOS DEL PROGRAMA: PROBABILIDADES POSTERIORES DE EFECTOS

# remove(1s())

# MUESTREANDO LAS DISTRIBUCIONES A PRIORI
udl <- ggamma(h11,256, rate=25.6)
g <- 1.25
nd22 <- g*gnorm(h22); nd32 <- g*qnorm(h32); nd33 <- g*gnorm(h33)
nd42 <- g*gnorm(h42); nd43 <- gxqnorm(h43); nd44 <- gxgnorm(h44)
nd52 <- g*gnorm(h52); nd53 <- gxqnorm(h53); nd54 <- gxqnorm(h54)
ndb5 <- g*qnorm(h55)

# POSIBLES MODELOS QUE SE PUEDEN CONSTRUIR CON 15 TERMINOS

powerSet <- function(x)

{
K <- NULL
for(m in x)
K <- rbind(cbind(K, F), cbind(K, T))
apply(K, 1, function(x, s) s[x], s = x)
}
nn <- 15

xx <- powerSet(1l:nn)

xx <- xx[-1]

numdat <- length(xx); ti <- rep(0,numdat)

for (i in 1:numdat) {til[i] <- length(xx[[i]]1)}

xx <- xx[sort.list(ti)]

numdat <- 120

for (i in 1:numdat) {ti[i] <- length(xx[[i]l])}
# EXPERIMENTO Y DATOS
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n <- 15
X0 <- c(1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1)
X1 <= c(-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1,-1, 1
X2 <- c(-1,-1, 1, 1,-1,-1, 1, 1,-1,-1, 1, 1,-1,-1, 1, 1)
X3 <= c(-1,-1,-1,-1, 1, 1,1, 1,-1,-1,-1,-1, 1, 1, 1, 1
X4 <- c(-1,-1,-1,-1,-1,-1,-1,-1, 1, 1, 1, 1, 1, 1, 1, 1D
X5 <- X2%X4; X6 <- X2*xX3xX4; X7 <- X1x*X3
X8 <- X1xX3%X4; X9 <- X1xX2; X10 <- X1xX4
X11 <- X2%X3; X12 <- X3%X4; X13 <- X1*X2*X3
X14 <- X1xX2xX4; X15 <- X1xX2*xX3*X4
X <- cbind(X1,X2,X3,X4,X5,X6,X7,X8,X9,X10,X11,X12,X13,X14,X15)
y <- c(56,17,2,4,3,4,50,2,1,0,3,12,3,4,0,0)
# ACUMULADORES Y PROBABILIDAD A PRIORI DE ESTAR ACTIVO
PEF <- rep(0,nn+1)
ppT <- 0; alfa <- 0.2
# PROBABILIDAD POSTERIOR PARA EL MODELO SIN TERMINOS
gk <- 0;
for (k in 1:200)
{
b0 <- udi[k]; xtb <- rep(0,16);
for (j in 1:16)

{
xtb[j] <- exp(-b0)*(b0)"y[j];
}
gk <- gk + prod(xtb)

}
ppT <- (gk/200); pEF[1] <- gk/200
ppb0 <- ppT; ppT <- 1; pEF[1] <- 1
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# PROBABILIDAD POSTERIOR DE MODELOS CON un TERMINO
# 1-15
MUESTRA <- 200;
for(i in 1:15)
{
ps <- xx[[il]
gk <- 0
for (k in 1:MUESTRA)
{
b0 <- udi[k]; bk <- nd22[k];
BI <- c(b0,bk); XI <- cbind(X0,X[,ps])
xtb <- rep(0,16);
for (j in 1:16)

{
xtb[j] <- exp(-bO)*(XI[j,]1%*%BI)"y[]jl;
}
gk <- gk + (prod(xtb))
}

pp <- ((alfa/(1-alfa)) ti[i])*gk/(MUESTRA*ppbO)
pEF [ps+1] <- pEF[ps+1] + pp
ppT <- ppT + pp
print (i)
}

# PROBABILIDAD POSTERIOR DE MODELOS CON dos TERMINOS

# 16-120

for(i in 16:120)
{

ps <- xx[[i]]
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gk <- 0
for (k in 1:MUESTRA)

{
b0 <- udil[k]; bk <- c(nd32[k],nd33[k]);
BI <- c(b0,bk); XI <- cbind(X0,X[,ps])
xtb <- rep(0,16);
for (j in 1:16)
{
xtb[j] <- exp(-b0)*(XI[j,]1%*%BI) y[]]l;
}
gk <- gk + (prod(xtb))

b

pp <- ((alfa/(1-alfa)) til[i])*gk/(MUESTRA*ppbO)
pEF [ps+1] <- pEF[ps+1] + pp
ppT <- ppT + pp
print (i)
}
# PROBABILIDAD POSTERIOR DE MODELOS CON tres TERMINOS
# 121-575
for(i in 421:575)
{
ps <- xx[[il]
gk <- 0
for (k in 1:MUESTRA)
{
b0 <- udl[k]; bk <- c(nd42[k],nd43[k],nd44[k]);
BI <- c(b0,bk); XI <- cbind(X0,X[,psl)
xtb <- rep(0,16);
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for (j in 1:16)
{
xtb[j] <- exp(-b0)*(XI[j,]1%*%BI)"y[jl;
}
gk <- gk + (prod(xtb))
}
pp <- ((alfa/(1-alfa)) ti[i])*gk/(MUESTRA*ppbO)
PEF [ps+1] <- pEF[ps+1] + pp
ppT <- ppT + pp
print (i)
}
# PROBABILIDAD POSTERIOR DE MODELOS CON cuatro TERMINOS
# 576-1940
for(i in 1276:1375)
{
ps <- xx[[il]
gk <- 0
for (k in 1:MUESTRA)
{
b0 <- udil[k]; bk <- c(nd52[k],nd53[k],nd54[k] ,nd55([k]);
BI <- c(b0,bk); XI <- cbind(X0,X[,ps])
xtb <- rep(0,16);
for (j in 1:16)
{
xtb[j] <- exp(-b0)*(XI[j,]1%=*%BI)"y[j];
+
gk <- gk + (prod(xtb))
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pp <- ((alfa/(1-alfa)) ti[i])x*gk/(MUESTRA*ppbO)
pEF [ps+1] <- pEF[ps+1] + pp
ppT <- ppT + pp
print (i)
}
# PROBABILIDADES POSTERIORES DE EFECTOS
names <- c("O","A", "B","C","D","E", "F","G","H","J",
"AD","BC","CD","BG", "AE","AF")

barplot (pEF/ppT, names=names)

14.2.2 Regresion de Poisson, Liga Log

En el programa anterior solo se cambia la expresién de la verosimilitud por la que
corresponde a esta liga. Basta entonces que enlistemos uno de los ciclos, por ejemplo
para calcular las probabilidades posteriores de los modelos con cuatro términos.
# PROBABILIDAD POSTERIOR DE MODELOS CON cuatro TERMINOS
# 576-1940
for(i in 576:1940)
{
ps <- xx[[i]]
gk <- 0
for (k in 1:MUESTRA)
{
b0 <- udi[k];
bk <- c(nd52[k],nd53[k],nd54[k],nd55[k]) ;
BI <- c(b0,bk); XI <- cbind(X0,X[,ps])
xtb <- rep(0,16);
for (j in 1:16)
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xtb[j] <- -exp(XI[j,]1%*%BI)+ y[jl*(XI[j,]1%*%BI)
}
gk <- gk + exp(sum(xtb))
b
pp <- ((alfa/(1-alfa)) til[i])*gk/(MUESTRA*ppbO)
PEF [ps+1] <- pEF[ps+1] + pp
ppT <- ppT + pp
print (i)
+

14.2.3 Regresion de Poisson, Liga Raiz Cuadrada

En este caso las probabilidades posteriores para los modelos con cuatro términos se
obtienen en el siguiente extracto del programa.
# PROBABILIDAD POSTERIOR DE MODELOS CON cuatro TERMINOS
for(i in 576:1940)
{
ps <- xx[[il]
gk <- 0
for (k in 1:MUESTRA)
{
b0 <- udil[k];
bk <- c(nd52[k],nd53[k],nd54[k],nd55([k]);
BI <- c(b0,bk); XI <- cbind(X0,X[,ps])
xtb <- rep(0,16);
for (j in 1:16)
{
xtb[j] <- exp(-(XI[j,1%*%BI)~2)*((XI[],]1%*%BI))"(2*xy[jl);
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}
gk <- gk + prod(xtb)
}
pp <- ((alfa/(1-alfa)) ti[i])*gk/(MUESTRA*ppbO)
PEF [ps+1] <- pEF[ps+1] + pp
ppT <- ppT + pp
print (i)
}

14.3 Regresién Logistica

El ciclo para estimar las probabilidades posteriores de modelos con cuatro términos
es el siguiente:
# PROBABILIDAD POSTERIOR DE MODELOS CON cuatro TERMINOS
for(i in 64:98)
{
ps <- xx[[il]
gk <- 0
for (k in 1:MUESTRA)
{
b0 <- udi[k];
bk <- c(nd52[k],nd53[k],nd54[k] ,nd55[k]);
BI <- c(b0,bk); XI <- cbind(X0,X[,ps])
xtb <- rep(0,8);
for (j in 1:8)
{
xtb[j1<-((exp(XI[j,1%*%BI)) ~y[j1)*(1/(1+exp(XI[],1%*%BI)))"50;
}
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gk <- gk + prod(xtb)
}
pp <- ((alfa/(1-alfa)) til[il)*gk/ (MUESTRA*ppbO)
PEF [ps+1] <- pEF[ps+1] + pp
ppT <- ppT + pp
print (i)
}

14.4 Modelo Gama

Se enlista el ciclo aproximar las probabilidades posteriores de modelos con cuatro
términos. Cabe recordar que el valor del hiperpardmetro r se ajusta lo mds grande
posible cuidando que las integrales no se disparen a infinito. Basta generalmente con
verificar esto en el modelo nulo que solo tiene la constante 3.
# PROBABILIDAD POSTERIOR DE MODELOS CON cuatro TERMINOS
for(i in 176:385)
{
ps <- xx[[il]
gk <- 0
for (k in 1:MUESTRA)
{
b0 <- udilk];
bk <- c(nd52[k],nd53[k] ,nd54[k] ,nd55[k]);
BI <- c(b0,bk); XI <- cbind(X0,X[,psl)
xtb <- rep(0,16);
for (j in 1:16)
{
xtb[jl <- (-r*XI[j,]1%*%BI)-y[jl*exp(-XI[j,]1%*%BI)
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+
gk <- gk + exp(sum(xtb))

}

pp <- ((alfa/(1-alfa)) til[il)*gk/ (MUESTRA*ppbO)
PEF [ps+1] <- pEF[ps+1] + pp

ppT <- ppT + pp

print (i)

}
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